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    PRÓLOGOS


    YO QUIERO MAMBO


    Si buscas mambo en Internet, Google te va a dar unos 103 millones de entradas. Según Wikipedia, mambo es un género musical que se desarrolló originalmente en Cuba. Más o menos la misma descripción que encontraremos si consultamos la RAE.


    Pero para mis queridos socios y amigos, Gemma y Eduardo, me temo que significa algo diferente… para ellos, mambo significa la creación de una metodología propia enfocada a ayudar a nuestros clientes a meditar sobre su negocio y los objetivos que persiguen, a entender cómo deben conseguir los datos necesarios para responder las preguntas planteadas, cómo manejarlos, buscarlos, y finalmente ordenarlos y visualizarlos para que sea fácil interpretarlos.


    Este libro habla de todo esto y de mucho más. Es el resultado de años de trabajo, dedicados a ayudar a nuestros clientes, en diferentes sectores, a mejorar el resultado de sus estrategias digitales.


    En realidad, nuestra metodología y forma de trabajo es fiel reflejo de una preocupación constante por proporcionar a nuestros clientes el mejor apoyo posible en su toma de decisiones. Porque nada calma tanto como tomar una decisión, cosa que desde El Arte de Medir sabemos muy bien.


    ALEJANDRO D. DONCEL


    Cofundador y CFO 
en El Arte de Medir.


     


    BUSCÁNDOLE EL SENTIDO AL DATO, COMENZÓ EL BAILE


    Saber es malo. Saber nos hace asumir que todo lo conocido es lo verdadero. Saber nos devuelve una realidad sesgada. Tenemos a nuestro alcance herramientas que se convierten en poderosas armas que nos ayudan a extraer datos y nos hacen saber muchas cosas, por ejemplo, números. Y sabiendo mucho, no sabemos nada.


    El Big Data nos permite obtener mucha información precisa sobre el cliente, sus costumbres y sus actos. Y hasta nos ayuda a empujarlo a su próxima compra, sugiriéndole dónde invertir más o haciéndole creer que necesita más de eso que ya ha adquirido, basado en un modelo predictivo.


    Pero el dato sin contexto es solo un número. Una verdad a medias. Una visión hipermétrope que no ve ni de muy cerca ni de muy lejos.


    Las empresas son personas que hacen que otras personas se emocionen, sueñen y se activen para convertir. Personas que trabajan para personas, no para números. Verlo así nos impide analizar realmente a la persona que convierte y por qué lo hace o no.


    Las herramientas ya están ahí, la información ya está a nuestra disposición. Será una cuestión de presupuestos acceder al dato. Pero en sí, el dato ya está. Las grandes preguntas que tenemos que hacernos antes de siquiera activar la búsqueda es «quiénes somos», «para qué», «por qué», «a quién».


    Quiénes somos como empresa. Cuál es nuestra personalidad, nuestra forma de conectarnos con quien nos compra. No reflexionamos el «qué somos» sino el «quiénes somos». Una visión, nuevamente, de persona a persona.


    Y es que cada uno de nosotros nos relacionamos con las marcas en un plano emocional. Y cada marca significa algo diferente para cada persona. Ante dos servicios o productos de características similares, la decisión siempre está basada en la emoción. Y la emoción no suele estar en un dashboard.


    Al entender quiénes somos, podremos entender con quién hablamos. Porque para vender necesitamos saber con quién estamos interactuando. Y es algo tan simple que no hace falta ningún máster para darse cuenta. Basta con ir al mercadillo de turno para observar cómo cambian el discurso según la persona. También en el plano corporativo, las grandes empresas conocen a las personas. Grandes en experiencia, que no es lo mismo que en facturación.


    Detrás de ese dato que aparece en pantalla, está la historia de Luis quien trabajó durante años para conseguir el coche de lujo. Está Inma, que tiene en mente esa próxima reunión y busca el vestuario adecuado para cerrar bocas y abrir mentes. Está Sofía, que necesita hacer de su mundo un lugar más bello y busca diseño en lo que adquiere. Como vemos, hay personas y conocerlas es el camino para que el dato cobre sentido. Detrás de cada transacción hay una persona que trabaja un determinado número de horas para poder utilizar su tarjeta de crédito. Si minimizamos la compra a un casillero en Excel, lo que hacemos pierde completamente el sentido.


    En el dato no está la respuesta, sino en el hallazgo de respuestas a partir de un contexto. Y justamente en el descubrimiento de lo colateral del dato es donde radica el éxito de las grandes compañías.


    Porque más o menos todos tenemos acceso a la misma información. Como hemos dicho antes, en todo caso será el presupuesto quien mande al acceder a ciertas herramientas. Pero el dato está ahí. Y si ese número no tiene una historia, no deja de ser una secuencia numérica.


    Para crear el escenario que enriquece el dato, debemos observar y conocer a esa persona. Extraer tanta información como sea necesaria. No basta con saber las costumbres que nos marcan nuestras pantallas.


    Conocerlo en profundidad nos dará muchos más insights. Porque en la combinación de observación, análisis y dato de los diferentes perfiles, nos podremos adelantar a sus necesidades. Nuestra competencia tiene acceso a las mismas herramientas. Lo que extraigamos de esos datos será nuestro diferencial.


    Pero si no sabemos lo que buscamos, nunca entenderemos lo que encontremos. Así que el quién, para quién, el porqué y el para qué deben tener respuesta antes de la configuración de cualquier dashboard. Unas sencillas preguntas que en una reunión se le atragantan a más de un participante.


    Como dijimos al principio, saber es malo. Nos cierra al descubrimiento. Saber nos limita las opciones de encontrar otros caminos inexplorados.


    Y es que los datos están ahí, los ojos y la experiencia hacen que se desmenuce la información, se separe dato a dato para encontrarle el sentido a los números. Porque sin historia, sin hilo conductor, no dejan de ser más que cifras. Y allí no están las decisiones de negocio.


    El dato sin contexto es solo un número.


    Y dentro del contexto, también, tenemos a la competencia en el sentido más amplio. No se trata de solo un producto o servicio de características similares al nuestro, sino de todas las opciones a disposición de nuestro cliente para elegirnos o no.


    Así, un buen libro se convierte en competencia de Netflix. La bicicleta es competencia del taxi y una bolsa de anacardos puede hacer tambalear al imperio de las patatas fritas, según las nuevas tendencias de consumo.


    La herramienta no nos va a solucionar la vida, la herramienta solo sirve si tenemos una pregunta de negocio válida. Porque lo importante no es el dato, sino qué hacemos con ese dato y la respuesta que nos está aportando. ¿En qué parte del Big Data está esa respuesta? En los deseos, aspiraciones y sueños de nuestro consumidor.


    No hay nada peor que saber. Debemos profundizar, borrar lo que sabemos e ir a buscar. Las historias no se pueden cuantificar, las experiencias, lo que aprendió esa persona en el semáforo, no se puede predecir. La casualidad no lo hace, por eso son casualidades. Y son estas quienes moldean la vida de esa persona que para nosotros es un dato.


    Porque el día que los conocemos mucho y los entendemos, entonces sí podemos invitarlos a bailar el MAMBO. Nada de dos pies izquierdos pisándose. Sino un baile con ritmo armonioso, divertido y desafiante para ambos bailarines, que se mueven sin problema en la pista y fluyen.


    Gemma y Eduardo han recopilado en estas páginas su visión apasionada de los datos, de todo ese conocimiento convertido en palabras que son historias. No son meros números volcados al azar. Son experiencias ante clientes, creando y fortaleciendo negocios. Personalmente, creo que están a dos compases más que el resto. Pero a ellos sí les dejo que vayan antes que la música. Alguien tiene que marcar la coreo. Y es hora de bailar.


    ANITA ÁLVAREZ CUFARI


    Consultora Creativa especializada en 
BrandStorytelling y Estrategia de Comunicación.

  


  
    INTRODUCCIÓN


    El Ajedrez es arte y cálculo». 


    —MÍJAIL BOTVINNIK.


    El Big Data ya no es una promesa, está aquí y ha provocado cambios profundos en muchas industrias. El análisis de todos estos datos disponibles está convirtiéndose en un elemento de disrupción. El análisis de información en gran volumen, de diferentes fuentes, a gran velocidad y con alta flexibilidad, es un factor diferencial para muchas empresas.


    Al referirnos al Big Data, lo hacemos sobre la base que determinó Gartner en 2001 y que continúa siendo la definición estándar de la materia. Big Data son datos que contienen una mayor variedad y que se presentan en grandes volúmenes con una velocidad muy alta. Por ello, muchos programas de procesamiento de datos no eran capaces de gestionarlos, debido a su cantidad, diversidad de fuentes y cada vez mayor velocidad de recepción en el sistema. De hecho, muchas decisiones han de funcionar prácticamente a tiempo real por lo que el tratamiento debe producirse en el mismo momento de almacenaje, a la vez que se combinan con datos históricos para sacarles el máximo partido.


    Los avances tecnológicos producidos en los últimos años han permitido almacenar y tratar estos datos de forma sencilla y barata, pero hasta ahora el esfuerzo de las empresas en dicha tecnología se traducía en que el dato era un pasivo para la compañía. Sin embargo, cada vez es más importante que sea un activo del negocio, pues su tratamiento nos permite obtener respuestas más fiables y tomar decisiones de forma sólida, además de conocer a fondo la experiencia del consumidor y ser capaces así de ofrecer mejores servicios y productos.


    Nos guste o no, el Big Data está presente tanto en la empresa como en nuestra vida personal. El ecosistema de datos es real y nos afecta en el presente y en el futuro. Los datos están ahí fuera, lo único que hay que hacer es conectar los puntos, llevar todas las piezas del puzle del conocimiento a su lugar preciso para entender bien qué nos están diciendo.


    En este libro intentamos ayudar al lector a recopilar una serie de mejores prácticas basadas en nuestra experiencia para crear con éxito una estrategia de tratamiento de los datos capaz de convertir el dato pasivo en un dato activo dentro de la compañía.


    La clave para accionar estos datos y llevar a cabo nuestra misión de activarlos con éxito radica en cuatro principios. El primero es disponer de una cantidad ingente de datos con la que poder trabajar; el segundo, integrarlos y tener la habilidad de estructurarlos bien. Es entonces cuando podremos convertirlos en conocimiento y ser capaces de asociarlos al problema de negocio que se quiere afrontar.


    Para ello explicaremos bien la tecnología de la que disponemos, las disciplinas donde encaja la medición y qué perfiles son necesarios dentro del área de datos. Exploraremos la metodología base para el tratamiento de Big Data y terminaremos con tecnologías complementarias que nos marcan el camino hacia donde nos dirigimos.


    El ajedrez es arte y cálculo, por eso hemos introducido cada capítulo con citas relativas a este juego. El ajedrez nos recuerda que el mundo es un conjunto de posibilidades casi infinitas y que hay que decidirse por una. El Big Data nos enseña que estudiando dichas posibilidades nos será más fácil encontrar la que nos lleve al éxito.

  


  
    [image: portadilla_1.tif]


     


    [image: 14124.jpg]


    TECNOLOGÍA Y HERRAMIENTAS


    «El ganador de la partida es el jugador que realiza el movimiento que va detrás del último error».


    —SAVIELLY TARTAKOWER.


    LOS CIMIENTOS DE TODA NUESTRA ESTRATEGIA


    No vamos a engañarnos: salvo que seáis fanáticos tecnológicos, las herramientas, la programación y todos los procesos de tratamiento que hay detrás de cualquier entorno de datos suele ser tedioso e incluso aburrido. Y es importante tenerlo en cuenta porque en realidad el concepto del Big Data contiene mucho más de tecnología que de otras disciplinas. Como veremos más adelante en el libro, las metodologías de análisis de datos, o de comprensión de los problemas de negocio, en realidad no suelen depender de la cantidad de datos que tengamos.


    En cambio, hablar de Big Data parte necesariamente de disponer de una tecnología capaz de sustentar este concepto que, como indicamos en la introducción, busca la recolección, tratamiento y disponibilidad de una ingente cantidad de datos al servicio del negocio. Aun así, no os asustéis: aunque empezar el libro hablando de tecnología puede parecer algo duro, lo cierto es que resulta fundamental para asentar unos cimientos sólidos. De hecho, es complicado dominar una disciplina (da igual si hablamos de ingeniería, arquitectura, artes plásticas o medicina), sin conocer qué hay realmente bajo el «capó». Igual que para un músico será complicado triunfar sin tener conocimientos de ritmo musical, un profesional que quiera trabajar con datos debería tener al menos claros los conceptos técnicos básicos que sustentan esta área. Vamos a por ello.


    ECHEMOS LA VISTA ATRÁS


    Quizá una forma sencilla de entender el punto en el que nos encontramos ahora mismo en cuanto a tecnologías de manejo de datos sea echar la vista atrás unos años para entender mejor de dónde venimos, y así comprender hacia dónde vamos.


    Podemos comenzar nuestra historia en los años ochenta del pasado siglo. Son los años que vieron nacer la microinformática, y en realidad el punto de partida para toda la explosión tecnológica experimentada en los últimos 40 años. Lo interesante es que la necesidad de almacenar y procesar datos ha estado presente desde el principio de los tiempos en los sistemas de computación. Por tanto, aquellos años también supusieron el punto de partida para el desarrollo de sistemas gestores de bases de datos como DB2 u Oracle, con sus novedosos sistemas relacionales, así como el estándar SQL (Structured Query Language), un método para realizar consultas en bases de datos que a día de hoy se sigue utilizando, y de hecho, está en plena actualidad.


    Sin embargo, hubo dos hechos que obligaron a la rápida evolución de los sistemas de bases de datos más primitivos hacia entornos más complejos y sofisticados: la explosión en la digitalización de los procesos en compañías de todos los tamaños (y el crecimiento de datos asociado), pero sobre todo la llegada de Internet como red de intercambio global de información. Un ejemplo simple sobre esto último: mientras en 2006 Google anunciaba que su buscador (ojo, solo el servicio de búsquedas) disponía de un índice que ocupaba unos 850 terabytes (850 000 gigabytes), en 2017 esta cifra se calcula que alcanzó los 10-15 exabytes (redondeando, entre 10 000 millones y 15 000 millones de gigabytes). Y esta cifra es de 2017, así que imaginemos hoy día.


    Esta curiosidad nos permite entender mejor la evolución tecnológica de la que vamos a hablar: ya no podemos pensar en un simple servidor con un motor de bases de datos como MySQL (por poner un ejemplo), al cual consultar los valores de una tabla con unos cientos de megabytes. Los entornos actuales de cualquier organización, les pongamos la etiqueta de Big Data o cualquier otra de las que comentaremos a continuación, requieren capacidades de almacenamiento, procesamiento y disponibilidad nunca antes vistas en la breve historia de la informática. Nos hemos convertido en una sociedad fundamentalmente basada en los datos. ¿Os suena lejano el concepto Big Data y pensáis que es algo interno que usan algunas grandes corporaciones? Pues en realidad vivimos sumergidos en él a diario, y está presente cada vez que hacemos una búsqueda en Google, pedimos comida a domicilio, pinchamos en un producto recomendado de Amazon o comparamos los vuelos de una docena de compañías para un destino, tarifa, hora y día determinado. Tras estas aparentemente sencillas acciones para el usuario, tenemos complejas plataformas de datos interconectadas con los más variados protocolos, miles de servidores y múltiples servicios intercambiándose datos entre sí, junto a sistemas de tratamiento/análisis de datos o algoritmos de toda clase. Esos mismos algoritmos que nos recomienden comprar el billete de avión porque su precio está en un valor óptimo, o que nos ofrecen recomendaciones de series y películas basándose en nuestros gustos previos detectados.


    ¿REALMENTE TODO ESTO ES NUEVO?


    Esa famosa frase de «está todo inventado» es también aplicable en parte al campo que nos ocupa. A inicios de los años 90 del pasado siglo era normal ver en organizaciones medianas y grandes el concepto de Data Warehouse. Podemos también verlo denominado como sistemas de Business Intelligence, sistemas de Decision Support e incluso sistemas de Management Information. Elijamos el nombre que elijamos, nos referimos a los entornos que desde hace décadas han necesitado las organizaciones para consolidar, tratar y tener disponibles sus datos con el objetivo de realizar tareas tan aburridas como los informes de ventas, costes, operaciones, etc. que cualquier compañía necesita. La razón de existir de estos entornos es simple: desde muy temprano los responsables de sistemas se encontraron con tres importantes problemas para obtener los datos que el negocio necesitaba:


    1.Disponibilidad de sistemas en producción: Nunca es una buena idea atacar un sistema de negocio en producción con consultas que pueden tumbarlo, o simplemente ralentizar la ejecución de los procesos para los que ha sido diseñado. Por poner un ejemplo simple, imaginemos un sistema de gestión de reservas para una cadena hotelera de talla mundial. Probablemente deba manejar cientos de miles de peticiones por segundo, y el propio negocio depende de que dichas peticiones se atiendan de manera correcta y permita completar las reservas sin fallos las 24 horas del día. Ahora imaginemos que uno o varios de los analistas ataca de manera directa el motor de la base de datos para extraer (intencionadamente o no), el listado completo de reservas del último año con todos sus datos, importes, extras contratados, y otra larga lista de dimensiones, filtrando para ciertos atributos y países. Hablamos de una consulta que probablemente arroje millones de registros, que requiere de una fuerte capacidad de procesamiento para poder obtener los datos filtrados y que, según diferentes factores, puede incluso llevar minutos en ejecutarse. El resultado será muy variable según la capacidad del sistema, pero probablemente el motor de base de datos del sistema en producción tenga problemas para responder temporalmente a las peticiones/modificaciones/cancelaciones de reserva del negocio, y se generen caídas en la Web, agencias de viaje, recepciones de hoteles y servicios de atención telefónica. Por ello, cualquier responsable de sistemas sabe que un sistema en producción simplemente no se toca. Se replica, se duplica o se consolida, pero no se usa para ejecutar consultas de análisis e informes de datos directamente sobre él.


    2.Consolidación de datos: Otro de los problemas clásicos viene cuando quieres juntar dos fuentes de datos diferentes (por ejemplo, ventas realizadas con el listado de clientes). Necesitas un lugar donde fusionar ambas fuentes de datos, y cruzarlas de una manera ordenada. Y esto, querido lector, es simplemente imprescindible para los análisis y reportes de datos desde hace décadas.


    3.Diferentes esquemas o formatos de datos: Incluso en el hipotético caso de que al necesitar acceder a dos fuentes de datos ambas se encuentren en el mismo sistema, lo habitual es que tengamos que enfrentarnos a esquemas de datos e incluso formatos totalmente diferentes. Por poner un ejemplo fácil, si vamos al sistema de CRM (Customer Relationship Management) del fabricante «A» de software, la fecha quizá esté grabada en formato DD/MM/AAAA, mientras que ese mismo campo para la aplicación que registra las llamadas del servicio de atención al cliente creado por el fabricante de software «B», quizá utilice un campo de tipo Fecha/Hora UTC (Universal Time Coordinated) según el estándar ISO correspondiente con formato MM-DD-AAAA 00:00. Si necesitamos cruzar ambas bases de datos para relacionar llamadas recibidas e incidencias abiertas por los clientes según la fecha, necesitaremos algún tipo de tratamiento intermedio que nos permita relacionar ambos campos y disponer de la consulta. Y rara vez se podrá hacer en directo y sin apoyarte en procesos planificados.


    Estos tres retos fueron los que, principalmente, obligaron a que los equipos de sistemas pensasen en soluciones técnicas que permitieran que, mientras los sistemas de negocio seguían rindiendo al 100 %, los equipos comerciales, analistas internos, financieros y demás personal de la compañía pudieran obtener todos los informes deseados siempre que la situación lo requiriese. Es decir, dándoles las herramientas para poder autoabastecerse de datos por sí mismos.


    Ese fue el nacimiento de los almacenes de datos empresariales (le pongamos el nombre que le pongamos). Es decir, sistemas que replican de manera regular la información desde los entornos de negocio hacia otros propios, aglutinando los datos en un mismo lugar, combinándolos e incluso limpiándolos y aplicando una normalización común. Esta clase de sistemas son, básicamente los entornos de BI (Business Intelligence) existentes desde hace décadas, utilizados para generar los informes que a diario fluyen por las organizaciones.


    Y esto nos ha de llevar a una reflexión: podría parecer que el análisis de datos y las organizaciones basadas en datos son algo relativamente novedoso, y que el big data (entendido como la disponibilidad de una gran cantidad de datos) es un concepto totalmente rompedor. Sin embargo, las organizaciones de cualquier tipo siempre han tenido datos, y en general muchos más de los que realmente podían digerir. Estos sistemas de BI llevan muchos años funcionando con mayor o menor sofisticación. Lo que ha cambiado en los últimos años ha sido el hecho de que la mejora de la tecnología ha puesto a nuestra disposición una capacidad de procesamiento y análisis que ha mejorado la capacidad para obtener valor de los datos. Esto, unido al crecimiento de fuentes e incremento en la riqueza de los datos, ha abierto realmente todo un nuevo paradigma bajo el que se engloba el concepto del big data.


    INMON, VISIÓN CENTRALIZADA


    Siguiendo con los Data Warehouse, su evolución y desarrollo hasta el momento actual, podríamos simplificar mucho explicando que al comienzo básicamente existían dos grandes «escuelas»: la de Inmon y la de Kimball. Examinemos ambos enfoques para entender sus diferencias.


    Empezando por William H. Inmon1, nombrado por la edición americana de la revista ComputerWorld como una de las diez personas más influyentes de los primeros 40 años de industria informática, él propone que un Data Warehouse ha de entenderse como un almacén de datos único y completamente global para toda la organización. Este modelo propugna que toda la información ha de almacenarse con el máximo nivel de detalle (de manera que básicamente tengamos todo lo que podamos llegar a necesitar a futuro), manteniendo los datos invariables, y que los cambios que se produzcan a lo largo del tiempo en los registros queden almacenados para poder modificarse o eliminarse posteriormente.


    Lo que Inmon defendía era una arquitectura conocida como CIF (Corporate Information Factory), donde se vuelcan absolutamente todos los datos de los diferentes sistemas de la compañía. Este sistema central es el que se a su vez alimentaria lo que se denominan DataMart para cada departamento o área de negocio. En este sentido, un DataMart no sería más que un sistema que solo contiene la información relevante para el departamento/área al que sirve, facilitando su análisis y explotación.


    Este enfoque parte, por tanto, de una visión global de la organización, que más tarde se va descomponiendo en bloques de información más concreta apropiados para cada una de las áreas que han de consumir los datos. La ventaja fundamental de este enfoque es que, como todos los datos provienen de un mismo sistema, no tendrían incongruencias al ser comparados o cruzados entre departamentos. Con ello desaparecen definitivamente situaciones tan habituales en muchas organizaciones como que el dato de ingresos totales no siempre coincida de un informe a otro.


    Entre las desventajas de este enfoque, amén de costes y dificultades de integración de fuentes en mismo repositorio, tenemos que Inmon propone un modelo de datos denominado en tercera forma normal2. Sin entrar en grandes tecnicismos, esto obliga a realizar un proceso de normalización que requiere aplicar una serie de reglas a la hora de establecer relaciones entre los objetos dentro de la base de datos. Esto mejora la integridad de la información y simplifica el mantenimiento de las tablas, pero también requiere de consultas mucho más complejas, que necesitan más tiempo de ejecución, lo cual complica el uso directo de los datos y dificulta la conexión con herramientas de informes estándar. Por ello se recurre a los DataMart, que en principio contienen partes de la información aplanada y lista para ser consumida.
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      Figura 1.1. El enfoque de Inmon y su visión centralizada de los datos.

    


    KIMBALL, VISIÓN DISTRIBUIDA


    Veamos la segunda escuela en el ámbito de los Data Warehouse, en este caso planteada por Ralph Kimball3, quien, entre otros logros, fundó Red Brick Systems, luego adquirida por Informix (posteriormente absorbida por IBM). Esta compañía fue famosa por su tecnología de base de datos relacional especialmente optimizada para el uso en sistemas de Data Warehouse.


    Bien, el punto de partida de Kimball es que en la mayoría de las organizaciones un Data Warehouse se origina por el interés y esfuerzo de un departamento concreto. Por ello, el modelo de Kimball comienza creando simplemente un DataMart para dicho departamento. A partir de aquí, a medida que otras áreas de la organización también necesitan datos, se pueden ir creando nuevos DataMart que se irán combinando con el resto mediante lo que Kimball denominó «dimensiones conformadas»4, que son comunes entre las diferentes áreas.


    La principal ventaja de este modelo es su coste/complejidad de puesta en marcha menor, y que se facilita el uso directo por parte de las diferentes herramientas de reporting. Al fin y al cabo, no dejan de ser diferentes tablas ya relacionadas entre sí mediante dimensiones presentes en todos los DataMart. Eso sí, este enfoque tiene unos requerimientos previos importantes, como es el hecho de plantearse los procesos de negocio que vamos a analizar, tener clara la granularidad de los datos y definir previamente la selección de dimensiones y métricas que vamos a necesitar. Es decir, en vez de almacenar todo (como en el caso de Inmon), aquí tendremos que plantearnos primero qué necesitaremos guardar, con qué propósito y con qué nivel de detalle para luego poder responder a los análisis que vamos a necesitar.


    Entre las desventajas de este acercamiento, está el hecho de que no existe una única fuente verdadera. Al tomarse datos de múltiples sistemas (por ejemplo el sistema de contabilidad y el de la plataforma del ecommerce), puede que una métrica que teóricamente debería ser igual no lo sea por una razón u otra. También tendremos mucha información redundante repartida en diferentes DataMart y, sobre todo, el hecho de que se trata de un enfoque pensado para procesos de negocio, y no tanto para el negocio como una visión completa y unificada.
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      Figura 1.2. El modelo defendido por Kimball con múltiples Datamart.

    


    PROBLEMAS CON EL CAMBIO DE SIGLO


    Podríamos escribir páginas y páginas sobre las formas de afrontar la creación de un almacén de datos clásico para la compañía, con sus pros y contras, e incluso las opciones intermedias (que las hay). Sin embargo, sigamos avanzando en el tiempo para entender que, con el paso de los años (y ya estamos en los 2000), aparecen en estos entornos problemas adicionales para los que se ha de buscar una solución.


    En primer lugar, se trataba de sistemas que se diseñaban, instalaban y mantenían bajo parámetros bastante rígidos. En esos años las organizaciones empiezan a ser cada vez más ágiles, buscan mejor resiliencia a los cambios y, en general, se enfrentan a entornos cambiantes a los que deben responder con cierta velocidad. Es decir, nuevas fuentes de datos, nuevas áreas que reclaman nuevos datos, y nuevas herramientas de visualización y análisis para las que los almacenes tradicionales simplemente quedan obsoletos.


    En segundo lugar, aparece el tema de los costes. Contar con almacenes internos de datos es caro, muy caro. Hacen falta centros de datos, muchas máquinas y, sobre todo, gente experta que monte los sistemas, los mantenga y los haga evolucionar. El problema era que mientras que los volúmenes de datos y requerimientos de las unidades de negocio progresaba en crecimiento geométrico, el desarrollo del almacén de datos muchas veces lo hacía de manera totalmente lineal. Además, hay problemas inherentes a este concepto, tales como la calidad, limpieza y consistencia de los datos que recae por completo en el equipo de tecnología. Es decir, más costes en forma de horas/hombre, desarrollos y gestión de los proyectos.


    En este punto llegamos a la segunda década de este siglo, y las cosas se siguen complicando para los Data Warehouse más tradicionales. Hay muchos factores que van a ponerlo todo patas arriba, pero vamos a resumirlos en cuatro muy claros:


    1.Nuevas herramientas de análisis: Llegan herramientas como Qlikview, Tableau o PowerBI, por solo mencionar unas pocas. Se trata de herramientas de visualización y descubrimiento de datos. Herramientas que permiten a los usuarios navegar por la información casi de manera libre, y filtrar/segmentar los datos con el objetivo de trabajar en la pura exploración de los mismos. Es un gran hito si lo comparamos con las antiguas interfaces, donde era preciso teclear consultas y obtener interminables tablas de datos. En realidad, no ofrecen nada que no se pudiera hacer antes, pero es demasiado fácil, atractivo y cómodo como para que una vez que lo pruebas, quieras volver atrás. Eso sí, todo tiene un coste, y en este caso hablamos de ofrecer los datos con mayor frecuencia de actualización, ejecutar las consultas de manera ágil (el cuadro de mando no puede estar un minuto «pensando» tras aplicar cualquier filtro) y disponer de la máxima cantidad de datos posible en tiempo y amplitud para permitir exploraciones realmente atractivas.


    2.IoT (Internet of Things) y el Realtime: Tradicionalmente los almacenes de datos estaban orientados a procesos por lotes. Es decir, cada «x» minutos/horas/días se ejecuta un proceso que recoge los nuevos datos y los vuelca para su consumo/análisis. En cambio, la llegada de las fuentes de datos en streaming (puro big data) ha hecho saltar por los aires los paradigmas previos. Aquí hablamos desde sensores de IoT de toda clase, hasta fuentes de información que envían datos casi en tiempo real para que el negocio esté informado de lo que está ocurriendo prácticamente al minuto. Aquí es importante tener en cuenta que pocos negocios están realmente preparados para trabajar con datos en tiempo real. No tanto por la tecnología, sino por la propia capacidad de análisis y de toma de decisiones que requiere. Aun así, está ahí, y es una tendencia que ha llegado para quedarse.


    3.Big Data, IA, etc.: Tenemos nuevas fuentes de datos, muchas de las cuales son totalmente desestructuradas. Nos referimos, por ejemplo, del streaming de datos que nos proporciona Twitter sobre las menciones a la compañía y sus productos, y que al fin y al cabo son activos que han de analizarse y procesarse. Pero también a sensores de toda clase, interacciones con los canales digitales de una organización, movimiento de personas por unas instalaciones físicas, etc. Y todo ello puesto a disposición de herramientas y modelos de inteligencia artificial y predicción que nos permitan obtener un conocimiento antes impensable. Todo ello, de nuevo, requiere de unas capacidades que el Data Warehouse clásico es incapaz de aportar.


    4.Agilidad y flexibilidad: Vivimos en un entorno cada vez más ágil. En los próximos capítulos mencionaremos conceptos de agile centrados en diversos ámbitos. La agilidad y la flexibilidad son fundamentales en cualquier proyecto tecnológico actual. No valen las estructuras rígidas, todo ha de estar preparado para ser escalado, redimensionado y replanteado con facilidad, y los almacenes de datos no son una excepción. Aparecen y desaparecen fuentes de datos, los esquemas varían fuertemente de unos a otros casos, y no podemos dedicar meses a integraciones que quizá solo tengan meses de vida. Debemos tener los datos disponibles rápidamente, listos para trabajar con ellos de manera eficiente mientras sean necesarios.


    Todo lo anterior nos traslada hasta el momento actual. Hasta el punto en el que necesitamos plataformas tecnológicas capaces de responder y resolver las necesidades de almacenamiento, tratamiento y análisis de datos por parte de las organizaciones. Puro big data. Veamos cómo podemos hacerlo realidad.


    LAS PLATAFORMAS MODERNAS DE DATOS


    Hoy por hoy las organizaciones necesitan plataformas de datos muy diferentes a los clásicos almacenes de datos sobre los que Inmon y Kimball proyectaban sus diferentes visiones.


    La filosofía de las plataformas actuales ha cambiado sobre todo por su escenario: la computación en la nube. Algo con lo que pocos CIO (Chief Information Officer) contaban a principios de los 2000 era con la actual explosión de servicios en la nube5. Por aquel entonces las compañías más grandes exhibían músculo invirtiendo millones de euros en modernos centros de datos donde a la compra del propio hardware, había que invertir en potentes conexiones a Internet, construir o adaptar edificios a un uso tan concreto como este (con especial atención a la refrigeración, seguridad o disponer de generadores para un suministro garantizado de energía), y sobre todo en capital humano capaz de gestionar y mantener permanentemente todo este sofisticado entorno.


    Pero todo cambió cuando Amazon, allá por 2006, lanzó sus servicios AWS (Amazon Web Services). Dado que la compañía tenía una capacidad técnica arrolladora y sobredimensionada, pensaron ¿por qué no revender la capacidad de procesamiento sobrante en forma de servicios que otros puedan utilizar? Esto se tradujo en servicios para ejecución de máquinas virtuales, motores de bases de datos, almacenamiento distribuido, etc., disponibles en minutos y que te cobran por tiempo de uso. Simple y obvio. Hasta el punto de que Amazon, pasados los años, logra cifras de beneficio infinitamente mayores de toda su división de servicios en la nube, que de su actividad realmente por todos conocida: la venta online. A esta tendencia se subieron el resto de las empresas tecnológicas, con Microsoft y Google a la cabeza, capaces de aprovechar los centros de datos que ya tienen distribuidos por todo el mundo, además de poner su capacidad tecnológica en estos servicios. Servicios que, no olvidemos, ya en el lado del cliente, contablemente son tratados como un gasto operacional deducible, y no como una inversión a largo plazo como los centros de datos tradicionales, con el consiguiente impacto en la cuenta de resultados.


    Por tanto, el primer rasgo distintivo de las que vamos a llamar plataformas modernas de datos (o Moderm Data Platform, como veréis en inglés si buscáis un poco en Internet) es que generalmente basan todo su funcionamiento en una capa de servicios en la nube ofrecidos por uno o varios proveedores. Puede parecer una pura cuestión técnica, pero pensemos que ya no hay servidores instalados «en casa», sino en un proveedor externo que se encarga de que todo simplemente funcione, y de que lo haga con unos estándares máximos de calidad, disponibilidad y escalabilidad. Y sin olvidar que estaremos arropados por servicios fundamentales como la seguridad y control de acceso a los datos, monitorización de los servicios contratados, gestión de consumo de recursos, recuperación ante desastres, etc. Pero el cambio va más allá de los servicios en la nube, y se centra en aspectos vitales que han marcado un antes y un después en estas plataformas de datos modernas. Entre ellos:


    1.Ingesta de datos: Las plataformas actuales de datos suelen disponer generalmente de dos métodos diferentes para la recepción de los datos. Sigue habiendo procesos tradicionales que se conectan a otros sistemas para obtener la información de manera regular, pero también tienen procesos en streaming que capturan la información a medida que esta se produce. Hablamos de datos que provienen de sondas físicas (por ejemplo, sensores IoT de captura de datos en directo), o sondas software que pueden estar ubicadas en Apps móviles, páginas Web, aplicaciones empresariales de toda clase o servicios de terceros, como por ejemplo, los ofrecidos por redes sociales. Puro big data.


    2.Entornos de almacenamiento: Datos estructurados conviven con otros no estructurados bajo el mismo entorno sin que el mundo salte por los aires. Sobre ellos se pueden ejecutar diversos procesos de curación y limpieza de datos que, por ejemplo, permitan consolidar y transformar los datos con diferentes objetivos. En este ámbito podríamos nombrar muchos servicios, pero un exponente perfecto lo encontramos en Google Cloud y su servicio BigQuery (https://cloud.google.com/bigquery). Se trata de un entorno de almacenamiento, análisis y consulta de datos donde podemos almacenar tablas estructuradas y no estructuradas, realizar consultas directas usando el famoso lenguaje SQL, así como introducir terabytes de información por unos dólares al mes (0.020 $/gigabyte), y pagar básicamente por su procesamiento (5 $/mes por terabyte analizado). Y eso es todo: si volcamos un enorme volumen de datos no tendremos que preocuparnos por dimensionar servidores ni centros de datos. Y si lanzamos una compleja consulta que requiera activar un clúster completo de máquinas para su ejecución, el servicio lo hará de manera totalmente transparente para nosotros y en cuestión de segundos.


    3.Servicios de transformación y análisis: Gracias a su alojamiento en la nube, en una plataforma moderna de datos podemos, a golpe de pocos clics, conectar servicios accesorios de limpieza, transformación o análisis avanzado de los datos directamente desde la propia nube. Tanto en la plataforma de Amazon, como en Google o Microsoft, encontraremos orquestadores para organizar los flujos de trabajo, servicios que ejecutan scripts de manera planificada (por ejemplo, para fusionar dos fuentes de datos diferentes), servicios para la limpieza/preparación de datos y, por supuesto, servicios de Inteligencia Artificial y Machine Learning. Es habitual encontrar servicios generadores de modelos predictivos de alta complejidad a partir de los datos que almacenamos, así como de interpretación del lenguaje (por ejemplo, para clasificar opiniones de clientes en mensajes enviados), de identificación de imágenes (para clasificación de contenido inapropiado), e incluso transcriptores de conversaciones de voz del servicio de atención al cliente para su posterior análisis lingüístico ya en formato texto.


    4.Diferentes capas de consumo de información: Por último, cualquier plataforma moderna de datos ofrece diferentes mecanismos para facilitar el acceso y consumo de los datos que gestiona, independientemente del nivel de requerimientos y necesidades del receptor que esté al otro lado. Por seguir con el ejemplo de BigQuery que comentábamos antes, este servicio dispone de múltiples mecanismos de comunicación, lo cual abre grandes posibilidades: si somos los ingenieros de datos que manejamos el entorno, tenemos la opción de conectarlo con servicios ETL de terceros como StitchData (www.stitchdata.com), Blendo (www.blendo.co) o Alooma (www.alooma.com), capaces de configurar en pocos clics la sincronización periódica y automatizada de toda clase de fuentes de datos (por ejemplo, MySQL) con tablas en BigQuery. Si somos científicos de datos, podemos ejecutar directamente consultas SQL que invoquen desde el mismo entorno modelos predictivos o de clasificación (y nos entreguen el resultado directamente). Por último, si somos los analistas del negocio, contamos con herramientas de visualización como PowerBI, Tableau o el propio DataStudio de Google conectadas vía la API de BigQuery, con las que disponer de cuadros de mando y explorar la información allí almacenada, sin necesidad de conocimiento técnico alguno.


    Para terminar, y siguiendo con los paradigmas de las modernas plataformas de datos, no podemos olvidar que el hecho de estar 100 % alojadas en la nube añade múltiples ventajas en aspectos como la escalabilidad (no debemos preocuparnos demasiado de inicio si vamos a necesitar un gigabyte o 10 terabytes de capacidad, es solo cuestión de pagar más), fiabilidad (el proveedor nos garantizará un SLA de servicio) y la relativa facilidad para migrar todo en caso necesario. Si, por poner un ejemplo, la plataforma de Amazon AWS no nos encaja por una razón u otra, podríamos migrar todo a servicios equivalentes de Google Cloud o Microsoft Azure con relativa facilidad, y sin necesidad de abordar fuertes inversiones. No es el escenario que busca cualquier CIO, pero era algo casi impensable en tiempos pasados.
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      Figura 1.3. Un ejemplo de la estructura de una moderna plataforma de datos.

    


    LOS DATALAKES, LA ALTERNATIVA ÁGIL


    En todo caso, aunque la nube haya facilitado y democratizado el almacenamiento y análisis de datos a casi cualquier organización, sin necesidad de realizar grandes inversiones, una plataforma de datos no deja de ser algo complejo de poner en marcha. Por un lado, aunque la nube elimine toda lo relativo a infraestructuras físicas, la capa de software sigue requiriendo de arquitectos de datos solventes, capaces de provisionar, configurar y orquestar todo lo antes comentado.


    Por otro lado, el auge del big data y las enormes expectativas puestas en torno al concepto del análisis de los datos, han generado una verdadera explosión de herramientas y soluciones, y esto puede complicar la decisión a la hora de apostar por unas u otras. Si echamos un vistazo a los mapas de herramientas6 publicados todos los años en Internet, comprobaremos cómo el número de herramientas crece y crece de año en año. Incluso dentro de un ecosistema como Amazon AWS o Google Cloud, cada poco tiempo se añaden nuevos servicios cada vez más especializados que están haciendo que muchos arquitectos de big data terminen especializándose en ecosistemas concretos para sacarles el máximo partido.


    Tal cantidad de oferta de herramientas y la facilidad para acceder a ellas, aunque tiene una ventaja clara por la sana competencia que produce, también puede producir un efecto adverso: la temida fragmentación. Los equipos de tecnología de las organizaciones tienen el doble reto de elegir bien las piezas que compondrán su plataforma (de ahí que sea habitual apostar por uno de los tres grandes -Amazon, Google o Microsoft-), y de controlar la formación de islas en las organizaciones.


    Trabajando en El Arte de Medir nos encontramos habitualmente en las organizaciones con áreas y departamentos que deciden abordar ciertas «guerras» por su cuenta. A veces, por la baja flexibilidad que les permite el área de tecnología para abordar los retos que necesitan en el análisis de datos, y otras, simplemente porque dichas áreas van muy por delante en necesidades de datos de lo que el área técnica ha sido capaz de prever. Esto hace que ciertos equipos opten por montar un entorno de datos propio (habitualmente denominados Datalake en jerga técnica y del sector), más o menos complejo y que utiliza algunas de las herramientas que podíamos encontrar en la plataforma moderna de datos explicada párrafos atrás.


    Podemos pensar en multitud de ejemplos y casos de uso. Por ejemplo, es muy habitual verlos en áreas como la del Marketing. Los proveedores de soluciones publicitarias promueven entornos donde fusionar datos provenientes de las analíticas de los entornos digitales (Web y App), con los servicios de publicidad online, e incluso los CRM de la compañía. El objetivo final es dominar las audiencias a las que se impacta con publicidad, personalizar la experiencia online de los ya clientes, e incluso analizar y controlar todo el ciclo de decisión hasta la compra. Pero es solo un ejemplo. Podemos ver lagos de datos aplicados a casi cualquier área. Solo es preciso que una parte de la organización necesite trabajar con múltiples fuentes de datos, consumirlas y analizarlas de manera más o menos ágil, y el concepto de lago de datos surgirá ahí. Y si aún recordáis las dos escuelas comentadas al inicio de los Data Warehouse, este concepto del lago de datos recuerda muchísimo, detalles técnicos aparte, el acercamiento de Kimball. Por tanto, sus premisas tienen sentido muchos años después, aunque con una aplicación técnica que difiere en algunos aspectos gracias a la mejora de la tecnología en el almacenamiento y tratamiento de los datos.


    Y es que, como en el ámbito de las plataformas de datos no hay nada escrito en piedra, muchas compañías de tamaño medio o pequeño arrancan como proyecto transversal un lago de datos para dar servicio a las diferentes áreas de la compañía. Este lago puede estar montado sobre un servicio como Amazon RedShift o Google Cloud BigQuery, ambos en la nube, ambos de pago por uso y con una puesta en marcha relativamente simple. Y siendo ambos una buena opción para volcar múltiples fuentes de datos con diferentes esquemas, que más tarde podemos consolidar en terceras tablas con un procesamiento intermedio. A partir de ahí, tendremos la información disponible para que diferentes partes de la organización exploren y analicen lo que necesitan sin más complicaciones. Esto, aunque no suene tan sofisticado como una de las plataformas completas reseñadas anteriormente, no deja de ser una solución moderna y capaz de responder a las premisas del big data en cuanto a capacidad, velocidad y disponibilidad de los datos. Y aún más porque en torno a ella podemos ir sumando servicios en la nube que terminen por ofrecernos lo que necesitemos según crezcan nuestras necesidades en el análisis de los datos.
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      Figura 1.4. BigQuery puede ser la base de nuestro DataLake para ejecutar consultas, conectar herramientas de cuadros de mando y realizar toda clase de tratamientos con los datos.
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    DATOS Y PERSONAS


    «El Ajedrez, con toda su profundidad filosófica, es ante todo un juego en el que se ponen de manifiesto, la imaginación, el carácter y la voluntad». 


    —BORIS SPASSKI.


    PROFESIONALES DE LOS DATOS


    Para que el Big Data funcione en una compañía lo más importante es el factor humano. No nos referimos únicamente al profesional del dato, sean analistas o científicos de datos, sino a cualquiera en la organización que deba tomar decisiones basándose en los mismos. Es vital que toda la organización se involucre en los cimientos de la cultura de datos para que llegue a buen puerto.


    La primera necesidad incluye fomentar el talento dentro de la organización. No hay realmente un camino que nos lleve al éxito automáticamente, pues el papel de científico o analista de datos no está definido de forma clara y se emplea igualmente para un perfil más técnico, un ingeniero que extrae y prepara los datos, como para perfiles más relacionados con el negocio.


    En los últimos tiempos, han surgido multitud de diferentes perfiles relacionados con los datos, profesionales encargados de almacenar, producir, limpiarlos y tratarlos. Además, cada vez hay más necesidad de aplicar técnicas avanzadas para resolver problemas más y más complejos en los negocios, por lo que estos nuevos perfiles enseguida empiezan a evolucionar y a explorar nuevas plataformas de tecnología por un lado y métodos de análisis por otro.


    Todo esto nos lleva a pensar que un solo perfil no será capaz de aglutinar todas las habilidades necesarias. Por ello, actualmente se habla de tres categorías distintas de profesionales:


    1.Analistas técnicos e ingenieros de datos, encargados de preparar el entorno en las distintas herramientas para tener datos de calidad disponibles en la organización. Es imprescindible el conocimiento de determinadas herramientas técnicas, de sistemas y de administración de las bases de datos. Cada vez es más interesante conocer entornos de Business Intelligence, servicios en la nube e incluso con herramientas de generación de cuadros de mando. Dentro de este apartado se encuentran los arquitectos de Big Data, quienes se encargan de definir, configurar y gestionar las plataformas tecnológicas. También los ingenieros de datos, encargados del proceso ETL, extraer - transformar - cargar los datos desde tecnología y que también gestionan los procesos de tratamiento de datos, tales como los modelos o algoritmos. Finalmente, están los analistas técnicos, encargados de gestionar y desarrollar las herramientas ajenas a nuestros sistemas para la recogida y almacenamiento de datos.


    2.Analistas de datos, poseedores de una base de conocimiento tanto de tecnología como de estadística o machine learning, de forma que puedan definir las preguntas clave que deban ser respondidas usando analítica avanzada. Están acostumbrados a trabajar con datos aunque no tengan la capacidad de manejar grandes volúmenes de estos. Tienen más conocimiento del negocio que de la tecnología en sí. Son capaces de tratar y analizar los datos, pero no llegan a programar.


    3.Científicos de datos, capaces de tratar datos en bruto y aplicar técnicas complejas de análisis a gran escala. Este profesional debe tener una base de tecnología, sobre todo en lenguajes de programación, pues para el tratamiento de grandes cantidades de datos es imprescindible su uso. Las tecnologías evolucionan de manera muy rápida. Por ello, la base técnica es importante, pero aún lo es más el ser capaz de estar al día y aprender funcionalidades y nuevas herramientas de forma habitual. Por lo tanto, lo esencial en este grupo de profesionales es tener experiencia en las disciplinas llamadas cuantitativas: con un sólido conocimiento de matemáticas, estadística y técnicas de machine learning. Para sacarle partido a estos profesionales, se necesita un entorno sólido donde se puedan llevar a cabo grandes experimentos analíticos con los datos.
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      Figura 2.1. Perfil del profesional de datos.

    


    Asimismo, es deseable un conocimiento científico, aunque no sea en principio demasiado profundo, pero sí poseer la aptitud de diseñar experimentos, analizar y describir los hallazgos desde los datos. No se trata solamente de tener claro los análisis cuantitativos que se pueden llevar a cabo en los datos, sino también saber comunicar resultados e incluso generar visualizaciones capaces de contar la historia y llevar al stakeholder a entender cómo y para qué utilizar los insights.


    Para traducir los números o datos en conocimiento se precisan también habilidades analíticas que incluyan técnicas de matemáticas y estadística que permiten detectar patrones, identificar modelos de causas y efectos, interpretar resultados e incluso generar visualizaciones con preguntas clave de negocio.


    Aunque se utilicen técnicas como Machine Learning, los analistas y científicos de datos son necesarios para ayudar a los programas, tanto a desarrollarse como a interpretar los resultados.


    El principal problema del analista o científico de datos suele ser su desconexión del negocio. Es decir, disponen de muchos datos pero no tienen muy claro para qué servirá el tratamiento de estos. Ante todo, comprendamos esto: lo importante no es realmente el dato, sino la pregunta de negocio que precisamos contestar. El mejor análisis del mundo no significa nada si no impacta de forma determinante en el negocio.


    El conocimiento del negocio ayudará a los analistas a generar hipótesis y a testarlas de manera solvente y rápida con el objetivo de la compañía en mente. Si no, es casi imposible aportar valor al negocio. Es la aplicación de los datos a las preguntas de negocio lo que transforma el dato de un pasivo en un activo de la compañía. Por tanto, es importante que quien debe sacar insights sepa qué preguntas se deben contestar para optimizar una estrategia o táctica de negocio. Es vital que el analista conozca tanto el objetivo del negocio como los procesos y estrategias para conseguirlo, además de las diferencias con la competencia, por ejemplo.


    Lo más eficiente sería combinar en un mismo equipo un ingeniero de datos que realice la extracción, limpieza y preparación de estos, con científicos de datos que se ocupen del tratamiento de los datos y analistas de negocio capaces de entender el negocio y servir de enlace con quienes toman las decisiones de negocio. También hará falta un responsable del departamento de datos (Chief Data Officer) que se encargue de los datos como activo para toda la empresa y gestione los equipos y personas dedicados a sacarle el máximo partido. La idea es que este responsable sea capaz de determinar la estrategia para responder a las preguntas de negocio, e incluso generar preguntas nuevas para liderar la cultura de datos a todos los niveles en la compañía. Esto incluye involucrar a toda la organización en la importancia de los datos y en su valor como activo de la compañía.


    En estos años hemos conocido a muchos profesionales de los datos que provienen de distintos orígenes. Los analistas digitales habitualmente provienen del mundo del marketing, de empresa y de distintas ingenierías. Los científicos de datos tienen experiencia en Business Intelligence, CRM; es decir, poseen una buena base de estadística y lenguajes de programación. El mundo de las matemáticas está ofreciendo muchos profesionales de los datos y reconvierte a muchos de ellos en cualesquiera de los perfiles antes expuestos.


    Por este motivo, es muy interesante promover estas nuevas profesiones en personas que están dentro de la compañía y que desean explorar estos nuevos caminos. No importa lo que se diga actualmente: nadie es experto en Big Data. Se puede tener más o menos experiencia con los datos, pero las profesiones relacionadas con esta disciplina están en constante cambio y evolución y nadie tiene muy claro lo que vendrá mañana. Es una de las ventajas de dedicarse a esta profesión, las oportunidades que se abren delante de uno. Hay profesionales del marketing tradicional que aprendieron de marketing digital para luego trabajar de analista web en 2010 y empezar a hacer sus pinitos como científico de datos en 2016 para terminar en 2019 como CDO (Chief Data Officer), liderando la gestión de datos de una compañía. No podemos desestimar el conocimiento del negocio a la hora de plantear una buena estrategia de equipo dedicado a datos.


    Dentro de la compañía, el CDO tiene la función de ser el vínculo de relación entre todas las áreas, puesto que el departamento de Big Data será transversal en la organización. Debe gestionar la relación con todas las áreas que necesitarán los datos para tomar mejores decisiones, optimizar procesos y mejorar el rendimiento de la compañía. Normalmente estarán involucrados departamentos de IT, Marketing, CRM, Productos, etc… Asimismo, será el responsable de estructurar y gestionar tanto el equipo de datos como los proyectos (diseño, desarrollo, ejecución y mantenimiento) relacionados con el área. Pero no puede perder la visión del negocio, necesitará conocer a fondo el mercado y la forma de trabajar interna de la compañía. De ahí que este puesto sea tan completo: se debe hablar lenguaje de negocio, lenguaje técnico, lenguaje de gestión y de análisis. Y no deja de evolucionar… cuando aún no tiene ni 10 años de vida. ¿No es fascinante?


    EVOLUCIÓN Y CRECIMIENTO


    El abanico de especialidades donde el analista o científico de datos puede desarrollar su carrera es muy amplio. Es emocionante porque hay que estar al día en herramientas, modelos y conocimientos. En otras palabras, estar en un modo «aprendizaje on» constante. Ante este paradigma, ¿cómo es el modus operandi de un analista o científico de datos para estar al día sin morir en el intento?


    El comienzo de todo analista digital es muy parecido: empieza analizando datos de una sola fuente, por ejemplo, de Google Analytics o Adobe. Pero un día se necesita profundizar más, es decir, sacar todo el jugo a los datos de diferentes fuentes. Para ello, no solo es suficiente querer ser mejor, sino que se debe adquirir:


    [image: 141368.jpg]El conocimiento global de la empresa y del negocio. Es vital saber qué es necesario analizar para que las recomendaciones estén basadas en datos reales. Y por eso es muy importante conocer el negocio. Esto depende de cada compañía, por lo que el éxito se basa mucho en la experiencia y en hablar con todos los departamentos para entender bien los procesos y procedimientos que llevan a la empresa a ser lo que es.


    [image: 141368.jpg]El conocimiento sobre las herramientas técnicas para realizar un buen tratamiento de los datos. No se debe limitar los análisis de datos a una única herramienta, porque no se tendría una visión completa. Hay que ir viendo cómo incorporar nuevos datos a los ya obtenidos, con el fin de conseguir una visión más cercana a la realidad.


    [image: 141368.jpg]Habilidades para presentar los insights descubiertos al resto de la compañía. Además de creatividad puesto que aún no tenemos reglas definidas, todo cambia tan rápidamente que se requiere capacidad de adaptación a nuevas formas de trabajar, nuevas herramientas y estar abierto a cambiar metodologías y procesos según se vaya avanzando en la disciplina del Big Data.
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      Figura 2.2. Habilidades del profesional de los datos.

    


    Teóricamente todo esto está muy bien. Pero en la práctica, ¿cómo pasa el analista de ser un traductor de la herramienta a convertirse en un punto de intersección de datos, información y conocimiento del negocio?


    Ya no hay límites entre la analítica digital y el científico de datos, aunque sigue habiendo mucho miedo a este término, lo cual a veces le impide al analista digital ir más allá. Esto es un error. No se trata de ser una cosa u otra, sino de ir avanzando poco a poco para seguir adquiriendo conocimiento y facilitar la comunicación entre profesionales.


    Aunque los límites entre el trabajo del analista y del científico de datos cada vez son más difusos y las tareas se entremezclan, son roles diferentes. Al científico de datos por ejemplo, se le asemeja con la figura del unicornio, porque debe tener conocimiento de muchos campos. El analista no tiene que llegar hasta ahí, pero sí necesita poseer la inquietud de seguir avanzando con los datos, que unida a cierta dosis de creatividad, crea la fórmula perfecta que le hará plantearse ideas y modelos que, aunque no pueda resolver como analista, sí le servirán de ayuda para trasladar sus necesidades a las personas indicadas.
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      Figura 2.3. Evolución Analista o Científico de Datos.

    


    En esta etapa de desarrollo de nuevas aptitudes y conocimientos, existen vías indispensables para formarse. Una de ellas son los portales MOOC, como Coursera que, aunque con niveles entre módulos quizás un poco desajustados, ofrecen cursos especializados a un módico precio. Es un aprendizaje muy exigente, pues hay que invertir mucho tiempo y esfuerzo, pero al final vale la pena para ir avanzando al ritmo de cada uno. Otra de las vías en las que poder desarrollar conocimientos son las clases presenciales y los libros, artículos o blogs de este tema, cada vez más abundantes.


    En definitiva, poder diseñar uno mismo dónde focalizar sus esfuerzos para el desarrollo de una carrera profesional es la mayor ventaja que ofrece la analítica o la ciencia de datos. No existe una única ruta, sino que hay tantas vías como disciplinas. Además, gracias a internet se puede encontrar mucho de lo que necesita el analista, pero siempre con precaución e informándose bien. Para no caer en cursos que a corto plazo no merecen la pena, es importante marcarse un objetivo. Así disminuye el peligro de invertir mal el tiempo.


    El día a día nos deja poco tiempo para la investigación, pero se está avanzando a pasos agigantados en todos los campos, por ejemplo, en el campo de redes neuronales e inteligencia artificial, que gracias a los nuevos avances en machine learning, está en el punto de mira de la innovación.


    En el ámbito empresarial también hay áreas de investigación, tales como el desarrollo de sistemas de recomendación enfocados a cliente, capaces de combinar métricas más avanzadas que ayuden a saber qué es lo q verdaderamente importante.


    Tampoco hay que olvidarse de las herramientas de Blockchain Analytics y todas sus aplicaciones, donde todavía hay un mundo por descubrir.


    Ante tanto avance y nuevas ramas de desarrollo, es imposible para cualquier profesional abarcar todos los campos con profundidad. Incluso intentar saber de todo se convierte en un handicap dentro de una carrera profesional.


    GOBERNANZA DE DATOS


    El gobierno de datos implica que la ley se está cumpliendo, con la protección de datos por un lado, pero también tener políticas de datos que determinen claramente quién tiene acceso a los mismos y quién es el responsable de mantener su calidad y precisión. Por eso resulta tan importante construir una buena cultura de datos en la empresa. Si, además, la empresa trata con datos de índole personal, es esencial establecer procedimientos claros respecto al empleo de estos. La legislación cada vez se vuelve más estricta.


    Cada organización debe definir un marco de gobierno de los datos, de forma que se controlen, monitoricen y estén accesibles a toda la organización, además de garantizar siempre su calidad óptima en el cumplimiento de las distintas normativas y la privacidad. Así, evitaremos incoherencias entre los diferentes sistemas y afianzaremos su integridad en todas las circunstancias.


    Los datos deben ser un activo de gran valor en la empresa. Gestionarlos y tratarlos para tomar las mejores decisiones en tiempo y forma resulta vital para agregar valor a la organización. Una buena estrategia reside en detallar cómo se guardan los datos, cómo se accede a ellos, cómo se actualizan y cómo se utilizan. La gobernanza de datos debe definir las reglas y la regularización de los datos para toda la compañía, de forma que tengamos una base sólida de autoridad, control y procedimientos para nuestra estrategia de acción sobre ellos.


    El siguiente paso implicaría definir los roles y gestionar los accesos y responsabilidades de toda la organización, para establecer diferentes niveles de seguridad, pero a la vez asegurarnos de que los datos son accesibles a quienes los necesiten y que su calidad es óptima. La idea es que la gobernanza de datos establezca el porqué y quién accede y controla los datos mientras que los analistas deciden dónde y cómo.


    En definitiva, las directrices de la gobernanza de datos deben seguirse a rajatabla para salvaguardar los datos de la compañía. La única forma de tener ventaja competitiva sobre los competidores es dar acceso rápido a los datos de calidad de la compañía para tomar sólidas decisiones de negocio.


    En la empresa se necesita definir quién es el propietario de los datos de la compañía y quién el responsable de su precisión, de su mantenimiento, de su acceso y de su empleo. Al mismo tiempo, se debería garantizar que la empresa cumple las regulaciones y establece los procedimientos necesarios a la hora de mantener este cumplimiento. Una forma de hacerlo es realizar auditorías de forma regular. Por lo tanto, será necesario destinar recursos específicos, o un equipo encargado de planificar, implementar y mantener la gobernanza de datos.


    Habitualmente este cometido se llevaba a cabo desde el departamento de informática, pero cada vez más se hace evidente la necesidad de incluir aportes tanto de los directivos de la empresa como del departamento de datos transversal a la compañía por lo que esto está cambiando y se tiende a organizar una división o comité de gobernanza dentro del departamento de Big Data.


    ORGANIZACIÓN DEL DEPARTAMENTO DE DATOS


    La estructura de un departamento de datos en la organización puede constar de diferentes perfiles y ubicarse en diferentes áreas (Marketing, IT, Business Intelligence, CRM…). Depende mucho de la estructura de la empresa y de cómo naciera la necesidad de datos en la misma.


    En nuestra experiencia, la solución que mejor funciona a la hora de la explotación de la información es la creación de un Chief Data Officer o CDO transversal a toda la empresa y paralelo a los altos directores de la misma. Así, el departamento de Data puede ofrecer servicio centralizado e interno a todas las demás áreas de negocio. El mayor inconveniente en este caso es que el recurso evoluciona pero no está demasiado cerca del negocio y puede perder el foco de lo realmente importante.


    Sin embargo, en algunos casos funciona el integrar bajo cada vertical de negocio un departamento o una persona especialista en datos, de forma que tenga un gran conocimiento del día a día y de los detalles de cada parte del negocio. Obviamente, este caso solamente tiene sentido en una empresa de gran volumen. El mayor inconveniente bajo nuestro punto de vista es que al final cada área se puede convertir en un silo y no trabajar conjuntamente en la explotación general de los datos de la empresa.


    Desde la perspectiva de Big Data tecnológico, la mayoría de las empresas deciden apostar por pertenecer al área de IT debido a que los perfiles suelen tener la misma base que en dicha área y se puede construir tanto la parte destinada a la arquitectura como la de configuración de sistemas y plataformas de datos.


    Es habitual encontrar departamentos de datos con una parte del equipo destinada en IT, analistas en Marketing y verticales de negocio y científicos de datos en CRM para empaparse de lo que ocurre en el día a día de dichas áreas pero que reportan al CDO y forman parte del departamento de datos centralizado.


    Lo mismo pasa con empresas que operan en diferentes países, si cada país o grupo de países van por libre es más complicado llegar a extraer el máximo jugo de los datos en su conjunto, porque cuesta más que pongan en común mejores prácticas y lideren proyectos de innovación globales. Funciona mucho mejor el tener especialistas en cada país pero una unidad global que apoye la comunicación y permitan la evolución de cada uno de los perfiles de datos de la empresa.


    CULTURA DE DATOS EN LA COMPAÑÍA


    Es vital para que el dato pase de ser un pasivo a un activo de la compañía. Por lo tanto, esta cultura de datos debe comenzar por lo más alto de la empresa y ha de transmitirse a todos los niveles. La idea es que todos comprendan el valor de los datos y cómo pueden impactar en la compañía. La comunicación es clave, pero también resulta fundamental que la estrategia de datos sea transparente para todos los departamentos.


    Todo está cambiando deprisa y resulta un desafío para cualquier empresa que quiera estar al día, pero lo importante no es cambiar la infraestructura y la tecnología cada año, sino avanzar en la ejecución de una buena estrategia de datos. Poner en práctica esta estrategia de la forma adecuada constituye un desafío para la mayoría de las empresas.


    Generalmente el éxito depende de quién empuje esta cultura de datos en la empresa. Si son los directivos, entonces se está reconociendo desde arriba que los datos son un elemento clave del negocio. La parte positiva es que la transformación del negocio es real. Poseer una buena estrategia de datos, invertir en toda la infraestructura técnica, analizar los datos y accionar a partir de decisiones de negocio basadas en el conocimiento resulta en beneficio para la empresa, por lo que el objetivo es claro.


    Una estrategia de datos es una serie de acciones que necesita de planificación, de personal dedicado y de mantenimiento. La compañía debe aceptar la ejecución de esta estrategia, pues todos los departamentos han de ser partícipes de esta transformación. Para aprovechar al máximo los datos, es vital que desde dirección se comunique adecuadamente para qué va a servir esta estrategia y el impacto que va a tener en el negocio. Los datos han de ser utilizados en todos los niveles de la empresa como base de sus acciones, de ahí que el Big Data haya democratizado el análisis global.


    La buena implementación de la cultura de datos se traduce en que todos y cada uno de los miembros de la empresa entiendan y compartan el valor de los datos. Este cambio puede resultar a veces complicado para ciertos departamentos y personas, por lo que la implicación de las personas expertas en datos capaces de facilitar el cambio es importante para llevar a cabo la implementación con éxito. Las personas son la clave, la comunicación y la planificación son vitales para llevar a la empresa a ganar la partida de los datos.


    Como el campo del Big Data está en constante movimiento, la idea principal es ser flexible para poder actuar de forma dinámica y escalar la infraestructura tanto en tecnología como en equipo, según las necesidades de cada momento.


    EL VALOR DE LOS DATOS EN LA COMPAÑÍA


    El resultado de la buena implementación de una cultura de datos en la compañía permite a las empresas disponer de información para influir en la toma de decisiones, mejorar la actividad del negocio y convertir los datos en dinero. Como cada vez tenemos más y mejores datos a disposición de toda la compañía, se ganará en eficiencia y en rendimiento de casi todo tipo de negocios. De hecho, la tendencia es que los datos se están convirtiendo en un elemento clave y esencial del negocio. Y la habilidad de una empresa de manejar los datos para convertirlos en valor empresarial en un mercado cada vez más competitivo marca la diferencia, no en el futuro, sino en el presente.


    La información es poder, solamente hay que echar un vistazo a las compañías con mejores resultados en los últimos años. Todas ellas han sido pioneras a la hora de hacer uso de los datos como base de su éxito. Google, Amazon, Facebook, Netflix, Spotify, etc.


    El primer paso para sacar el máximo partido a los datos es desarrollar la cultura de datos en torno a las tres áreas donde está claro que los datos pueden actuar. Primero, el tratamiento de los datos para adoptar nuevos procesos u operaciones; segundo, rentabilizar el negocio y finalmente, la toma de decisiones. Es decir, no se trata de recoger todos los datos y almacenarlos sin pensar. Al revés, en lugar de partir de los datos, lo ideal es empezar por la estrategia. Aunque parezca mentira, la mejor estrategia de datos no viene determinada en principio por los datos, sino por las preguntas de negocio que se deben contestar desde la perspectiva de operaciones, rentabilidad y toma de decisiones.


    La toma de decisiones es el objetivo primordial a partir del cual se puede empezar a plantear una estrategia de datos en la compañía. Basar en la perspectiva que nos ofrecen los datos la toma de decisiones de negocio se traduce en un amplio conocimiento de todo lo que rodea al negocio en sí. Hablamos de comprender mejor lo que necesitan los clientes y lo que demanda el mercado. No solamente hacer caso a qué está pasando, sino a por qué está pasando y qué decisiones han de adoptarse para cambiar o maximizar los resultados. Esto lo abordaremos en profundidad a lo largo de los capítulos siguientes.


    Por otra parte, las empresas confían en su estrategia de datos para optimizar los procesos empresariales y las operaciones relacionadas con sus productos y servicios. Es clave aumentar la eficiencia a partir de los datos y detectar qué podemos automatizar o cómo procesar de forma más indolora cada proceso cotidiano. La idea es garantizar un rendimiento óptimo en cada aspecto de las operaciones. Los datos que nos proporcionan los diferentes sensores, los datos abiertos de gobiernos, meteorológicos, del tráfico, etc., complementan los datos propios y se utiliza el conocimiento para optimizar recursos y procedimientos de manera eficaz. Sobre ello reflexionaremos ampliamente en el capítulo 9.


    Además de ayudar a tomar mejores decisiones y optimizar las operaciones, los datos deben ser una parte fundamental en el modelo de negocio de las compañías. Como ya hemos comentado en este capítulo, hay que pasar los datos de pasivo a activo de la compañía, pero, además. el valor de los datos es fundamental por sí mismo. Los datos de los que una compañía dispone cada vez son más importantes para otras y se puede considerar la idea de convertirse en un proveedor de datos. Aquí la gobernanza de datos cobra importancia, puesto que la transacción ha de ser transparente y los datos recogidos han de ser previamente autorizados por los usuarios. Un ejemplo claro de este tipo de valor de los datos es la compañía Fitbit (www.fitbit.com), fabricante de productos convertido en un proveedor de datos personales de sus usuarios (actividad, calorías, sueño, salud), los cuales comparte con lo que llama socios estratégicos de forma que, a día de hoy, es una de las áreas de negocio con mayor crecimiento para la compañía.


    En resumen, la potencia del Big Data no está en los datos por sí mismos sino en la manera en que se hace uso de ellos. No se trata de su almacenamiento, ni siquiera de su análisis, sino del modo en que puede impactar en la compañía. La clave es la manera en la que se utiliza el conocimiento, qué procesos optimiza, qué decisiones mejores se pueden tomar y cómo aumenta el valor del negocio. El uso de los datos sin estrategia es completamente irrelevante.


    PLANIFICAR CULTURA DE DATOS


    Para desarrollar una buena cultura de datos en la compañía es necesario primero definir los casos de uso de negocio que se manejan habitualmente. Es decir, se partirá siempre de una buena base de negocio, ninguna otra perspectiva puede sentar mejor los cimientos que la del negocio en sí. Esto lo desarrollaremos en profundidad en los próximos capítulos, cuando expliquemos la metodología que proponemos a la hora de sacarle rendimiento al Big Data desde la óptica del rendimiento de negocio.


    Si empezamos a planificar la cultura de datos desde la tecnología, no llegaremos a resolver los problemas del negocio sino que tendremos que adaptar la tecnología al negocio cuando precisamente es al revés. Es indispensable poner la tecnología al servicio del negocio para que realmente impactemos en el mismo.
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    METODOLOGÍA


    «Juega la apertura como un libro, el medio juego como un mago y el final como una máquina». 


    —RUDOLPH SPIELMANN.


    MODELO DE MADUREZ EN BIG DATA ANALYTICS


    Para llevar a cabo esta metodología se debe tener en cuenta previamente el estado de madurez en Big Data de la organización. Es decir, hay que centrar los esfuerzos en los objetivos que se marcan dentro de la organización en cuanto a la cultura de datos pero siempre teniendo en cuenta el marco de actuación de cada una de las empresas, con sus distintos sectores, sus diferentes presupuestos, etc…y sobre todo cómo están con respecto a la madurez en Big Data. Se puede haber hecho un desembolso importante en la organización para el almacenamiento masivo de datos pero puede que aún no esté formado el equipo de datos, o que el acceso a estos no sea transversal, o que la información esté en diferentes sitios dentro del ecosistema de datos de la empresa.


    Por ello, antes de empezar a diseñar una metodología que ataque cada uno de los proyectos de datos de la compañía, debemos detenernos a pensar en qué momento estamos y cómo afrontaremos cada proyecto de manera estratégica.


    Por lo tanto, podemos tomar modelos de madurez de empresas desde la perspectiva de la analítica de datos para entender cuál se ajusta mejor a nuestra organización. Nosotros empezamos por el que diseñó Bill Gassman de Gartner7, pues es la base de todo lo que ha venido después:
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      Figura 3.1. Web Analytics Maturity Model de Gartner.

    


    Este modelo pretendía que cada empresa se situara en su escalón correspondiente según las actividades que desarrollara, determinar qué le faltaba para ir subiendo de nivel y constituir una hoja de ruta para lograr una web de alto rendimiento.


    Llegó entonces Stéphane Hamel de Cardinal Path8 con su conocido como OAMM (Online Analytics Maturity Model), que centraba su potencial en saber cómo se comporta la empresa a partir de cinco áreas de proceso: Estadística, Tecnología, Marketing, Negocio y Personas:
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      Figura 3.2. Online Analytics Maturity Model de Cardinal Path.

    


    Gracias a Stéphane, cualquier empresa podía saber en qué situación estaba con respecto a todas las áreas y cuál era la que necesitaba más atención y esfuerzos.


    En paralelo, de la mano de Brian Thopsey9, surge una nueva tentativa para establecer el modelo de madurez de una empresa, que combina cinco niveles con seis tipos de acciones que combina la parte más técnica (herramientas) con la metodología, los recursos, el alcance de las acciones, los objetivos, la distribución y la persona responsable. En nuestra opinión es el más lioso y difícil de entender, porque se puede estar en varios niveles a la vez según el tipo de empresa:
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      Figura 3.3. Modelo de Madurez de Brian Thopsey.

    


    Unilytics también saca su propia visión sobre el modelo de madurez en analítica web que consiste en cinco fases, empezando por la preparación para una buena estrategia en analítica web, para después centrarse en las métricas, en la optimización de la conducta, en los esfuerzos de marketing para finalizar en la estrategia corporativa:
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      Figura 3.4. Modelo de Madurez de Unilytics.

    


    La base de las acciones es muy parecida a la que usaba Grassman. Creemos que lo que gana este modelo es en agrupar cada una de las acciones según un color para determinar qué falta o puede faltar en cada una de las fases para la organización correspondiente. Al tener un poco de cada tipo de acción en cada una de las fases, al organizar por color, se clarifica dónde hay que focalizar los esfuerzos, si a nivel táctico, a nivel técnico, de métricas, integración, y nos permite integrarlo todo de un solo vistazo.


    Lo mismo debió de pensar la gente de Bersin & Associates cuando en 2012 publicaron en su web el modelo de madurez en analítica web, en este caso repartida en cuatro niveles, empezando en operacional, reporting avanzado, análisis estratégico y finalmente análisis predictivo:
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      Figura 3.5. Modelo de Madurez de Berssin & Associates10.

    


    A nosotros este modelo se nos queda muy corto porque, aunque se comenta qué implica cada uno de los niveles, en nuestra experiencia laboral nos hemos encontrado empresas que están a mitad de camino entre el nivel 2, el 3 y el 4, no queda claro qué determina el siguiente paso a seguir.


    Nosotros hemos pasado por varios modelos hasta llegar al que ahora mismo nos llena al 100 % y seguramente lo iremos modificando según vayan avanzando las empresas, la tecnología y, por supuesto, la ciencia de datos:
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      Figura 3.6. Modelo de Madurez en Analítica Digital (EAM).

    


    Como se puede observar, hay dos grupos de técnicas bien diferenciadas, la de análisis descriptivo y la de data science. La primera se refiere a los primeros pasos que debe hacer una empresa para tener control sobre sus datos; los análisis se basan en su mayor parte en los datos de las herramientas propias de analítica.


    1.Gestión de Datos. El objetivo primordial de esta fase es la comprensión del negocio y gestionar bien los datos, por lo que se empieza por establecer los objetivos y definir las KPIs que utilizaremos para determinar cuál es la situación inicial.


    A partir de aquí se genera la medición básica para seleccionar los datos, formatearlos e integrarlos y disponer así de los cuadros de mando necesarios para monitorizar toda nuestra actividad más importante.


    Una vez tenemos esta primera fase cubierta, hay que ir más allá y empezar a optimizar los análisis, realizando hipótesis, análisis de tendencias y buscando patrones y causalidades.


    2.Optimización: La mejora de resultados de negocio o estudio de los quickwins que nos permiten entender cómo funciona cada uno de nuestros activos de negocio. Estos análisis englobarán el marketing y todas las estrategias dedicadas a la comunicación y captación tanto online como offline, así como entender bien cómo está funcionando el contenido de nuestros entornos.


    Sin olvidar todos los análisis relativos a la conversión y a las pérdidas en el momento de la persuasión en el customer journey. Son análisis descriptivos, para entender qué está pasando y por qué puede estar pasando, una conjunción perfecta entre los resultados obtenidos y el estudio de patrones de conducta de los usuarios.


    El foco principal de esta fase es proporcionar análisis prescriptivos en los que se dan recomendaciones de forma que podamos traducir el conocimiento que hemos encontrado en el tratamiento de la información en acciones capaces de impactar realmente en el negocio.


    Mientras no estemos optimizando los resultados del negocio no podremos avanzar a la siguiente fase, puesto que es necesario empezar por gestionar bien los datos, testar hipótesis y optimizar nuestra estrategia antes de incorporar datos de otros sistemas.


    3.Conocimiento del Cliente: Una vez tenemos bien identificado todo lo relacionado con el negocio y lo que está pasando en los entornos offline y online que ponemos a su disposición, el siguiente paso es aprovechar al máximo las capacidades de negocio y centrarnos en optimizar todo lo relativo a nuestros clientes.


    Es en esta fase donde analizaremos y daremos valor estratégico a los datos de nuestros clientes, incorporando todo lo necesario para entender qué pasa en las interacciones de los clientes tanto en nuestros sistemas como fuera de ellos y estudiar cómo los patrones de comportamiento evolucionan a lo largo del tiempo.


    Se aplicarán técnicas de análisis relacionadas con el ciclo de vida y fidelización de los clientes para identificar oportunidades y detectar problemas en las personas que ya tienen un vínculo con nosotros.


    Creemos que pasar de un nivel a otro significa ir madurando hasta llegar a controlar el conocimiento que nos permiten los datos con una metodología que nos marca el camino.


    4.Ciencia de Datos: Finalmente, el objetivo de esta última fase es generar técnicas de analítica avanzada basadas en las matemáticas y la estadística para desarrollar modelos predictivos.


    Los distintos análisis matemáticos nos permiten avanzar en las categorías de conocimiento y generar modelos de atribución de canales de marketing, de afinidad entre servicios o productos, rentabilidad de los clientes, grado de fidelización, propensión de compra, elasticidad al precio… Siempre partiendo de las preguntas que se plantean desde negocio y usando los datos de todos los sistemas disponibles para presentar tanto los resultados como su predicción y así prescribir acciones para ser parte de la solución, no del problema.


    Es decir, cada fase tiene su objetivo bien marcado, una estrategia y finalmente una metodología compuesta de diversas técnicas.


    Es importante agrupar las acciones dentro de cada una de las fases, clasificadas según su categoría: de infraestructura, de creación de valor o de fundamentos estratégicos. La idea es que la empresa señale de cada grupo lo que ya está hecho para hacernos una idea global de qué se está consiguiendo en la actualidad y a lo que se quiere llegar. Las acciones que queden por marcar serán las que nos lleven a diseñar una estrategia absolutamente personalizada para alcanzar el objetivo del proyecto de datos.


    METODOLOGÍA DE BIG DATA ANALYTICS


    Los proyectos de Big Data difieren de los más tradicionales de Business Intelligence o Analítica de Datos en que son más exploratorios. Por lo tanto, la calidad de los datos cobra una importancia extrema y la metodología debe estar muy bien definida para que todos los departamentos utilicen los mismos procesos a la hora de sacarle partido a los datos. También ayuda a focalizar tiempo y energía el tener una visión de negocio del problema abordado, para que los proyectos no se eternicen y terminen siendo inservibles.


    De hecho, el primer proyecto en una organización será identificar los datos ideales para la gestión del negocio y el siguiente paso será establecer cómo transformamos los datos en información y aplicación útiles. El análisis es la clave, porque realmente lo que hace es recopilar, procesar y analizar dichos datos para generar información que nos lleve a mejorar el negocio.


    En la mayoría de los casos, este análisis implica un software capaz de utilizar algoritmos para validar las distintas hipótesis generadas a partir de la pregunta de negocio. Por medio del análisis de datos con algoritmos y las distintas herramientas podremos extraer la información que necesitamos para responder a las preguntas clave de la organización, mejorar el rendimiento operativo, alcanzar los objetivos estratégicos, aprender cosas nuevas, comprender mejor todo lo que nos lleva a mejorar y dar valor, en resumen, todo lo que buscamos con una estrategia de Big Data.


    Por lo tanto, debemos tener una estrategia de datos muy sólida, con una planificación de cómo realizaremos el análisis de los datos. Una metodología es clave en nuestro plan de dar valor a los datos e impactar en la compañía. El reto a la hora de crear una buena estrategia de datos consiste en identificar el enfoque analítico que mejor funcione, que sea flexible para evolucionar en el tiempo y accesible a toda la compañía. Dicho esto, los análisis, la inteligencia artificial y el aprendizaje automático evolucionan muy rápido, por lo cual irán apareciendo nuevas y probablemente mejores formas de extraer valor de los datos muy pronto.


    Un error común a la hora de abordar los proyectos es empezar por tomar los datos disponibles en lugar de entender primero el problema de negocio y los requerimientos de información. Crear y documentar un proyecto ayuda a tener el rigor y la credibilidad necesarios para abordar el proyecto en tiempo y forma correctamente.


    Hace unos años, en 2012, el trabajo de analista y científico de datos fue nombrado como el más sexy del siglo XXI por la revista Harvard Business Review11. Los expertos DJ Patil y Tom Davenport describían el rol de científico de datos y cómo enfocar la contratación de este nuevo perfil. Pero como comentábamos en el capítulo anterior, la clave de llevar a buen término un proyecto de Big Data reside en el equipo completo con diferentes perfiles que se complementen entre sí.


    La metodología resulta esencial para definir un buen proceso y completar con éxito un proyecto. Desde que nosotros nos dedicamos a realizar proyectos de datos hemos analizado diferentes aproximaciones para establecer una metodología que nos funcionara a la perfección para cualquier tipo de proyecto.


    En concreto, revisamos todo lo relacionado con los siguientes procesos:


    1.Método científico12: Este método nos proporciona un marco sólido de pensamiento para abordar los problemas, desglosándolos en distintas partes. Es de donde tomamos la idea de la formulación de hipótesis, de forma que pudiéramos testar ideas.


    2.Cross Industry Standard Process for Data Mining (CRISP-DM)13: Metodología muy conocida y aprovechada para la minería de datos y que nos proporciona una visión de diferentes formas de abordar problemas analíticos.


    3.DELTA framework14: Esta metodología desarrollada por Tom Davenport nos acerca a los proyectos de analítica de datos con el contexto de personas, bases de datos y liderazgo de datos.


    4.Applied Information Economics (AIE)15: Doug Hubbard proporciona una base de estudio para medir intangibles y nos guía en el desarrollo de modelos de decisión.


    5.MAD Skills16: Cohen y su equipo aportan técnicas mencionadas en las fases 2-4, que se focalizan en planificación y ejecución de modelos para lograr encontrar insights.


    Nosotros no hemos inventado la rueda, pero hemos intentado mejorarla. Nos hemos basado en estos procesos y metodologías y los hemos adaptado a nuestra área de conocimiento.


    Como resultado de esta mezcla de procesos y metodologías, hemos desarrollado una metodología propia. Internamente la denominamos el método «MAMBO», porque su aplicación se asemeja a los pasos de este famoso baile.


    Un simple movimiento no significa nada, pero la combinación de todos ellos, ejecutados con maestría, hará saltar los aplausos de la sala y conquistar a nuestra pareja (en este caso, el negocio). ¿Os marcáis un baile con nosotros? Responderemos a nuestra pregunta, paso a paso. La figura 3.7. nos presenta esta metodología, dividida en cinco fases. Realmente se trata de un ciclo, las flechas de forma circular nos conducen a movimientos iterativos entre fases hasta que el equipo tiene la suficiente información para pasar a la siguiente.


    Cada fase sirve de criterio para saber cuándo pasar a la siguiente, de forma que no nos saltemos ninguna a la hora de desarrollar cualquier proyecto de Big Data.
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      Figura 3.7. Metodología Mambo desarrollada por El Arte de Medir.

    


    A continuación, ofrecemos una breve aproximación a cada una de las fases, pero los próximos capítulos tratan cada una de ellas en detalle para realizar un proyecto de Análisis en Big Data de forma correcta.


    (M)EDITAR SOBRE EL NEGOCIO (CAPÍTULO 4)


    Este es el paso más importante. Empezar con mal pie puede dar al traste con todo el trabajo. Aquí vamos a entender exactamente los objetivos del negocio con este proyecto. Es la fase de descubrimiento, de ahí la palabra Meditar, que no se utiliza en vano. La idea es que el equipo entienda bien el contexto del negocio y la historia asociada al mismo, para saber entre otras cosas si la organización ya ha realizado algún proyecto similar del que se pueda partir.


    En esta fase el equipo evalúa lo que necesitará el proyecto en su totalidad, qué recursos precisaremos, qué tecnología utilizaremos, qué tiempos manejaremos y qué datos harán falta.


    Empezaremos por formular el problema de negocio como un desafío analítico, susceptible de ser dividido en fases de este modo formular hipótesis para testar y aprender con los datos.


    Los datos pueden ser excelentes, y los análisis muy potentes, pero si no sabemos a qué pregunta de negocio van asociados, serán prácticamente inútiles porque careceremos del contexto para darles inteligencia.


    (A)DQUIRIR LOS DATOS (CAPÍTULO 5)


    Segundo paso. Ya estamos arrancando. Llega el momento de la verdad: ¿Tenemos los datos que necesitamos para responder a la pregunta de negocio que hemos efectuado? Y aún más importante: ¿Los datos tienen calidad como para obtener respuestas fiables?


    El equipo necesitará trabajar en la validación de los datos necesarios. En este punto además resulta vital asegurarse de que tenemos datos de calidad y que el dataset o datasets de los que partimos están lo más completos posible.


    En esta fase necesitaremos extraer, cargar y transformar (ELT) o extraer, transformar y cargar (ETL) con el fin de recoger los datos necesarios para trabajar en el proyecto. Empezaremos a familiarizarnos con los datos y entender bien si tenemos la base correcta para pasar a la siguiente fase.


    (M)ANEJAR LOS DATOS (CAPITULO 6)


    Tercer paso. Trataremos los datos y determinaremos los métodos, técnicas y el workflow que debemos desarrollar en el proyecto. El equipo explorará los datos para aprender y entender la relación o relaciones entre las variables, con el propósito de elaborar las hipótesis correspondientes.


    Tocará limpiar datos de prueba, eliminar los datos mal grabados, e incluso los valores extremos que nos pueden distorsionar los resultados por una razón u otra. Una vez tengamos los datos preparados, podemos testar dichas hipótesis en la siguiente fase.


    Normalmente dentro del equipo es el científico de datos quien tiene la labor de tratar, transformar, explorar y aplicar potentes algoritmos o modelos estadísticos sobre los datos. Y le da el testigo al analista de datos en la siguiente fase.


    (B)USCAR EN LOS DATOS (CAPÍTULO 7)


    Casi hemos terminado. Llega el momento de la verdad, el paso decisivo. Llevaremos a cabo todos los análisis necesarios para ofrecer respuesta a la pregunta o preguntas que hayan dado origen al proyecto. Buscaremos en los datos para predecir y recomendar las acciones a llevar a cabo.


    El equipo en esta fase deberá focalizarse en encontrar insights, cuantificar el valor de negocio y desarrollar una narrativa para resumir el resultado. En este caso, el analista de datos será el encargado de poner en valor dichos resultados al mezclar el conocimiento del negocio, sus preguntas, y el entendimiento sobre lo que aporta cada tratamiento, algoritmo y modelo ejecutado por el científico de datos en el paso anterior.


    ¿Qué haremos con todo esto? Vamos al último paso. El decisivo.


    (O)RDENAR Y VISUALIZAR (CAPÍTULO 8)


    Finalizaremos nuestro baile con el paso que probablemente sea el más importante. El equipo en esta fase deberá colaborar con los stakeholders para verificar resultados y construir la parte final en la que comunicaremos de forma visual los insights.


    Por experiencia, estamos acostumbrados a ver cómo muchas veces el equipo de datos se queda en el paso anterior. Entregan directamente a negocio tablas de resultados y gráficos con multitud de datos representados, y no van mucho más allá. Piensan que su trabajo termina ahí, y corresponde a otros hacer algo con ellos.


    Cuántos grandes insights y oportunidades se pierden por no sentarse delante de los datos, analizarlos con detenimiento y hacer las conexiones mentales entre la realidad (el negocio) y lo que nos cuentan los datos. Y esta es la tarea primordial del equipo de datos.


    Una vez entendidos y comprendidos los datos, es preciso proponer acciones al negocio y transmitir este conocimiento. Es la parte realmente delicada.


    Pero esta clase de metodología y técnicas permite responder preguntas de negocio y, sobre todo, nos permite formular preguntas de negocio mucho más profundas e inteligentes que conducen a la transformación de nuestra estrategia y táctica.


    INTELIGENCIA DE NEGOCIO


    Para aplicar convenientemente la inteligencia de negocio, debemos tener muy claro que la base es la planificación y la estrategia que hay detrás. Por ello, para llevar a buen puerto una metodología de análisis de datos es muy importante tener la capa técnica como apoyo y no como finalidad.


    La estrategia surge de los objetivos de negocio, y esto ha supuesto un gran cambio en la manera de actuar en las empresas, para pasar de almacenar teras y teras de datos en diversos sistemas, a realmente entender qué se necesita, para qué, e incluso cómo se necesita.


    Todo cambia muy deprisa, sobre todo en los negocios que tienen una parte (o su totalidad) online. Hace tiempo, los analistas nos basábamos únicamente en lo que hacía la persona en el entorno que poníamos a su disposición. Esto ya es historia, hemos dado un paso adelante y ahora la estrategia viene desde antes de que la persona se interese en nosotros, hasta que nos ha dejado. Por lo que planificar de antemano qué necesito en cada etapa del funnel de conversión del objetivo de negocio se convierte en una necesidad antes de lanzarse a medir y analizar.
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      Figura 3.8. Inteligencia de Negocios.

    


    Obviamente, las herramientas también han evolucionado. El problema es que están hechas para un objetivo, y no se puede forzar a que sirvan para otro, por lo que la planificación ha de tener en cuenta no solamente los datos, sino también la tecnología que vamos a utilizar, y que va a evolucionar con nosotros en el futuro.


    Gracias a la inteligencia de negocio, la empresa ha entendido que los datos son un activo más, y ahora cualquier directivo sabe que el análisis de dichos datos puede auditar campañas, pero también comprender el comportamiento del cliente y ayudar a dar respuesta a cualquier pregunta de negocio. De ahí que cada vez resulte más y más importante que la información sea transversal a toda la compañía y que el equipo de datos se convierta en una pieza clave en cualquier organización.


    Para llevar a cabo esta planificación, debemos tener en cuenta que el ecosistema tiene tres piezas muy claras:


    1.Carga, integración y almacenamiento de los datos de la organización para disponer de lo que necesitemos en cada momento.


    2.Soporte y modelado, o tratamiento de dichos datos para poder transformarlos en información y aplicarles las distintas técnicas de análisis para probar hipótesis.


    3.Consumo de la información, en forma de reporting o adhoc para dar respuesta a las preguntas de negocio.
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      Figura 3.9. Ecosistema de la analítica de datos.

    


    Cualquier proyecto de Inteligencia de Negocio ha de tener en cuenta las tres piezas para poder llegar a buen fin. No solamente las herramientas de cada una de las etapas, (almacenamiento, modelo de datos y consumo o visualización), sino también la estrategia que seguiremos.


    No ha de tener un coste muy alto, se puede empezar por una base de datos con los datos necesarios, y luego ya ir creciendo tanto en tecnología como en la parte de negocio. Las herramientas al final vienen solas, pero resulta esencial diseñar una buena estrategia con las necesidades desde el punto de vista del negocio para crecer y evolucionar.


    METODOLOGÍA CUSTOMER ANALYTICS


    Las organizaciones se jactan de su focalización en el cliente, y basan su estrategia precisamente en el conocimiento de los clientes y sus necesidades. De hecho, las empresas que actualmente lideran los principales mercados (entre ellas, Netflix, Amazon, Google y otras) son precisamente las poseedoras de un amplio conocimiento del cliente. La ciencia que estudia los datos del cliente se conoce como Customer Analytics. En esencia, se centra en entender la conducta del cliente y ayudar al negocio a optimizar la relación con él, con los distintos perfiles de clientes existentes.


    La realidad es muy compleja, y los modelos que se crean al final son una versión simplificada de esta. Se pueden llegar a comprender cosas pero siempre teniendo en cuenta que las condiciones son extraordinariamente cambiantes y que los modelos matemáticos pueden fallar.


    Una de las restricciones de este tipo de análisis es el número de recursos y el tiempo que dedicamos a generar información. Siempre hay que controlar primero la parte de negocio relativa a los costes de adquisición y el beneficio que se obtiene de cada cliente. Luego se puede proceder a entender bien al cliente y su relación con nuestros productos y entornos, con lo que estamos ofreciendo, así como nuestra interacción con ellos.
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      Figura 3.10. Avance Analítico.

    


    Esta parte no podemos abordarla sin incorporar los datos de clientes, identificando quiénes son, cuándo vienen, qué buscan, qué compran... y esta información hay que integrarla desde diversas fuentes donde se registran las diferentes interacciones con nuestros clientes. Estamos en una época fascinante donde se puede integrar hardware, software, algoritmos, para no solamente registrar quién interactúa con nosotros, sino además desde dónde o cómo lo hace. En otras palabras, intentar registrar sus emociones hacia nosotros.


    De esto es lo que trata Customer Analytics realmente, de saber el valor que le generamos al cliente y qué valor nos generan a su vez. Lo ideal es poder predecir y prevenir a partir de las interacciones con los clientes, identificando las acciones a realizar (las «next best actions», por ejemplo) para aumentar a la vez el beneficio de la organización y la satisfacción del cliente.
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      Figura 3.11. Conocer a los clientes.

    


    Esto no es fácil de parametrizar, pero el punto de partida es entender bien el sector o la industria de la organización, para estudiar a fondo cada interacción con el cliente, así como los canales por dónde se realiza. Entonces, hay que digitalizar estos canales, para entender el Customer Journey aplicado al sector de la empresa, y actuar en cada una de las interacciones de dicho Customer Journey.


    Se han de combinar diferentes técnicas, la complejidad del dato irá poco a poco aumentando y el conocimiento dependerá ya no solamente del comportamiento del cliente, sino de cómo reacciona, de sus emociones, e incluso de su personalidad. Cada vez se amplía más el número de disciplinas que intervienen en el Customer Analytics, y cada vez tenemos más datos que nos ayudan a confeccionar el puzzle de cómo son nuestros clientes, de en qué momento se encuentran y por qué.


    La clusterización de los clientes cada vez es más variada y compleja; inicialmente se tratarán las grandes cantidades de clientes. Pero el objetivo será crear experiencias para el usuario lo más atinadas posibles, por lo que cada vez iremos a más y más detalle para personalizar lo más posible esta segmentación, sobre la base de un abanico más y más interesante y cercano a la realidad. Cada matiz enriquecerá el modelo de clientes.


    Obviamente, algunos sectores o empresas lo tienen más fácil que otros. Por ejemplo, nos viene a la mente Netflix, mucho más interesante y con mayor popularidad entre los clientes. Pero... ¿Qué pasa con aquellas empresas, como una energética, por ejemplo, que ahora mismo está en el candelero y no precisamente por razones positivas?, ¿cómo se puede enfocar el Customer Analytics para una empresa no tan interesante para el consumidor?


    Lo ideal es encontrar lo que el analista de datos llama «los puntos de dolor». Es decir, identificar lo que estamos haciendo muy mal (el cierre de la venta, el servicio postventa...) y usar estas herramientas para comunicar, para acercarnos al cliente y que identifique nuestro valor. La analítica forma parte de este mensaje pero no es el fin, el proceso de análisis es largo y tedioso, pero la recompensa vale la pena.


    El analista parte de un modelo más genérico con los datos de los que dispone habitualmente, como por ejemplo, los datos de navegación de un usuario en un sitio web. Pero el objetivo es ir transformando la organización para que esté orientada a datos. Entonces, este modelo se irá enriqueciendo con datos que obtengamos de cada punto de interacción con el cliente, vengan del departamento que vengan. Así tendremos la visión de 360 grados para entender bien el Customer Journey, con toda la información. Esto nos lleva a desarrollar una sensibilidad para con el cliente que, definitivamente, nos ayudará a hacer mejor las cosas, con más eficiencia.


    Identificar las prioridades, sabiendo que trabajando sobre ellas el siguiente paso es más fácil, nos ayudará a implementar la herramienta, y a obtener una buena cultura de datos. Y seguiremos midiendo cada acción que realicemos. Para predecir el futuro, no siempre tenemos que medir el pasado, pues las condiciones del pasado no tienen por qué perdurar en el futuro.
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      Figura 3.12. Técnicas Customer Analytics.

    


    El Customer Analytics nos permitirá conocer a los clientes y hacer mejor las cosas. El proceso es continuo, y se va avanzando de forma sólida, experimentando y probando cosas diferentes con distintos grupos de clientes para no quedarnos anclados en el pasado y seguir revolucionando el futuro sobre la base de los datos.


    Aplicaremos esta metodología dentro del capítulo 7, puesto que estas técnicas de Customer Analytics entran en juego al buscar en los datos.


    METODOLOGÍA ORIENTADA A QUICK WINS


    Muchas veces no podemos llevar a cabo una gran estrategia de datos porque, o no tenemos bien implementadas las herramientas, o no nos fiamos de la calidad de los datos. Incluso, aunque tengamos todos los cimientos bien armados, quizás necesitemos dar un paso más allá y empezar a impactar con los datos en el negocio. ¿Por dónde empezamos? Claramente debemos estar focalizados en responder preguntas de negocio que puede que no estén reflejadas en un cuadro de mandos, o incluso que no se estén controlando del todo con la herramienta. Sabemos que la necesidad real de la empresa es dar respuesta a preguntas de negocio, pero generalmente no tienen los datos necesarios para ello, ni el histórico que necesitan para realmente poder dar ese paso.


    Desde nuestra vivencia, el cambio más grande que hemos estado experimentando desde mediados de 2016 hasta aquí, no reside tanto en el tratamiento de los datos sino la integración de las fuentes donde tenemos la información que nos importa. Es decir, estamos en la era del Big Data y ahora tenemos acceso a todo el contexto que necesitamos para sacar partido a estos datos, ahora podemos dar respuesta a las organizaciones y sus problemas reales. En definitiva, se trata de evolucionar y adaptarse al mercado y a la realidad del momento actual.
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      Figura 3.13. Iniciativas de Análisis.

    


    Al final, nos damos cuenta de que todo está basado en los quick wins; hablamos, por ejemplo, de tareas que a veces nos llevan poco tiempo, pero que ayudan mucho en el día a día de una organización y aportan algo muy valioso: los datos que realmente aportan y cambian el rumbo de una empresa. Nadie sabe lo que va a pasar dentro de un par de años, pues las herramientas y la tecnología evolucionan de manera muy rápida. Pensamos que debemos centrarnos más en lo que «realmente nos preocupa en este momento» y en «qué pregunta de negocio» estamos contestando ahora mismo con los datos. No nos embarcamos en procesos a cinco años que no sabemos lo que van a aportar.
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      Figura 3.14. Impulso al Negocio mediante quick wins.

    


    Se ha logrado aplicar más el análisis al negocio. Creemos que la parte de negocio tiene todavía mucho por descubrir con la analítica. Los datos deber ser un activo más dentro del modelo de madurez de la empresa, como comentamos al principio de este capítulo.


    Y esto enlaza con los quick wins de los que hablábamos, a veces pequeños pasos reportan mucho y pueden marcar la diferencia.


    ¿Qué análisis podemos realizar para generar e impulsar el negocio mediante quick wins? Sin duda, todos los relacionados con preguntas de negocio que han de ser contestadas lo antes posible para tomar decisiones y que se pueda actuar sobre la base de los datos analizados. Lo primero es tener claro el problema de negocio que debemos contestar. Es fundamental tener clara la perspectiva que se le quiere dar al problema, puesto que de lo contrario, no podremos actuar en consecuencia.


    Por ejemplo, si una empresa quiere atacar el problema de un aumento en el abandono de sus clientes, sus preguntas pueden ser:


    [image: 141368.jpg]Quiero saber quién ha dejado de comprar.


    [image: 141368.jpg]Quiero saber por qué ha dejado de comprar.


    [image: 141368.jpg]Quiero saber quién va a dejar de comprar.


    [image: 141368.jpg]Quiero saber cuáles son los incentivos que han llevado a algunos clientes a abandonar.
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      Figura 3.15. Operativizar un problema de negocio.

    


    A partir de estas preguntas podremos llegar a qué queremos resolver exactamente y cómo vamos a resolverlo, de forma que nos centremos bien en los datos que precisamos recoger para tratar el problema de negocio con éxito.


    Ante tan diversas opciones, es importante centrar la idea, además de tener claro cómo se va a accionar la solución. Una vez definido el resultado al que se quiere llegar, el proyecto continúa por identificar la información que me gustaría disponer y ver de la que se dispone, porque igual hay datos que no se están recogiendo, y, por tanto, este pasaría a ser el primer punto sobre el cual actuar.


    No debemos olvidar tampoco empaparnos del contexto: se debe hablar con la gente de negocio, percibir sus impresiones, conocer las opiniones de los profesionales expertos, por ejemplo, los comerciales; estas acciones permiten comprender la esencia de la situación y enriquecer los datos con información cualitativa. El equipo de datos no debe quedar aislado del negocio, como ya comentamos en el capítulo 2. La idea es tener siempre comunicación con los stakeholders del negocio, con el fin de disponer de todo lo que pueda resultar significativo antes de abordar el problema y sus posibles soluciones.


    Una vez superadas las fases anteriores, es primordial optimizar recursos, tiempo y esfuerzo, de modo que el proyecto no pase a ser un «gran proyecto de tres meses», cuyo resultado final no sea el esperado. La metodología ágil está a la orden del día y es habitual en el campo de la investigación: consiste en hacer una aproximación rápida al problema, por ejemplo, dedicando una jornada laboral en caso de que ya se conozca la tecnología con la que se trabaja.


    El objetivo es obtener el mínimo producto viable (MVP) para ir desarrollándolo. Es un cambio de filosofía: nunca va a ser el trabajo final, la solución va a evolucionar conforme los datos y el entorno cambien. Desarrollaremos de forma más extensa esta forma de trabajar en el capítulo 4.
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      Figura 3.16. Ciclo de obtención de conocimiento extraído de los datos. 

    


    En resumen, se trata de crear un proyecto inicial e irlo desarrollando con iteraciones cortas. Cambiar la idea de que un proyecto es algo que se empieza y se termina. Debemos disponer de un modelo inicial que arroja un resultado con el cual se puede trabajar desde el primer día, sin olvidar mejorarlo constantemente en los días siguientes. La prioridad inicial no debe ser la exactitud, sino mejorar lo que hay, o llegar a un modelo que permita abrir una línea de exploración por muchos más canales.


    En conclusión, el proyecto debe partir de un conocimiento de la situación actual para medir lo que se tiene. Es decir, disponer de datos con los que comparar los resultados de un modelo muy sencillo. Si se compara y se ha mejorado, entonces el esfuerzo habrá merecido la pena.


    METODOLOGÍA AGILE PARA PROYECTOS DE DATOS


    Acabamos de hablar sobre metodología agile para llevar a cabo un proyecto de quick wins en Big Data. La metodología agile se basa en el desarrollo de proyectos de forma rápida y flexible pero implica una forma distinta de gestión y realización del proyecto. El objetivo final es desarrollar el trabajo de forma que el resultado tenga calidad y responda convenientemente a las necesidades planteadas.


    Todos sabemos que la metodología agile nació con la industria del desarrollo software y lleva evolucionando desde que en 2001 salió el manifiesto agile 17, obra de los líderes de empresas punteras en dicha disciplina. La metodología se basa en la creación de un modelo de mejora continua con fases dedicadas a la planificación, creación, puesta en marcha del resultado y mejora continua. Se definen plazos de entrega reducidos que permiten priorizar y dar atención plena en cada una de las tareas establecidas.


    En el caso de un proyecto relacionado con los datos, la idea es realizar entregas rápidas y continuas de análisis con datos actualizados, para que se sepa en cada momento qué está pasando, por qué puede estar pasando y qué se puede hacer al respecto.


    Para ello, dividiremos el proyecto en partes pequeñas que se cumplimentarán en plazos muy cortos, menores de una semana, de forma que si se descubre algún patrón, tendencia o similar, se pueden hacer cambios en el modo de afrontar el análisis, agregar datos o emplear otra técnica de visualización o consumo de datos sin afectar el impacto del análisis en las acciones pendientes.


    La idea es definir un producto mínimo viable (MVP) comparando los resultados según los indicadores clave de desempeño elegidos (KPIs) con la o las hipótesis que se plantean desde negocio y así ser capaces de entender bien los pasos para mejorar la situación.


    Con esta forma de trabajar para responder distintas preguntas de negocio buscamos llegar a respuestas sin una gran planificación y sin poner en marcha un proyecto cuya gran dimensión resulte inabarcable y nos impida que la información impacte directamente en el negocio en el momento clave.


    En la mayoría de las organizaciones actuales se está llevando a cabo una transformación que busca la agilidad organizacional para ser capaces de reconfigurar la estrategia, la estructura, los procesos, las personas y la tecnología hacia oportunidades de creación de valor. Por lo tanto, la tendencia es implementar formas de trabajo ágiles. Normalmente se empieza por unidades concretas de la empresa, habitualmente por el departamento de IT, pues la metodología agile es fruto de una búsqueda de nuevas formas de actuar ante proyectos de desarrollo técnicos.


    El desafío que nos encontramos en las empresas actualmente es la desalineación entre esta forma ágil de trabajo y la rutina diaria de los trabajadores. Una vez se logra transformar a la mayoría de los departamentos de la empresa, se observa una visión mucho más sólida y la capacidad de realizar acciones rápidas y eficaces en entornos tanto online como offline, de forma que la cultura de datos es vital. La adopción de la metodología agile en el departamento de datos permite un marco de trabajo focalizado en ofrecer conocimiento a los distintos departamentos de la empresa y así, obtener respuestas en un tiempo adecuado para un resultado óptimo en la toma de decisiones y reaccionar de forma eficaz a problemas complejos.


    En el siguiente capítulo veremos de forma más extensa cómo aplicar la metodología MAMBO en sprints para ayudar a encontrar la mejor solución a los problemas y objetivos de negocio con la definición y análisis de los indicadores clave de desempeño (KPIs).
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    MEDITAR EL NEGOCIO – (M)


    «La acumulación de pequeñas ventajas lleva 
a una supremacía considerable».


    —WILHELM STEINITZ.


    IDENTIFICAR EL PROBLEMA Y LA PREGUNTA DE NEGOCIO


    Los datos han de convertirse en activo del negocio. Para que esto sea cierto, debemos tomarlos en cuenta en el proceso de la toma de decisiones de la compañía. De hecho, deberían ser el centro de la toma de decisiones en todos los negocios, sin importar en absoluto su tamaño o su sector. Obviamente, la experiencia e incluso el instinto, pueden aportar una parte en el proceso, pero ya no es suficiente en el mundo competitivo en el que nos movemos.


    Los datos constituyen la ventaja que las empresas necesitan para evolucionar de forma rentable. La información que proporcionan los datos, bien utilizada en respuestas a problemas y cuestiones de negocio, es clave para que la empresa mejore y siga adelante con éxito.


    Un antiguo dicho afirma que «el viento solamente es favorable si sabes a dónde te diriges». Es imposible identificar los datos que precisan análisis si no tenemos claro qué se desea descubrir. Y aquí es donde desempeña un papel clave el tener los objetivos muy claros. El problema con el Big Data es que, como hemos almacenado una cantidad ingente de información, pensamos que tenemos que utilizarla toda a la vez o buscar objetivos para asociarla y que sirva para algo. Este planteamiento es incorrecto, el proceso de toma de decisiones sobre la base de datos debe empezar por los objetivos, no al revés.


    Y los objetivos pasan por las preguntas de negocio, aquellas cuestiones que nos atormentan, relacionadas con áreas fundamentales del negocio, y que no somos capaces de responder de manera sólida. Planteando la pregunta estratégica podremos identificar de forma más fácil los datos que nos ayudarán en nuestro camino hacia su respuesta.


    Hablando con distintos especialistas de datos, habitualmente detectamos que no es fácil dar con estas preguntas estratégicas, pues ni los stakeholders en el negocio ayudan a saber qué puede ser importante y se acaba dando tumbos de análisis en análisis sin llegar a buen puerto con ninguno de ellos.


    Nuestra estrategia es estudiar la organización en áreas y elegir una: empezar por entender los objetivos estratégicos para esa área de negocio, luego identificar lo que se intenta conseguir y realizar las preguntas más importantes a la hora de conseguirlo. Centrándonos únicamente en un área, podremos llevar a cabo un análisis completo que impacte en el negocio y ayudar a romper el hielo en materia de datos. Lo que suele ocurrir es una suerte de efecto llamada y a partir de entonces nos empiezan a buscar para ayudar en el proceso de toma de decisiones en esa área y en el resto de la compañía.


    Empezar con las preguntas estratégicas nos permite centrar mucho el análisis y utilizar únicamente aquellos datos que realmente son importantes para contestar las preguntas de negocio.


    Hay procesos de análisis de datos en los que no sabemos lo que nos vamos a encontrar, se tratan más bien de procesos exploratorios donde los datos suelen estar desestructurados. Aun en este tipo de análisis es importante partir de una pregunta de negocio para no volvernos locos. Aunque las herramientas para realizar ese tipo de análisis son distintas, la decisión a tomar es la misma que en el caso de análisis no exploratorios. Por ejemplo, a la pregunta de cómo podemos ser capaces de identificar en un call center a un cliente insatisfecho. Existen herramientas que traducen voz a texto y entonces se puede identificar el cliente que habla y si lo que dice sugiere que está enfadado.


    Es decir, el factor diferencial entre el análisis tradicional y el realizado en Big Data es que se usan distintos y muy variados tipos de datos externos e internos para mejorar el análisis, pero la base es la misma: dar respuestas a problemas que se plantean desde el negocio.


    Lo más importante es involucrarse en el problema y cómo impacta en el negocio. Aunque realicemos el mejor análisis de la historia de la humanidad, si no hemos dado respuesta a una pregunta de negocio que lleve a acciones y a mejorar la estrategia, no habrá servido para nada. No sirve de nada analizar si no nos focalizamos en la toma de decisiones, en que el resultado del proceso impacte en el negocio.


    Es interesante preguntar al stakeholder que realiza la pregunta de negocio el tipo de decisión o decisiones que va a tomar cuando tenga el resultado del análisis. Muchas veces no hay respuesta. Ese es el método que nosotros utilizamos para priorizar un análisis sobre otro en un departamento. ¡Y funciona!


    Otras veces no se parte de un problema de negocio que requiera solución, sino de una identificación de oportunidades. Pero el proceso es el mismo, aunque no resulte un problema, esta oportunidad ha de ser traducida a una pregunta que necesitemos resolver. Es importante especificar bien qué queremos contestar y qué decisiones se podrán tomar con el resultado. Solamente con esto en la mente seremos capaces de analizar con la perspectiva correcta.


    PREGUNTAS INTERESANTES QUE AYUDAN A IDENTIFICAR EL PROBLEMA DE NEGOCIO


    A continuación, hemos recopilado una lista de preguntas comunes que ayudan a esclarecer cómo afrontar un análisis. Las respuestas empezarán a dibujar el alcance del proyecto y darán al equipo de datos una idea sólida de los objetivos del proyecto:


    [image: 141368.jpg]¿Quién es el stakeholder del problema de negocio?


    [image: 141368.jpg]¿Cuál es la pregunta que necesitamos contestar?


    [image: 141368.jpg]¿Qué fuentes de datos tenemos a nuestra disposición?


    [image: 141368.jpg]¿Qué ventana de tiempo debemos considerar en los datos?


    [image: 141368.jpg]¿Cuáles son las decisiones que se pueden adoptar al respecto?


    [image: 141368.jpg]¿Quién va a tomar la decisión final al respecto?


    [image: 141368.jpg]¿Cómo cambiará el alcance y el foco del problema si alguna de las siguientes dimensiones cambia?


    [image: 141368.jpg]Tiempo: No es lo mismo analizar un año que años de datos


    [image: 141368.jpg]Recursos: Identificar el cambio en número de recursos en el proyecto


    [image: 141368.jpg]Riesgo: Problemas que nos podemos encontrar (tecnología, accesos, etc.)


    [image: 141368.jpg]Datos: Incluir fuentes de datos internas y externas.


    DEFINIR OBJETIVOS ESTRATÉGICOS


    Una buena definición de objetivos es el punto de partida para cualquier plan de medición, ya que sin ellos no tendremos claro si estamos cumpliendo nuestras metas a raíz de nuestras acciones. De cara a la definición de objetivos de negocio, debemos identificar a las personas clave dentro de la organización, es decir, los receptores de la información y los encargados de definir las líneas maestras de la compañía.


    Estas personas clave son nuestros stakeholders, aquellos que tienen responsabilidad sobre el entorno digital. Estos stakeholders pueden ser Decisores, es decir, pueden tomar decisiones tácticas dentro de la estrategia global de la empresa (presupuestos, recursos), o No Decisores, aquellos que no pueden realizar cambios tácticos. Dependiendo del tipo de stakeholder que inicie el proceso de análisis, el departamento de datos deberá tener en cuenta el resultado que debe proponer.


    Una vez identificados los destinatarios, hay que definir los objetivos globales y específicos, siguiendo siempre la regla SMART. Este término lo acuñó por primera vez George T. Doran en 198118 para referirse a un criterio a la hora de definir objetivos en gestión de proyectos y de rendimiento. Según Doran, los objetivos han de cumplir una serie de requisitos que, en su equivalencia en inglés, corresponden cada uno al acrónimo SMART:


    [image: 141368.jpg]Specific - Específicos.
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    [image: 141368.jpg]Achievable - Que se puedan alcanzar.


    [image: 141368.jpg]Realistic - Realistas.


    [image: 141368.jpg]Time-bound - Horizonte temporal.


    Han de ser específicos, nada de andar con generalidades; han de ser realistas, no se puede pretender alcanzar metas imposibles a corto plazo; tienen que ser Medibles con las herramientas de las que disponemos; han de ser Accionables, que nos ayuden a tomar una decisión; y, por último, tienen que tener un horizonte Temporal definido.


    Esta regla ha ido variando con el tiempo y, aunque estos son los criterios más comunes, hay diversas alternativas que pueden resultar también interesantes y a tener en cuenta en la estrategia de establecimiento de objetivos. Por ejemplo, la variante de establecimiento de objetivos que sean:


    [image: 141368.jpg]Strategic - Estratégicos.


    [image: 141368.jpg]Motivating - Motivadores.


    [image: 141368.jpg]Action-oriented - Orientados a la acción.


    [image: 141368.jpg]Results-based - Basados en resultados.


    [image: 141368.jpg]Testable - Que puedan ser testados.


    Esta variante19 se puede utilizar para muchos proyectos de análisis exploratorios en Big Data, orientados a encontrar oportunidades de negocio. También hay criterios adicionales, añadiendo letras para tener en cuenta más requisitos, como SMART-VT, añadiendo Verifiable (verificable) y Traceable (rastreable), por ejemplo.


    En cualquier caso, y bajo el criterio elegido, los objetivos orientados a negocio nos ayudan a entender si estamos alcanzando o no los objetivos de la empresa; estos pueden ser muy variados, pero siempre tienen en el punto de mira el rendimiento del negocio.


    Un ejemplo puede ser reducir los costes en campañas de marketing o aumentar los beneficios por ventas. Los objetivos de cliente son aquellos que nos indican si los clientes están cumpliendo sus metas en cualquiera de los entornos que ponemos a su disposición, y ojo, porque no siempre van de la mano de los de negocio. Los clientes pueden cumplir su objetivo si consiguen adquirir un producto a un buen precio y bajo unas buenas condiciones; por tanto, los objetivos pueden centrarse en la satisfacción del cliente o su fidelidad a la marca o el producto.


    El punto de partida son los objetivos globales de la empresa, su razón de ser, el motivo de su existencia. Obviamente, el departamento de datos no puede definir dichos objetivos. Debe consultar con los puestos de dirección de la compañía, con las personas que marcan las líneas maestras de la misma. Aunque cada empresa es un mundo, cuando hablamos de negocios, podemos acotar cinco grandes tipos de objetivos según el área de la empresa. La mejor forma de identificar cuáles son los de cada una de las áreas es identificando las preguntas que ayuden a entender qué se persigue en cada momento y qué riesgos podremos encontrar en el camino. Estos son algunos ejemplos para cada una de estas áreas:


    1.Potenciales y Clientes:


    a)¿Por qué no nos están comprando nuestros clientes?


    b)¿Cómo están cambiando los patrones de compra y las expectativas de los clientes?


    c)¿Quiénes van a ser nuestros principales competidores y por qué?


    d)¿Qué canales de marketing son más eficaces?


    e)¿Cómo se compara nuestra marca con la competencia?


    f)¿Qué grado de satisfacción tienen nuestros clientes con nuestro servicio?


    g)¿Cuál es la duración media y la estimación de la relación con el cliente?


    h)¿En qué medida están interactuando los clientes con nosotros en los diferentes canales?


    i)¿Cuáles son las tendencias fundamentales que conducen a la pérdida de clientes?


    j)¿Los clientes compran por impulso o tienen implicación?


    k)¿Qué información tiene nuestro cliente cuando empieza a buscarnos?


    Por ejemplo, hace unos años IBM, con su plataforma analítica Watson, ideó un sistema innovador para lograr un objetivo relacionado con la pregunta «¿En qué medida están interactuando los clientes con nosotros en los diferentes canales?». Durante Wimbledon 2016, evento que genera miles de publicaciones en las redes sociales, estudiaron los datos para identificar el contenido que mayor interés provocaba y generar nuevos contenidos. En lugar de utilizar la información de tendencias que ya se han producido, Watson podía detectar tendencias emergentes según lo que pasaba en cada momento. Y actuaban en dos líneas, por un lado en la creación de contenidos y por otro, en la creación en el momento de souvenirs para vender en el propio estado de Wimbledon a los fans que acudían al estadio. El objetivo estaba claro, medir la interacción de los clientes en los canales de redes sociales para producir contenido y productos en tiempo real.


    2.Finanzas:


    a)¿Cómo genera dinero la estrategia?


    b)¿Qué suposiciones hemos hecho en cuanto a los ingresos, los beneficios y el crecimiento al implementar nuestro plan estratégico?


    c)¿Cuáles son nuestras tendencias clave de ventas, ingresos y beneficios?


    d)¿Quiénes son nuestros clientes menos y más rentables?


    e)¿Cómo es nuestro ciclo de conversión de efectivo?


    f)¿Cuánto costará producir y entregar nuestros productos o servicios en los próximos doce meses?


    g)¿Cómo será nuestra cotización en bolsa en los próximos meses?


    h)¿Cuáles son nuestras mejores oportunidades para ahorrar costes?


    Por ejemplo, al estudiar la pregunta «¿Quiénes son nuestros clientes menos y más rentables?», tendremos una profunda comprensión de los hábitos de compra de nuestros clientes, de los costes vinculados al suministro de los productos y qué producto o servicio compraron en su primera compra. Esta información nos puede ayudar a marcar objetivos de marketing para atraer a los clientes más rentables, objetivos de retención y fidelización de aquellos que nos interesan más e incuso objetivos de atención al cliente para que nuestro personal se centre en garantizar la satisfacción de los clientes más rentables.


    3.Operaciones internas:


    a)¿Tenemos a los socios adecuados para cumplir con nuestra estrategia?


    b)¿Qué problemas de capacidad tenemos?


    c)¿Cómo optimizamos nuestra cadena de suministros?


    d)¿Estamos aprovechando al máximo nuestra maquinaria y equipamientos?


    e)¿Qué proveedores son más fiables, rentables y por qué?


    f)¿Tenemos en orden los sistemas tecnológicos adecuados?


    g)¿Qué sector de nuestro negocio está más expuesto al riesgo de fraude?


    h)¿Qué partes de nuestras operaciones podríamos hacer más eficaces?


    i)¿Cuáles son las cuestiones de calidad fundamentales a las que nos enfrentamos?


    j)¿Hasta qué punto se realizan nuestros proyectos a tiempo y dentro de lo presupuestado?


    k)¿Cuál es el impacto medioambiental de nuestra empresa y cómo podemos reducirlo?


    l)¿Estamos utilizando nuestros edificios y propiedades de la manera más eficaz?


    Por ejemplo, para la pregunta «¿Hasta qué punto se realizan nuestros proyectos a tiempo y dentro de lo presupuestado?», la mayoría de estrategias e iniciativas de cambio se implementan mediante proyectos o programas; por ello, es importante definir objetivos de desempeño de proyectos para evaluar su eficacia y mejorarlos en un futuro. Este tipo de objetivos se propone determinar oportunidades de ahorro, de mejoras o de mayor rentabilidad. Si tenemos en cuenta presupuestos y tiempos en los proyectos, con el análisis de datos podremos detectar más rápidamente cuándo nos estamos desviando del curso previsto y adoptar medidas de corrección.


    4.Recursos humanos:


    a)¿Cuáles son nuestras competencias fundamentales en el negocio?


    b)¿Qué vacíos de capacidades sufre ahora nuestra empresa?


    c)¿Qué habilidades fundamentales necesitaremos en los próximos años?


    d)¿Qué grado de compromiso tienen nuestros empleados?


    e)¿Cuál es el nivel de productividad de los trabajadores?


    f)¿Cuáles son los canales de contratación más acertados?


    g)¿Cuáles son los canales de contratación más rentables para determinados puestos?


    h)¿Cuáles son los motivos fundamentales por los que se están yendo los empleados?


    i)¿Qué empleados están en riesgo de irse?


    j)¿El comportamiento de nuestros empleados se corresponde con la cultura que queremos?


    Por ejemplo, la pregunta «¿Qué empleados están en riesgo de irse?» nos permite fijar objetivos relacionados con la rotación de empleados. Este análisis nos permite evaluar el índice de movimiento de trabajadores y predecir una futura rotación, para así intervenir en consecuencia y reducir la rotación de empleados. La idea es que la inversión en contratación, formación, integración en el negocio y puesta al día en la cultura de la empresa no se pierda y no haya un impacto negativo en la empresa. Así, podemos tomar medidas internas en el momento preciso si el objetivo de negocio no alcanza los resultados esperados.


    5.Mercados, Productos y Servicios:


    a)¿Cuáles son las tendencias en nuestro mercado?


    b)¿Hay alguna tendencia ascendente o descendente en la demanda de nuestra oferta de producto o servicio?


    c)¿Seguirá habiendo demanda de nuestro producto dentro de cinco años?


    d)¿Qué mercados deberíamos abandonar, y cuándo?


    e)¿Cómo fijamos los precios de nuestros productos y servicios de la mejor manera?


    f)¿Cómo es el posicionamiento de nuestros productos o servicios?


    g)¿Cuál es la propuesta de valor de nuestros productos y servicios?


    h)¿Es nuestro producto o servicio muy sensible al precio?


    i)¿Tenemos productos o servicios que generen compras recurrentes?


    j)¿Nuestros productos están establecidos en el mercado, son emergentes o en decadencia?


    k)¿Qué productos nuestros son líderes en el mercado?


    l)¿Es posible hacer venta desatendida o necesitamos contacto personal para la venta del producto o servicio?


    Por ejemplo, para la pregunta «¿Tenemos productos o servicios que generen compras recurrentes?», será importante generar objetivos relacionados con el valor total del cliente. Este valor será mucho más alto que el de una sola compra, por lo cual puede derivar en objetivos de marketing más ambiciosos, incluso relacionados con la captación del cliente a un alto coste dado que se van a producir ventas recurrentes en el futuro. El análisis de las compras recurrentes de nuestros productos o servicios deberá estar ligado a objetivos relacionados con nuestros productos, nuestros clientes y el marketing o comunicación.
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      Figura 4.1. Plantilla para objetivos SMART.

    


    El papel de los stakeholders es clave en este punto, ya que puede darse el caso de contar con un objetivo de negocio general, pero con diferentes perspectivas en función de a quién preguntemos dentro de la organización. El objetivo del departamento de Marketing puede ser muy diferente del objetivo del departamento de soporte, sin embargo, el objetivo general de negocio es el mismo. Por lo tanto, podemos tener un objetivo primario con uno o más objetivos secundarios y que, dependiendo del área de negocio, generen microobjetivos.


    MEDICIÓN DE LOS OBJETIVOS DE NEGOCIO


    Para medir el rendimiento de cada uno de los objetivos del negocio necesitaremos métricas que nos ayuden a saber cuán cerca o lejos nos encontramos de cumplir cada uno de ellos. En este punto se puede hablar de dos tipos de métricas:


    [image: 141368.jpg]Las métricas cuantitativas nos indican volumen, cantidad. Son fáciles de medir puesto que suelen estar asociadas a un valor determinado. El problema de las métricas cuantitativas es que no siempre un volumen elevado implica que nuestros objetivos se estén cumpliendo.


    [image: 141368.jpg]Por otro lado, las métricas cualitativas nos dan contexto y miden valores más relacionados con la calidad a la hora de cumplir los objetivos. Generalmente se representan en porcentajes, ratios, medias y son más complicadas de determinar, pues no se ajustan a un valor cuantitativo.


    La combinación de las métricas cuantitativas y cualitativas nos va a permitir analizar y valorar correctamente lo que ha pasado para tener contexto y ser capaces de determinar nuestro rendimiento sobre la base de los objetivos de negocio.


    En este momento es cuando entran en juego los indicadores clave de rendimiento, conocidos comúnmente como KPIs, que responden a las siglas de Key Performance Indicators. Son indicadores construidos a partir de las métricas disponibles, con el propósito de informarnos del cumplimiento de cada uno de nuestros objetivos de negocio.


    Aunque las KPIs se construyen haciendo uso de métricas, no todas las métricas son necesariamente KPIs. Hay que huir de las métricas que no son clave para el objetivo perseguido. Por ejemplo, aquellas que indican volumen sin tener en cuenta la calidad. Cuando creamos las KPIs asociadas a un objetivo, buscamos que nos den contexto, que relacionen dos métricas en forma de ratio, cociente, media o porcentaje para tener la foto completa de en qué punto estamos.


    Una buena KPI se utilizará de forma periódica a la hora de tomar decisiones; por ello es mejor usar pocas y buenas KPIs, que un elevado número de KPIs que no aporten nada a los análisis asociados a las preguntas de negocio. Por tanto, debemos relacionar bien todas aquellas métricas que mejor definan los objetivos que queremos evaluar y, a partir de ellas, elaborar las KPIs que nos ayuden a entender cuán cerca o lejos nos encontramos del objetivo.


    Al igual que hemos hablado de la regla SMART para los objetivos, en la selección de KPIs útiles se recomienda tener siempre en cuenta la regla de las tres As:


    1.Accionable: una KPI tiene que demostrar una relación causa-efecto clara.


    2.Accesible, o lo que es lo mismo, que sea fácilmente entendible por los stakeholders.


    3.Auditable, que se puedan contrastar fácilmente las cifras a la hora de verificar su veracidad.


    Una KPI pierde todo su valor si no la ponemos en contexto, y si no disponemos de valores de referencia para detectar desviaciones. Los valores de referencia o targets pueden obtenerse de las medias de valores anuales/trimestrales/mensuales, de valores de mercado, de lo que queremos conseguir en un momento dado. Si contamos con datos históricos, podremos generar contexto más fácilmente y construir nuestro análisis sobre una base sólida de valores que nos sirvan de referencia.


    Otro aspecto clave a la hora de seleccionar KPIs es su segmentación. Una buena segmentación nos ayudará a identificar puntos débiles y a tomar las decisiones de manera más precisa. Además, deberemos aplicar diferentes segmentos a nuestros KPIs en función de los stakeholders a los que nos dirijamos. A la hora de segmentar, y viendo la cantidad de métricas, KPIs y stakeholders que pueden estar implicados, lo mejor en caso de duda es poner el foco de atención en dónde podemos accionar para aproximarnos al cumplimiento de objetivo.


    EL VALOR DE INDICADORES CLAVE DE DESEMPEÑO (KEY PERFORMANCE INDICATORS)


    Además de a establecer las métricas a partir de los objetivos de negocio, el uso de KPIs nos ayuda a coordinar actividades y a implementar la estrategia de manera más efectiva. Habitualmente se dividen según el tipo de objetivo que tengamos en mente, las divisiones más utilizadas son las relativas a KPIs financieras, de clientes o de producción.


    El uso de los indicadores clave de desempeño es importante en los siguientes aspectos:


    1.Claridad: Hay que asociar el objetivo a un número o target con el resultado planteado. Por ejemplo, si hablamos de Estrategia, el objetivo puede ser maximizar el beneficio, la KPI sería el margen neto de beneficio y el target un 20 %. De esta forma, facilita la visión de la contribución para todos los departamentos de la compañía de manera transversal. Es decir, siempre que se pueda, debemos traducir el objetivo principal a un número, para que se pueda medir con precisión en qué punto nos encontramos y comunicar de forma más fácil lo que se quiere conseguir entre todos los implicados.


    2.Foco: No solamente es importante la claridad, sino también el focalizarnos en lo realmente importante para la empresa. Definir muy bien por qué es importante para nuestro objetivo, pues el uso de las KPIs nos dará la dirección de por dónde podemos empezar a identificar oportunidades, a entender mejor el negocio, a aprender de las tendencias. Aprender a calibrar la estrategia según el entorno analizado es especialmente importante.


    3.Mejorar: Nos ayudará a evaluar de forma objetiva cuán cerca o lejos estamos de conseguir el objetivo. Siempre debemos tener en cuenta cuánto motiva tener mejores resultados, crear una cultura de datos y dar sentido de responsabilidad sobre las acciones propuestas.


    De esta forma, el departamento de datos es más productivo y más eficiente a la hora de focalizar esfuerzos. El pensar en las KPIs desde el punto de vista de la claridad, el foco y el continuo proceso de mejora nos ayudará a generar valor para el negocio.
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      Figura 4.2. Plantilla para KPIs triple A.

    


    ARQUITECTURA DEL SISTEMA DEL GESTOR DE RENDIMIENTO


    Una vez tenemos claro qué tipo de objetivos de negocio es importante establecer y cómo existen los indicadores clave de desempeño para medirlos, llega el momento de crear un ecosistema de rendimiento. Se trata de crear sinergias entre los objetivos para construir un sistema efectivo basado en la propia correlación de los componentes.


    En muchos casos nos encontramos con empresas en las que cada departamento actúa por su propia cuenta y riesgo y no hay forma de encontrar la fórmula para que todos remen en la misma dirección. ¿Cómo corregimos esto? Teniendo una estructura sólida, alineada entre los departamentos de negocio, que integra los distintos datos de cada unidad y hace uso de la información y el conocimiento que nos dan los datos para tomar decisiones de negocio. La única forma de que todos los departamentos se sientan involucrados es empezar desde el principio y por los cimientos de la organización. Así lograremos que todos los componentes en la empresa interactúen entre sí para que cada pregunta de negocio pueda ser contestada de forma transversal.


    El primer paso será darle forma a la estrategia como empresa: clarificar quienes somos, qué perseguimos, la razón por la que estamos aquí.


    1.Identidad organizacional: Tendrá tres componentes base de cualquier pregunta de negocio que podamos formular en todo momento:


    a)Visión: Dónde nos vemos en el futuro, cuál es el objetivo o propósito general de la organización. Por ejemplo: «Queremos ser la organización líder en telecomunicaciones».


    b)Misión: Por qué existe la organización y cómo vamos a conseguir llegar a la visión. Por ejemplo: «Proveyendo la telecomunicación de mejor calidad y construyendo relaciones a largo plazo con los clientes».


    c)Valor corporativo: Guía para decisiones mediante el reflejo de conductas y creencias. En el ejemplo que nos ocupa sería «Respeto, simplicidad».


    Es importante entender muy bien nuestra identidad para empezar una buena planificación y que todo comience a tener sentido para cualquier stakeholder con que nos encontremos en nuestro camino al conocimiento.


    La buena noticia es que este primer paso solamente hay que realizarlo una vez, coincidiendo con el principio de la cultura de datos. En nuestro caso es por dónde empezamos a trabajar con una nueva compañía. Es importante tener clara la visión, la misión y el valor corporativo de la organización para establecer bien la identidad organizacional que nos va a llevar a entender por dónde enfilar nuestra estrategia.


    Una vez tenemos la identidad organizacional clara, avanzamos a la formulación estratégica:


    2.Formulación estratégica:


    a)Generador de Valor: Indica qué proporciona el mejor valor para el negocio. Si seguimos con nuestro ejemplo: «Innovación, tecnología, servicio al cliente».


    b)Meta: Crearemos nuestra meta teniendo en cuenta nuestros generadores de valor. La principal diferencia entre la meta y los objetivos es que la meta indica la dirección estratégica que combina la visión y la misión. Por ejemplo: «Crecer o expandir el negocio».


    c)Objetivos: Deben ser específicos para saber cómo vamos a conseguir la meta y seguir la metodología SMART o sus derivados para establecer bien cada uno de los objetivos que nos conducirán a cumplir nuestras metas de negocio. En el ejemplo que nos ocupa, uno de los objetivos SMART sería «incrementar el share del mercado para hacer crecer o expandir el negocio».


    Estos elementos nos ayudan a formular nuestra estrategia y son la clave para empezar a construir el valor que puede aportar una buena cultura de datos desde los cimientos del negocio. Si no tenemos en cuenta estos elementos, nos limitaremos a poner parches en nuestra estrategia de Big Data. A diferencia de la identidad organizacional, que no suele cambiar, la formulación estratégica sí puede variar en el tiempo a través de los facilitadores o generadores de valor en cada momento.


    Y una vez que establezcamos los objetivos, que se relacionan con la meta definida por la visión de la compañía, empezaremos a determinar cómo vamos a medir dichos objetivos:


    3.Medición de Rendimiento: establecer el estándar con:


    a)KPIs: Para cada uno de los objetivos necesitamos crear al menos uno o dos indicadores clave de rendimiento con el fin de medir cada uno de los objetivos de la formulación estratégica. De esta forma, seremos capaces de medir el progreso y cómo nos encontramos de acuerdo con el objetivo. En nuestro ejemplo sería «Incrementar el share del mercado para hacer crecer o expandir el negocio - KPI % share del mercado».


    b)Target: Establecer el valor y el tiempo asociado al que queremos llegar para cada uno de nuestros indicadores clave de rendimiento. Por ejemplo, «Incrementar el share del mercado para hacer crecer o expandir el negocio – KPI % share del mercado – Target 20 % en un año».


    Una vez establecidos los indicadores clave de rendimiento y el target que han de alcanzar, sería interesante también establecer según la metodología de objetivos SMART y para la parte de Alcanzable (Achievable), una persona responsable del cumplimiento del objetivo. Así tendremos al stakeholder que llevará a cabo las acciones de mejora en base al conocimiento proporcionado por el análisis de los indicadores clave de rendimiento.


    Este stakeholder o responsable del objetivo, además de establecer los objetivos o las preguntas de negocio, será el receptor de todo lo que se realice desde el departamento de datos:


    4.Mejora de Rendimiento: Genera un programa de acciones relevantes para conseguir los objetivos asociados a la meta:


    a)Programa: Se establece para acometer cada uno de los objetivos, midiendo los indicadores clave de rendimiento (KPIs) e intentando llegar al target «Objetivo: Incrementar el share de mercado, KPI % share de mercado, target: 20 % en un año, valor actual: 15 %. ¿Cómo pasaremos de 15 % a 20 % en un año? Con el programa de atraer nuevos clientes».


    b)Iniciativa/Proyecto: Dentro de cada programa las iniciativas que se siguen para llegar al target «Objetivo: Incrementar el share de mercado, KPI % share de mercado, target: 20 % en un año, valor actual: 15 %. ¿Cómo pasaremos de 15 % a 20 % en un año? Con el Programa de atraer nuevos clientes que cuenta con la iniciativa de llevar a cabo una campaña para promover el atraer a un amigo o familiar».


    c)Hito: Nos ayudará a saber cómo vamos en cada una de las iniciativas en determinados plazos de tiempo. En el ejemplo mediríamos semanalmente el KPI % share de mercado para ver la efectividad de nuestra iniciativa «Campaña para promover un programa de atraer a un amigo o familiar para pasar del 15 % al 20 % del share de mercado en un año».


    d)Tarea: Debe ser explícita para cada persona y dentro de cada hito, iniciativa y programa, según quién esté involucrado (crear la campaña, recoger resultados, análisis de resultados, etc.).


    De esta forma, cuando hablamos de mejora de rendimiento con la cultura de medición no lo hacemos solamente sobre una estrategia determinada o una serie de KPIs, sino que lo integramos todo a la vez:


    [image: 141368.jpg]Definir identidad corporativa (visión, misión, valor).


    [image: 141368.jpg]Planificar estrategia (generador de valor, meta, objetivos).


    [image: 141368.jpg]Identificar la medición del rendimiento (KPIs, target).


    [image: 141368.jpg]Realizar la mejora del rendimiento para accionar (programa, iniciativa, hitos, tareas).


    Deberemos recoger todo esto en las herramientas que utilizamos habitualmente para medir el rendimiento. Estas herramientas pueden ser un cuadro de mando o un scorecard donde monitorizaremos las KPIs utilizadas mostrando cada grupo de indicadores con los objetivos y las iniciativas, hitos y tareas asociadas en cada etapa. En el capítulo 8 abordaremos el modo de mostrar de forma eficiente estos indicadores y conseguir la toma de decisiones.


    INSTRUMENTOS PARA REALIZAR LA MEJORA DEL RENDIMIENTO


    Una vez establecido el nivel actual de rendimiento de los indicadores clave de desempeño y el nivel deseado, es necesario asegurarnos de que se realiza la mejora del rendimiento para poder accionar y llevar a cabo nuevos programas e iniciativas que derivarán en diversos hitos y tareas para asegurar el éxito en nuestra cultura de datos.


    Esta metodología requiere la alineación de todos los implicados por lo que es importante llevar una buena comunicación, la cual se traduce en una documentación que recoja sobre todo las iniciativas relacionadas con cada programa, de cara a cumplir los objetivos de negocio. Para esto es vital contar con un sistema capaz de gestionar y seguir de cerca todos los proyectos estratégicos en marcha, con el fin cumplir con la misión de la compañía.


    De esta forma centralizaremos los proyectos de datos y proveeremos una foto global con los implicados, la prioridad de cada iniciativa, su estado y el presupuesto existente. Además, al mismo tiempo ayuda a trasladar la estrategia a acciones claras, puesto que cada iniciativa es importante a la hora de alcanzar nuestros objetivos de negocio. Proponemos ese portfolio de iniciativas que ayuda a tener en un mismo sitio cómo hemos establecido la estrategia para conseguir cada meta (figura 4.3).


    A su vez, cada iniciativa debería documentarse también con los detalles de cada uno de los proyectos, con el fin de registrar bien el progreso de los indicadores clave de rendimiento, cómo van cada uno de los hitos y las tareas asociadas.


    De este modo garantizamos que se alineen todos los implicados en que esa iniciativa cumpla con los objetivos propuestos y trabajen conjuntamente para llevar a buen puerto la estrategia. La idea es disponer de las especificaciones de cada proyecto y tener el alcance definido desde el primer momento. Es la única manera de garantizar, desde el departamento de datos, que toda la organización sepa cómo se va a implementar una estrategia que busca cumplir con la misión de la compañía.


    Nosotros proponemos construir fichas como la que muestra la figura 4.4, para centralizar las iniciativas en cada uno de los departamentos y saber cómo contribuye cada una a conseguir cada uno de los objetivos. Las fichas sirven para garantizar que la implementación es completa.
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      Figura 4.3. Ejemplo de Portfolio de Iniciativas.
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      Figura 4.4. Ejemplo de Ficha para cada Iniciativa.

    


    ESTRATEGIA ALINEADA CON EL MODELO DE NEGOCIO


    Una vez tenemos claras las iniciativas para completar una serie de objetivos de negocio, podemos ir algo más allá y adoptar determinados indicadores que sabemos pueden ser importantes dada la naturaleza de la empresa analizada. A nivel estratégico, no hay que olvidar que las empresas existen para ganar dinero, lo cual convierte los indicadores clave de rendimiento en un componente fundamental del camino hacia el éxito. La decisión sobre el nivel de margen y la rotación es la definición completa de un modelo de negocio. A partir de ahí, el camino sigue por buscar variables correlacionadas positivamente para influir en el rendimiento.


    Empresas como Armani y Zara, por ejemplo, arrojan modelos de negocio bien dispares, aunque pertenezcan al mismo sector. Mientras la primera se basa en el lujo, y genera márgenes propios de productos exclusivos centrándose en segmentos del mercado muy específicos; la segunda destina importantes costes a la distribución de los productos y vende grandes cantidades, aunque con un margen mucho menor.


    Partimos de las mismas premisas que en el punto anterior de este mismo capítulo. Debemos plantear la misión y visión junto a los valores de la marca para entonces decidir la meta y objetivos asociados. Aunque parezca que la meta de ambas empresas es la misma (venta de productos), la estrategia de cada una es diametralmente opuesta. Y los indicadores clave de rendimiento, que son tácticos, asociados a las iniciativas de cada uno de los objetivos, nos ayudarán a entender si lo estamos haciendo de la manera correcta.


    Pero no nos podemos limitar a recabar los datos y estudiarlos. Es fundamental entender cómo funcionan los departamentos clave con impacto directo en el rendimiento de cada una de las iniciativas como indica la figura 4.5.
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      Figura 4.5. Estrategia siempre aliada con el modelo de negocio.

    


    Sucede en muchas ocasiones que, por desgracia, una vez hecho el trabajo de establecer los objetivos y las KPIs asociadas, el departamento empieza a recopilar los datos y a tratarlos sin tener en cuenta la estrategia real de la empresa. Es decir, no se para a pensar realmente qué podremos sacar del análisis posterior ni para qué le va a servir al stakeholder la información o las potenciales recomendaciones.


    Lo que pasa realmente es que el departamento de datos no se involucra en el negocio, en los problemas del día a día de los stakeholders. y solamente se centran en los valores de los datos. La clave para llevar a buen puerto una cultura de datos en la organización es precisamente estar conectados con el negocio, con la estrategia de cada uno de los departamentos para alcanzar el objetivo final de la empresa. Y esto es completamente imposible si no existe una comunicación constante con el negocio.


    Sin duda, es un reto demostrar la capacidad de extraer conocimiento que aportan los datos, pues se trata de un proceso de colaboración continua que ha de resolver los problemas del día a día. Por supuesto que el profesional de los datos requiere un desarrollo de competencias capaces de aprovechar al máximo la información procedente de los datos, pero la única forma de que la cultura de datos triunfe es lograr desarrollarla a partir del impacto que estos tengan en el negocio.


    Por lo tanto, además de realizar un análisis y medir el rendimiento de las iniciativas planteadas desde negocio, el departamento de datos debe analizar las conclusiones y recomendaciones con el stakeholder, para saber si el resultado es lo que se esperaba. Si no es así y se ha llegado a conclusiones que no aportan realmente al problema de negocio, hay que actuar y mejorar los indicadores clave de rendimiento. No se debe limitar a plantear un resultado. Al revés, hay que seguir midiendo qué ha cambiado en la estrategia y estar al tanto de lo que ocurre más allá de los datos.
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      Figura 4.6. Cultura de datos siempre evolucionando.

    


    MÍNIMO PRODUCTO/ANÁLISIS VIABLE


    La cultura de datos dentro de la organización debe estar siempre evolucionando. Esto significa que las formas de trabajar han cambiado. Realizar la metodología MAMBO requiere que el analista o científico de datos sea disciplinado y emplee mucho tiempo en llegar a hipótesis y recomendaciones. El problema viene cuando, como comentábamos en el apartado anterior, el resultado del análisis no es lo que el stakeholder espera o no impacta en el negocio como debería.


    El departamento de datos ha tomado la base del mínimo producto viable (MVP) o, como lo llamamos nosotros, el mínimo análisis viable (MAV) para evitar introducirnos en proyectos de análisis eternos que no llegan a conclusiones a tiempo de impactar en el negocio. Adaptando el término que se refiere a producto, realmente el MVP es la versión de análisis que genera la máxima cantidad de aprendizaje y conocimiento con el mínimo esfuerzo. Cuántas veces hemos visto proyectos de Data Science que se eternizan en el tiempo intentando pasar del 92 al 95 % de fiabilidad de los datos en un modelo. Actualmente esto es inadmisible. Ahora se debe cambiar el modo de actuar para que la cultura de datos siga evolucionando de la forma correcta. Hay que pensar en grande, pero empezar por algo pequeño: «Small is the new Big».


    Para lograr un mínimo análisis viable, necesitamos focalizarnos en un propósito, en el objetivo marcado, y en dar respuesta a la pregunta de negocio que se haya generado. Así, el resultado nos llevará a una acción, o por lo menos a intentar responder a dicha pregunta. Tener un «porqué» desde negocio nos ayuda a encontrar un sentido a los datos y nos permite conectar más profundamente con el valor de estos a la hora de transformarlos en conocimiento. Es importante concentrarse y no perder foco, entre la cantidad ingente de datos a nuestra disposición. Por ello, es importante el centrar todo bien antes de ponernos a trabajar.


    De hecho, suele ser más importante en esta era de abundancia y sobreinformación, el saber de antemano qué dejaremos fuera del alcance del primer análisis, para centrarnos en lo importante y priorizar. Hay que encontrar el equilibrio entre desarrollar un análisis de calidad y no perdernos en el perfeccionismo. Básicamente, porque nunca será perfecto del todo. Sería genial que el análisis resolviera absolutamente todos los problemas de negocio que se puedan plantear sobre una cuestión determinada, pero es imposible.


    Sí podemos ofrecer un análisis preliminar que evalúe bien qué está pasando y por qué puede estar pasando y se centre en un problema o parte del problema muy concreto para avanzar poco a poco en solucionarlo. Esto se traduce en un resultado que nos permita realizar una o dos acciones para mejorar el rendimiento. Es decir, un quick win, un mínimo análisis viable que luego podamos ir perfeccionando si se necesita para solucionar más de un problema. Realmente hay que pensar que cada análisis es un paso más del departamento de datos para ayudar en la visión y misión de la empresa, no un análisis y ya está, no el final del camino, sino una parte del camino en sí. La idea queda bien reflejada en este dibujo de Henrik Kriberg (ver figura 4.7).
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      Figura 4.7. Construir Mínimo Producto Viable por Henrik Kriberg.

    


    Para ilustrar el mínimo producto viable de un análisis, nada mejor que pensar en un cuadro de mandos. Desarrollaremos mucho más la construcción de un cuadro de mandos en el capítulo 8, pero la idea general será la misma que estamos comentando aquí. No empecemos por construir un cuadro de mandos que pretenda contestar a muchas preguntas de negocio, centremos el tiro, aunque quede un cuadro de mandos con pocas métricas a priori. La idea es partir de algo tangible que podamos ir desarrollando (ver figura 4.8).


    Con este cuadro de mandos se pueden monitorizar las principales KPIs o indicadores clave de rendimiento relativos a una campaña cuya duración dependería mucho de su capacidad de interacción con los fans en un canal de redes sociales. Al mismo tiempo, se esperaba también que el cuadro de mandos no se limitara a dar unas métricas sino que conectara con el departamento al que iba dedicado, comunicación. No fue casual el hecho de optar por un cuadro de mandos minimalista con una fuerte presencia de marca y donde se priorizaban las métricas cuantitativas. Se invirtió una jornada de trabajo en generar este primer MVP con los datos a priori importantes que ofrecía un vistazo global de la campaña. A partir de ahí, se trabajó en profundizar en lo realmente importante, las preguntas de negocio sobre la campaña que se fueron contestando a tiempo para tomar decisiones importantes que impactaron en el negocio desde el primer momento.


    En resumen, la versión de cuadro de mando que genera la máxima cantidad de aprendizaje y conocimiento con el mínimo esfuerzo posible.
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      Figura 4.8. Cuadro de Mando MVP.

    


    En el caso de Data Science, se puede empezar por elaborar un modelo que tenga en cuenta la relación entre unas cuantas variables para verificar si existe causa-efecto y poder actuar sobre alguna de ellas. Por ejemplo, empezar por estudiar la relación entre datos de comportamiento de clientes en los entornos a su disposición, como puede ser la tienda de su ciudad y la página web en internet y sus hábitos de compra para detectar en qué momento se puede acompañar una acción de marketing personalizado que le empuje a comprar un artículo por el cual ha sentido interés. Los datos que tenemos en los diferentes sistemas de la organización nos permiten hacer este tipo de análisis, en el cual un modelo nos identifica el comportamiento de los clientes en general (nuestro MVP) para luego profundizar más introduciendo diferentes variables como productos, tiempo, etc. y entonces realizar iniciativas para conseguir nuestros objetivos de negocio.


    Por ejemplo, antes de llevar a cabo una acción de marketing en un conocido banco español, se realizó un modelo estadístico que analizaba la correlación entre el comportamiento histórico de los clientes para predecir su comportamiento futuro. Al principio no se tuvo en cuenta más que variables como el valor de ese cliente, sus productos o las veces que visitaba los entornos a su disposición. Ese fue el MVP del proyecto de marketing, entender de dónde partíamos y ver si tenía sentido agregar el resto de variables, que conformaban un listado bastante extenso. Si se hubieran tenido en cuenta todas las variables del listado en un primer momento, el modelo se habría eternizado. Al empezar por un modelo básico y ver el rendimiento de lo que teníamos entre manos, se pudo ir paso a paso añadiendo aquellas variables que podían tener relación de acuerdo con los resultados. Al final, la acción de marketing cubrió ampliamente las expectativas con un modelo que generaba la máxima confianza con el mínimo esfuerzo posible y cumplió con el tiempo y el presupuesto previstos.


    En el siguiente capítulo empezaremos a adquirir los datos necesarios para llevar a cabo un proyecto de Big Data Analytics. No perdamos el mantra que nos deberá guiar por todo el proceso: «Piensa en grande, pero empieza por algo pequeño: Small data is the new Big».
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    ADQUISICIÓN DE LOS DATOS - (A)


    «Cuando veas un buen movimiento, busca uno aún mejor».


    —EMANUEL LASKER.


    CAPTURA DE LA INFORMACIÓN QUE NECESITAREMOS


    Avanzamos en la metodología MAMBO, y tras meditar sobre el negocio y las preguntas que debemos resolver sobre la base de los datos, llega el momento de plantearnos cómo adquirir esos datos tan necesarios para trabajar en los análisis que el negocio demanda.


    Esta fase de la metodología es vital. Si la llevamos a cabo de manera incorrecta, probablemente demos al traste con todo lo que venga después. Básicamente porque la adquisición de los datos es lo que cimentará todos nuestros análisis, visualizaciones y conclusiones/recomendaciones posteriores. Por tanto, si los datos son erróneos o han sido extraídos de manera inadecuada, inevitablemente tendremos problemas, tanto en forma de conclusiones erróneas, como de falta de credibilidad de los análisis. Por tanto, examinaremos el proceso con detenimiento y teniendo cuidado de no saltarnos ningún detalle.


    IDENTIFICAR FUENTES DE DATOS


    Lo primero es identificar correctamente las fuentes de datos a las que vamos a recurrir. Los equipos de análisis tienden a simplificar y sobreestimar las fuentes de datos a su disposición, algo que vamos a entender mucho mejor con algunas experiencias reales: en El Arte de Medir hemos afrontado en múltiples ocasiones proyectos cuyas preguntas de negocio se centraban en la venta del área digital, e incluso más concretamente, en el canal Web/App de venta digital. En esta clase de proyectos una tendencia típica es tomar la herramienta de analítica digital, y adquirir de ahí los datos básicos necesarios (como las ventas realizadas), dando por hecho que allí encontraremos la solución a todas nuestras preguntas de negocio. Dado que estas herramientas se encargan de medir los entornos Web/App del negocio, es lógico ¿verdad?


    Bueno, la realidad generalmente es algo más complicada. Lo primero que nos hemos encontrado en muchas situaciones es que, tan pronto como profundizamos un poco en los datos, comprobamos que cierto porcentaje de las ventas no se está registrando en las herramientas de analítica. En ocasiones debido a un tema puramente técnico (por ejemplo, porque el comprador tiene algún tipo de plug-in de privacidad o que bloquea la medición), o por otros motivos de lo más variados, como pasarelas de pago con comportamientos inesperados, errores en confirmación de pedidos y casuísticas diversas que muchas veces cuesta detectar. En nuestra experiencia, es habitual encontrar una diferencia entre la realidad (el sistema de negocio) y la herramienta de analítica de un 10-15 % al hablar de cifras de conversiones/ventas/ingresos. En muchas ocasiones, para rizar el rizo, dicha diferencia no es lineal, sino que varía según el día o el volumen de ventas generadas. Y mientras algo así puede ser manejable, cuando hablamos de pura analítica digital, donde básicamente controlamos las tendencias y evoluciones y nos movemos en entornos donde solo hay datos digitales, no es aceptable cuando nos planteamos análisis enfocados directamente al negocio. Allí un 15 % de diferencia en ingresos puede suponer llegar o no a cumplir objetivos de venta, pero especialmente, puede poner en entredicho la precisión del análisis si se descubre que los datos utilizados no son idénticos a los que maneja el propio negocio.


    Por tanto, según el tipo de análisis, reporte o cuadro de mando que necesitemos alimentar, vamos a necesitar fuentes de datos fiables, con la variedad de datos adecuada para nuestro propósito y, no menos importante, actualizadas con el nivel de detalle que nos interese. Para identificarlas será preciso hablar con los equipos de TI (Tecnología de la Información) o aquellos que estén a cargo de los sistemas de información de la compañía para que nos expliquen dónde se almacena la información, cómo se trata y cómo fluyen los datos básicos del negocio (pedidos, stocks, etc.) a lo largo de la operativa diaria. Esto nos permitirá identificar las fuentes de datos que nos interesan, y detectar cuándo nos interesa consultar un KPI (Key Performance Indicator)20 determinado, y contra qué sistema.


    Al mismo tiempo que nos planteamos lo anterior, y por seguir hablando de situaciones reales, para responder ciertas preguntas de negocio a veces debemos replantearnos las cosas por completo y aplicar algo de pensamiento lateral21. Y es que, dado que hablamos de Big Data, es muy frecuente que necesitemos de nuevas fuentes de datos para contextualizar nuestros análisis. Hablamos, por ejemplo, de adquirir datos estadísticos sobre la evolución del sector en el que trabajamos, estudios sobre hábitos de compra de nuestros clientes tipo o sobre el tipo de producto/servicio ofrecido por nuestra organización, o directamente la máxima información disponible de los competidores. En El Arte de Medir nos hemos enfrentado a análisis donde la pregunta de negocio era algo del estilo «¿por qué hemos crecido por debajo de x % esperado?» y, buceando en los datos disponibles y, sobre todo añadiendo la clase de contexto que indicamos antes, se descubre rápidamente cómo la bajada de crecimiento no obedece tanto a los canales de venta o al propio producto, sino a un cambio en los hábitos de compra de nuestro cliente, o directamente a la irrupción de competidores a priori no dañinos pero que a la larga han terminado afectando al negocio.


    El ejemplo anterior quizá parezca absurdo y probablemente os preguntéis: ¿cómo es posible que las personas con responsabilidad en un negocio no tengan claro de antemano la irrupción de competidores o un cambio en los hábitos de compra de sus clientes? Y lo cierto es que es habitual que las personas que trabajan dentro de una misma organización durante mucho tiempo estén «contaminadas» de ideas preconcebidas o creencias preexistentes que solo son sesgos que les impiden ver la foto completa que les rodea de manera objetiva. De ahí la importancia de adquirir los datos adecuados. Los datos, si son oportunos y de calidad, no mienten: son la mejor ayuda que podemos tener para luchar contra los sesgos cognitivos que muchas veces los humanos aplicamos en el análisis de nuestras situaciones diarias.
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      Figura 5.1. Lo primero será identificar los KPI y las fuentes de datos que los almacenan.


    


    HABLAR, HABLAR Y HABLAR


    Pero ¿cómo identificamos estas fuentes de datos? ¿Cómo nos planteamos este «ir más allá»? ¿Cómo es todo este proceso? El objetivo de este libro es intentar mostrar un método de trabajo que nos permita alcanzar el éxito con la adquisición de los datos, adaptable a las necesidades de cada organización y a las situaciones concretas que nos vamos a encontrar en el día a día. Y la base de este método es la que ya hemos mencionado antes: el punto clave es hablar. Pero hablar con todos. Con el equipo de tecnología, con el equipo de ventas, con atención al cliente, con el equipo de canales digitales, etc. Más información, en principio, debería permitirnos disponer de más conocimiento para hacer una buena selección de los datos a nuestra disposición y de los aspectos que debemos tener en cuenta al manejarlos.


    La comunicación oral es uno de los fundamentos agile y no es casualidad. Suele ser más rápido, más sencillo, y sobre todo más útil para detectar matices que se nos escaparían en el lenguaje escrito. En los proyectos de El Arte de Medir que llamamos de «desembarco», tras identificar personas y áreas de la compañía, la primera fase de trabajo se centra en hablar presencialmente con todos los actores posibles del negocio. Y no solo los de la parte técnica. También es preciso hablar con los equipos que consumen los datos. A veces encontraréis muchas sorpresas en cosas tan aparentemente obvias como, por ejemplo, la forma de calcular KPI básicos para cualquier negocio como el porcentaje de nuevos clientes, porcentaje de devoluciones o el de incidencias.


    Por tanto, el objetivo de hablar con los actores de negocio es múltiple: tanto ayudarnos a entender las preguntas que el negocio necesita responder (abordadas en el capítulo previo), como obtener información mucho más práctica y útil para un proyecto basado en datos, por ejemplo, el descubrimiento de las fuentes de datos disponibles y la forma en que se obtienen actualmente los KPI usados en el negocio. Y esto es relevante tanto para el despliegue de toda una nueva estrategia de análisis basado en Big Data, como para un pequeño proyecto enfocado a ayudar a un área concreta de la compañía con análisis o cuadros de mando.


    En este punto, lo principal es entender si, como explicamos en el primer capítulo, la compañía cuenta con algún tipo de datamart o datalake del cual podamos obtener los datos internos de negocio que necesitamos. Si no hubiera nada de esto disponible, debemos plantearnos consultar directamente los repositorios del propio negocio (por ejemplo, exportar datos directamente desde el ERP de producción). Esto puede ser aceptable para un análisis puntual sobre, por ejemplo, cómo fue el comportamiento de compra de nuestros clientes el año anterior, pero no tendrá mucho sentido si necesitamos alimentar cuadros de mando, o ejecutar modelos/análisis recurrentes para el negocio.


    En caso de que dispongamos de algún tipo de datamart/dalake (la opción deseable y lógica), tendremos que entender el modelo de datos de las tablas almacenadas en estos entornos, qué tipo de información se está guardando, con qué frecuencia se actualiza y, en general, todos los detalles que puedan darnos sobre el ETL (Extract, Transform and Load) que se está realizando en los datos antes de tenerlos disponibles definitivamente ahí. ¿Por qué esto es tan importante? Vamos a ilustrarlo a continuación con un ejemplo.


    ENTENDER BIEN QUÉ DATOS MANEJAMOS


    Antes mencionamos cómo tendemos a sobreestimar la calidad o normalidad de una fuente de datos, e incluso de un dato concreto. Un ejemplo perfecto son las cifras de resultados de un negocio. Dentro de una organización, cuando alguien pone en circulación un informe con las ventas o contrataciones de un año/mes/semana/día, la normalidad nos invita a pensar que estamos viendo un dato correcto. Nadie en su sano juicio haría circular un informe con datos erróneos de tal importancia.


    Sin embargo, es normal que en las conversaciones antes mencionadas con los actores de negocio, nos cuenten situaciones surrealistas, como que dos personas de áreas diferentes acudan a una misma reunión de revisión de estado del negocio con diferentes valores y evoluciones para un mismo KPI. ¿No os lo creéis? Vamos a contaros una historia real, aunque omitiendo cualquier nombre, por razones obvias.


    En El Arte de Medir nos hemos encontrado casos como un gran negocio de retail, donde llegamos para intentar poner orden y sentido a los datos que se manejaban internamente. En una de las primeras reuniones a las que asistimos como oyentes, el controller financiero explicaba las ventas de la última campaña realizada desgranadas por canales de venta, mientras que el analista digital acudía con un informe de la Web/App que recogía, entre otros datos, las ventas logradas por los activos de venta digital.


    El problema surgió cuando, mientras el analista digital explicaba sus cifras, los datos de ingresos/ventas no coincidían (ni sus evoluciones) con las que pocos minutos antes había explicado el controller financiero para el área digital. Aquí puede ocurrir que la audiencia esté siguiendo la presentación en segundo plano mientras mira correo o piensa en sus cosas sin prestar demasiada atención, pero también que existan una o varias personas con memoria casi fotográfica y estén analizando todo lo que se dice con máximo cuidado.


    Y fue el caso: alguien del área de marketing digital (claramente interesado en la precisión de las cifras) detectó rápidamente que las cifras no coincidían y preguntó por ello. Máxime porque en su área estaban empleando los datos de las herramientas de analítica para medir el éxito de sus campañas, obtener el ROAS y trabajar el resto métricas enfocadas la optimización de sus acciones. Esto hizo reconectar a todos aquellos que escuchaban los datos en segundo plano y, con el equipo directivo presente, el revuelo que se organizó fue bastante importante. Más que nada porque cada uno defendía sacar los datos de su herramienta, aunque el controller tenía las de ganar en credibilidad: sus datos salían directamente de un cuadro de mando montado por el área de BI (Business Intelligence). No hubo tiempo de recoger muchos más requerimientos. Nuestra primera labor fue entender el problema y profundizar en las fuentes de datos para validar la credibilidad de cada una. Obviamente, los datos de BI tenían las de ganar, pero como ya hemos avisado, no debemos sobreestimar nunca las fuentes disponibles ni dar nada por sentado.


    La primera sorpresa comparando día a día las cifras de analítica y BI fue que, si bien había una pequeña diferencia entre ellas, esta no era lineal. Había días en los que la diferencia de ventas era inferior al 3 %, mientras que en otros extremos podíamos observar diferencias del 30 y 40 %. Era algo tremendamente inusual pues, aunque ya hemos comentado que técnicamente es normal que una herramienta de analítica registre menos ventas que las reales por temas técnicos o problemas de medición concretos en el lado del usuario, la evolución y tendencia deberían ser prácticamente iguales. Es decir, si un día vendo un 20 % más que el día anterior, mientras que el margen de error entre ambas fuentes se mantenga similar, debería verse una cifra de evolución similar tanto en la herramienta de analítica como en el BI.


    Esto nos llevó a investigar el sistema de BI. Las ventas que se registraban eran brutas (como en analítica) y teóricamente era la plataforma de ecommerce, que soportaba tanto la Web como la App, la que las enviaba al sistema de negocio. En cambio, profundizando más y mejor en el proceso que permitía que BI tuviera los datos en su datamart de ventas, descubrimos detalles muy interesantes: la plataforma de ecommerce enviaba los datos al sistema de negocio cuando un pedido se realizaba y cobraba, pero en realidad un pedido no era clasificado como tal según entraba. Este se enviaba al sistema de logística, que debía aceptarlo (tras verificar que hay stock, que su envío es factible, etc.). Una vez que el sistema de logística aceptaba el envío, es cuando realmente la venta se consideraba como tal por el sistema de negocio, y se reportaba realmente al sistema de BI.


    Este comportamiento, que puede tener toda la lógica del mundo desde el plano de operaciones, estaba distorsionando todo. Y es que, en realidad, los datos del sistema de BI tampoco eran correctos del todo. Lo que estaban reflejando eran pedidos aceptados por logística (y, por tanto, listos para ser enviados), y no los pedidos realmente realizados por un canal como el digital para cada día. Esto tenía un enorme impacto en los análisis: días como el black friday con volúmenes ingentes de pedidos, generaban cuellos de botella en logística, que aceptaba los pedidos entre el primer día y hasta cuatro o cinco después. También en situaciones como aquellas en las que se vendía stock virtual (que estaba en tránsito hasta el almacén), y que quizá tardaba uno o dos días antes de que estuviera realmente disponible y por tanto fuera aceptado/despachado.


    En el caso anterior, hubo que trabajar intensamente con la compañía en varias direcciones: tanto en la parte técnica para disponer de los pedidos que realmente lograba generar el canal digital (al margen del tiempo que logística tardase en aceptarlos y prepararlos, que es otro KPI muy distinto), como en la cultura interna, pues debían cambiar una forma de entender las ventas que habían normalizado internamente. Aún así, lo que importa aquí es sacar enseñanzas claras: no os creáis nunca una fuente de datos al 100 %. Ponedla en duda, preguntad cómo se extrae cada dato y cómo se procesa antes de tenerlo delante para entender si efectivamente es lo que estáis buscando o, por el contrario, es una visión diferente de lo que realmente creíais tener.
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      Figura 5.2. Los silos de información provocan que muchas veces un mismo KPI no se calcule igual, o no se rija por las mismas reglas de negocio, lo que genera problemas de credibilidad.


    


    CÁLCULO Y DETECCIÓN DE KPI DEL NEGOCIO


    Y vinculado con el ejemplo anterior, no podemos nunca dejar de preguntar cómo se ha decidido calcular los KPI del negocio. Hay infinitos ejemplos donde un KPI aparentemente estándar no lo es tanto, pues su cálculo ha dependido de una persona cuya visión de las cosas no tiene por qué ser idéntica al resto de los equipos. Quizá lo más fácil es verlo con otro caso real: ¿os habéis planteado cómo calcular el porcentaje de clientes activos?


    En El Arte de Medir nos hemos encontrado varias veces con diferencias a la hora de entender qué es un usuario activo para una compañía. Hemos visto de todo: el porcentaje de clientes que les compraron durante el último periodo (mes/año) sobre el total de clientes que tienen en su base de datos, el volumen de clientes que les compraron durante este periodo (mes/año) y que también aparecían el mes/año anterior sumado a los nuevos clientes del periodo, e incluso el porcentaje de clientes que les compraron en los últimos «n» años sobre el total de clientes desde el inicio de los tiempos. Más allá de juzgar cuál es la fórmula correcta, lo importante es entender el cálculo aplicado al KPI. Esto es vital para que luego podamos realizar nuestros análisis correctamente, y entender perfectamente qué estamos viendo en los números que revisemos. Y no nos cansaremos nunca de insistir en este punto.


    Otro aspecto relevante es valorar si los KPI que está utilizando el negocio son suficientes. Lo habitual es que los actores de un negocio tengan ya pensados los KPI que son claves y relevantes para ellos. Así, un responsable de soporte/atención al cliente sabe que el tiempo medio de resolución de incidencias, o el volumen de casos cerrados en la primera llamada son importantes para ver la evolución de su área. Sin embargo, muchas veces hay KPI relevantes que no siempre se han sabido identificar por comodidad o desconocimiento. Por ejemplo, para ese mismo responsable de soporte sería tremendamente relevante disponer del porcentaje de pagos rechazados por la pasarela de pago o el porcentaje de productos sin stock para entender mejor sus cifras de incidencias y valorar si hay relación directa con lo que está ocurriendo en el negocio.


    Es decir, cuando nos enfrentemos a la adquisición de los datos, si bien no buscamos tener todos los datos existentes, es posible que nos encontremos con que el problema al que queremos dar respuesta necesite una visión lo más completa posible del negocio. En estos casos siempre es buena idea tomar perspectiva y tomar aquellos datos relevantes, aunque no se estén utilizando actualmente. En este sentido, puede ser una buena idea sea trabajar un Business Model Canvas22 rápido de la organización que analizamos para entenderlo mejor. Esto quizá nos permita detectar aristas que habíamos pasado por alto. Hablamos, por ejemplo, de canales de venta secundarios, servicios que se están ofreciendo y que, aunque no sean principales, puedan afectar a KPI básicas (margen, inversión, notoriedad de marca, etc.), o añadir contexto a los datos con aspectos que quizá sean más importantes de lo que pensábamos (devoluciones, reservas de producto, etc.).


    El objetivo de todo lo anterior es, como ya hemos indicado, adquirir la información que vamos a necesitar, identificar sus fuentes, entender bien cómo se han obtenido/calculado esos datos, y en general, cualquier aspecto relevante que debamos tener en cuenta.


    CALIDAD DE LOS DATOS: DQM


    En diferentes momentos nos hemos referido a la «calidad de los datos». Quizá se abusa demasiado del término sin concederle la atención necesaria, pero siempre debe estar presente en nuestro proceso de adquisición de los datos. Dentro de la metodología MAMBO tiene una presencia limitada, pero lo cierto es que lo que se denomina DQM (Data Quality Management)23 es una disciplina en sí misma que existe en organizaciones de tamaño medio/grande, y que en principio va ligada obligatoriamente a cualquier estrategia sólida.


    En el primer capítulo reflexionábamos sobre tecnología, y sobre cómo se organizan los sistemas de información para manejar y gestionar grandes cantidades de datos. Sin embargo, más allá de esa capa fundamentalmente técnica, tenemos otras de gestión y tratamiento de los datos entre las que está el DQM. Es tan relevante, que incluso ya existen roles específicos como la del responsable de DQM, el gestor de cambios en la organización, que hace de enlace entre las personas y los datos (por ejemplo, trabajando la visualización inequívoca de la información), y los analistas encargados de definir las reglas que marcan la calidad del dato, así como de explorar y descubrir fallos e inconsistencias.


    Y aunque este tema parezca secundario, cada vez cobra más relevancia en el ámbito empresarial. A mayor cantidad de fuentes de datos, mayores probabilidades de que la información almacenada sea inconsistente o errónea. En este sentido, y por resumir mucho, nos podemos encontrar cuatro situaciones al analizar la calidad de los datos:


    1.Datos incoherentes: El mejor ejemplo que podemos dar es el caso de los ingresos diarios que mencionamos unos párrafos atrás. Para una misma métrica aparentemente simple, se podían obtener valores diferentes según la fuente de datos consultada. Esto, a priori, no debería ocurrir, por lo que una de las cuestiones que el DQM debe controlar es precisamente que las cifras sean coherentes de manera transversal a la fuente de datos desde la que la consultemos.


    2.Datos incompletos: Aquí podemos hablar de campos de datos donde falta información necesaria. Por ejemplo, imaginemos una base de datos de stock donde hay ciertos productos que han informado el campo de referencia general, pero no han completado el dato con el color o talla del producto. Lo mismo si hablamos de un campo de DNI, donde en algunos registros puede haberse omitido la letra, o teléfonos donde falte el prefijo internacional.


    En ocasiones esta información será fácil de completar, y en otras no tanto. En todo caso, en busca de una uniformidad a lo largo de todas las tablas y bases de datos, estos problemas deberían ser resueltos.


    3.Datos en blanco: Son los temidos campos «null», y es muy fácil encontrarlos en toda clase de bases de datos. A veces son intencionados y no tienen mayor importancia, pero en otros casos pueden traer muchos problemas. Por ejemplo, si tenemos un listado de clientes y un cierto porcentaje de ellos tienen el campo «Provincia» vacío de contenido, cuando comencemos a filtrarlos por provincia a la que pertenecen, estos clientes simplemente desaparecerán de nuestras segmentaciones. Por tanto, tener controlados los campos vacíos en una base de datos, y asegurarnos de que todos aquellos que deben tener contenido lo tengan, es vital para trabajar más tarde con los datos de manera adecuada.


    4.Datos no estandarizados: Otro auténtico clásico, sobre todo cuando trabajamos con fuentes de datos provenientes de sistemas muy diferentes. Aquí podemos encontrarnos toda clase de casuísticas, como que en una base de datos el país se cargue con su nombre en castellano, y en otra se cargue utilizando la notación ISO 3166-124. En ambos casos tendremos lo mismo, pero será muy complicado relacionar ambas tablas de forma directa, o realizar cierta clase de análisis sin trabajos previos de tratamiento.


    En el ámbito de la calidad de los datos, incluso existe el propio concepto de medición de la calidad de los datos. Para ello se intenta tangibilizar y traducir a números los conceptos de Exactitud, Consistencia, Plenitud, Integridad y Oportunidad de los datos. Veamos qué queremos indicar con cada uno de estos atributos:


    1.Precisión: Este atributo cae por su peso, pues buscamos que el dato sea el exacto (ventas, ingresos, clientes, etc.) y que esté disponible en el mismo momento en que se genera. Si un nuevo registro de un usuario no es cargado en el sistema cuando se produce, o se duplica el número de peticiones de información sobre un producto, tenemos un problema.


    2.Consistencia: Su definición más formal indica que se persigue que dos valores extraídos de conjuntos separados no deben entrar en conflicto entre sí. Un ejemplo podría ser que la suma de personas que trabajan para cada departamento de una organización nunca debería ser mayor que el total de empleados de dicha organización.


    3.Plenitud: Aquí hablamos de la relevancia de los datos, y de si realmente son útiles. Por ejemplo, un nuevo pedido cargado en el sistema será irrelevante si no se acompaña de un ID de cliente, o de los productos que lo conforman.


    4.Integridad: Otro atributo simple, pero que probablemente es uno de los que mayores quebraderos de cabeza produce. Hablamos de registrar los campos de una o varias fuentes de datos siguiendo siempre la misma normalización y formato (fecha, hora, teléfonos, DNI, direcciones postales, etc.).


    5.Oportunidad: Último atributo y también vital, porque no olvidemos que la calidad de datos no solo radica en que la información sea correcta y coherente, sino también que esté disponible cuando la necesitamos en fondo y forma. Por ello, podemos resumir el atributo simplemente en la necesidad de tener los datos en el momento adecuado y accesibles de una manera sencilla para su consumo. Por poner un ejemplo fácil, no podríamos preparar cuadros de mando semanales o realizar análisis que impacten en el negocio de manera conveniente, si debemos esperar a final del trimestre a tener las cifras de ventas o actividad de clientes, y encima los datos me llegan en una hoja de cálculo repleta de campos con errores.


    Y como indicamos anteriormente, todos estos atributos se intentan poner en valor numéricamente hablando con métricas como Ratio de errores en datos (porcentaje de errores encontrados frente al total de datos procesados por día/semana/mes), Número de valores vacíos, Tiempo medio de dato-valor (básicamente el tiempo medio necesario para poder analizar los datos tras su obtención), o el Ratio de error en la transformación de los datos (porcentaje de fallos de los procesos internos automáticos de normalización de los datos), por solo poner algunos ejemplos de métricas utilizadas en DQM.
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      Figura 5.3. Los cinco atributos a los que tendremos que prestar atención al medir la calidad de los datos.


    


    CALIDAD DE LOS DATOS: CAUSAS Y ASPECTOS QUE VIGILAR


    Anteriormente hemos recalcado la importancia de hablar con los diferentes actores de negocio, y entre la información que podemos recabar en dichas conversaciones, tenemos la posibilidad de detectar si nos enfrentamos a posibles riesgos en la calidad de los datos. Muchas veces, alguno de los diferentes actores nos pondrá sobre la pista de errores que ellos mismos han detectado en el día a día. En otros casos, simplemente puede que nos hablen de situaciones que nos deberían poner en alerta, y que se podrían resumir básicamente en estas cuatro:


    1.Que se hayan producido Fusiones y Adquisiciones: Esto es muy variable según el sector, pero por ejemplo, en telecomunicaciones y banca, con el enorme baile de compañías que han sufrido fusiones e integraciones de competidores, nos encontramos con sistemas completamente distintos que han debido consolidarse. Esto ha llevado a situaciones absurdas, como bancos fusionados que han debido mantener durante mucho tiempo dos o más áreas privadas de banca electrónica según la entidad de origen del cliente, o compañías de telecomunicaciones con varias adquisiciones de competidores a sus espaldas, fruto de lo cual contaban hasta con tres sistemas de CRM que no se hablaban entre sí y donde, según estuviera ubicado el cliente, se podía o no disfrutar de ciertos servicios con mayor o menor facilidad. ¿Imposible? No, esto ha ocurrido recientemente, y las organizaciones afectadas han necesitado muchos meses o años para resolverlo.


    Ante situaciones así ya ni hablamos de sacar métricas transversales, como el valor de cliente, operaciones realizadas, etc. Son datos que están, pero distribuidos entre sistemas mal comunicados, o donde la calidad y disponibilidad de los datos es extremadamente baja.


    2.Que hayan migrado o tengan sistemas heredados: Un mal que las organizaciones sufren tarde o temprano. Hablamos simplemente de migraciones de herramientas donde los datos que se recogían hace pocos años eran menores y/o diferentes a los que se recogen en la actualidad. Situaciones como estas las hemos visto infinidad de ocasiones desde El Arte de Medir, por ejemplo, en sistemas como los CRM. Organizaciones que hasta hace un par de años empleaban una herramienta simple y poco adaptada donde apenas se recogían unos pocos datos del cliente, que más tarde emigran a sistemas más sólidos, donde la información del cliente es más rica y completa. Esto obliga a que determinados análisis, como un modelo de propensión a compra según ciertos parámetros, solo pueda realizarse a partir de los nuevos clientes captados desde una fecha concreta (cuando el nuevo sistema comenzó a funcionar).


    3.Que hayan introducido cambios en las reglas de negocio: Otro problema habitual en las organizaciones, sobre todo en aquellas que comenzaron a trabajar con datos de manera poco sólida o estructurada, y que definieron reglas que inicialmente podían tener sentido, pero que con el paso del tiempo han dejado de tenerlo. Por ejemplo, puede que para calcular el tiempo medio de entrega de un pedido al cliente tuviéramos los días que pasan entre la salida del almacén y la recepción física del pedido por parte del cliente. Sin embargo, ¿qué pasa si tenemos un negocio mayoritariamente B2C (Business to Consumer) donde las entregas se retrasan por causas ajenas a nosotros? Por ejemplo, porque los destinatarios no están en casa en horario laboral, para recibir la mercancía y han de acordar otras fechas/horas de entrega.


    En este caso puede que queramos redefinir la regla de negocio que usamos para definir el cálculo del tiempo medio de entrega y utilizar para ello el tiempo medio que transcurre entre la salida del almacén y el primer intento de entrega por parte de la mensajería. Es un cambio que afectará notablemente a la calidad de los datos en cuanto a consistencia, pues no podremos comparar de manera directa el dato del año pasado o de hace ciertos meses, con el del día de ayer, pues no siguen exactamente las mismas reglas.


    4.La predisposición a errores humanos: La última de las causas típicas que nos encontramos en una baja calidad de los datos es el factor humano. En general, cualquier proceso donde intervenga una persona para la inserción de datos está sujeto a elevados índices de error. No siempre es posible, pero en algunos casos la solución podría parecer simple: introducir más y mejores controles en la grabación de los datos, impidiendo cosas como los campos vacíos que no deban estarlo, o verificar números de teléfono/emails. Sin embargo, hay que tener cuidado con esta clase de validaciones. Si se trata de un formulario que ha de rellenar nuestro cliente desde una Web/App, lo que nos interesa es ponérselo lo más fácil posible para compre/se registre/grabe una petición rápidamente. Si ponemos validaciones innecesarias que frustran al usuario, la satisfacción baja y según lo que persigamos con dicho formulario, nuestros objetivos de negocio pueden verse perjudicados.


    En este caso, en El Arte de Medir nos hemos encontrado con formularios creados por mentes fuera del espectro que podríamos considerar normal donde, por ejemplo, era necesario insertar un teléfono en formato «+34 000 00 00 00» (con esos mismos espacios) para que fuera dado por válido, u otros donde el DNI debía constar obligatoriamente de 8 números (rellenando con ceros delante aquellos DNI con menos números, y un guion entre las letras y los números). Si esta clase de validaciones (ideales, eso sí, para no tener que lidiar con el formato de esos campos en la base de datos) se colocan en un formulario de pedido, nuestros porcentajes de abandonos subirán notablemente con total seguridad. Por ello, en muchas ocasiones es necesario «abrir la mano», permitir un mayor índice de errores en los formularios de esta clase, y definir procesos de ETL posteriores que transformen la información para grabarla de una manera normalizada.


    Si en nuestras conversaciones salen esta clase de conceptos, como decíamos antes, habría que ponerse en alerta, e indagar al máximo sobre ellos. En este sentido, el que más tiempo debería robarnos es el último (errores humanos). En las organizaciones, aunque parezca mentira, hay una impresionante cantidad de información que se inserta a mano. Ya sea por parte del cliente, o por parte de los equipos de trabajo de la propia organización. Uno de los ejemplos más interesantes es el área de atención al cliente: ¿no habéis pensado que prácticamente todos los datos que maneja son insertados manualmente por alguien? Si un cliente pide una devolución o da de alta una incidencia, lo hará vía formulario (insertando datos) o vía una llamada (será el operador del call center el que lo haga). Si se produce un problema en el envío, es el repartidor o personal de la compañía de logística quien graba la incidencia. Y en general, cualquier resolución de problemas (defectos en el producto, cambios en los datos de una factura, etc.) pasa porque una persona realice una o varias operaciones en algún punto.


    Lo mismo ocurre con el alta de nuevos productos y sus especificaciones, y otras tantas áreas del día a día de cualquier organización. Por ello es muy importante entender cómo se graban muchos de esos datos, pues son los que más tarde veremos en nuestros dataset cuando adquiramos la información desde las diferentes fuentes de datos. Y, por tanto, saber de dónde vienen los datos nos permitirá entenderlos mejor y, sobre todo, entender su grado de calidad/fiabilidad.


    TRANSFORMA LOS DATOS CON EL OBJETIVO EN MENTE


    Llegamos al punto clave y final de la adquisición de los datos. Ya sabemos qué fuentes de datos tenemos, conocemos las métricas que queremos extraer de dichas fuentes de datos y hemos hablado sobre la calidad de los datos que hemos de controlar en dichas fuentes. Por tanto, toca el acorde final de este paso de MAMBO, donde nos centraremos en tratar los datos según todo lo anterior y así poder avanzar al siguiente paso. Para ello, tendremos en cuenta los siguientes puntos:


    1.Pensar en el resultado: Puede sorprender, pero el primer consejo es que pensemos en el resultado final de todo el proceso de adquisición, y lo que no gustaría tener exactamente para poder atacar el análisis que tenemos entre manos. Esto implica, necesariamente, pensar si nos convienen una o varias tablas, el modelo ideal de datos, etc. Pensemos que el proceso de adquisición, por ejemplo, puede consistir en ejecutar una consulta SQL contra una base de datos de transacciones. Si dicha base de datos contiene casi 100 columnas, de las cuales la mayoría son inútiles para nuestro objetivo, lo más sensato sería no extraerlos. Será más rápido y eficiente obtener solo aquellas columnas que efectivamente nos interesan, y de esa forma trabajar más cómodamente.


    2.Explora los datos: Antes de extraer lo que tenemos en mente, es buena idea hacer una exploración de los datos que vamos a adquirir. Además de verificar aspectos tales como la cantidad de registros, es necesario entender los campos y su tipo (por ejemplo, para detectar si un cambio de tipo texto contiene valores que son numéricos), verificar cuántos registros tenemos con campos nulos, ver si hay caracteres que nos puedan dar problemas en una exportación tratamiento (como las ñ en campos de texto), o detectar la presencia de datos personales, sobre los que hablaremos un poco más adelante. Todo ello será necesario para decidir cómo haremos el proceso de adquisición, si tendremos que prescindir de ciertos datos, transformar algún campo, etc. En este punto, además, podremos validar el nivel de calidad de nuestros datos teniendo en cuenta lo explicado anteriormente.


    4.Diseñar la Tabla de hechos25: En ocasiones, la adquisición de datos es simple y nos basta con una simple tabla que contienen registros sobre algo que necesitamos analizar. Imaginemos, por ejemplo, que analizaremos las incidencias registradas en atención al cliente para entender su tipología y detectar problemas en los índices de resolución o tiempos en ser cerradas. En ese caso, es posible que una única tabla de datos con todas las incidencias, tipo, fecha/hora de inicio y fin, agente asignado o si está o no resuelta será a priori suficiente.


    Sin embargo, tendría mucho más sentido entender si las incidencias han ocurrido con clientes nuevos o recurrentes, o si se han producido tras un determinado tipo de servicio. En esta clase de casos, necesitaremos relacionar una mayor cantidad de información. Por tanto, debemos pensar en cómo crear lo que se denomina la Tabla de hechos. Siguiendo con el ejemplo anterior, nuestra Tabla de hechos, además de contener un campo de tiempo relacionado con una tabla que almacena años, número de semana, trimestres o día del año, también estará relacionada con la tabla de clientes (a través del ID Cliente), o con la tabla de transacciones (con el ID de transacción), o con la propia tabla de incidencias (a través del ID de incidencia). El resultado es una tabla de hechos que relacionará para una fecha concreta, una transacción y un cliente, cada una de las incidencias registradas.


    4.Limpiar y Volcar: Lo último que deberemos abordar es limpiar los campos de datos que lo requieran (por ejemplo, si contienen información personal), y volcar toda la información al entorno sobre el que trabajaremos con ella. Tanto uno como otro proceso, se pueden hacer de múltiples formas. Desde volcar todo a una hoja de cálculo y limpiar los datos a mano (probablemente una locura tan pronto como tengamos unos miles de registros), como trabajar con herramientas especializadas en esta clase de tareas y sobre las que vamos a hablar más adelante.
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      Figura 5.4. Gracias a una Tabla de hechos podemos relacionar múltiples partes de la información.


    


    ATENCIÓN A LOS DATOS PERSONALES


    A nadie que trabaje en el sector tecnológico, o esté mínimamente informado sobre lo que ocurre en él, se le escapa que estamos viviendo una auténtica transformación de los procesos y formas de tratar los datos por, entre otras cosas, la privacidad y seguridad de la información personal. Hemos pasado de años en los que todo valía, y la información personal almacenada en bases de datos de toda clase no estaba controlada, a un entorno (fundamentalmente en la Unión Europea) donde se regula hasta el mínimo detalle tanto en la adquisición de los datos, como en los consentimientos necesarios para su uso, la forma de almacenarlos/tratarlos, e incluso la caducidad de estos.


    Por tanto, igual que no podemos desconocer las normas de circulación cuando conducimos un coche, debemos estar al tanto de ciertos principios básicos cuando nos toca trabajar con datos. Empezaremos por definir que un dato personal es todo aquel que permita identificar de manera directa o indirecta a una persona física. Un ejemplo claro, aparte del nombre, podría ser un DNI o un correo electrónico. En el caso de la Unión Europea, desde la entrada en vigor en mayo de 2018 de la nueva normativa de GDPR (General Data Protection Regulation)26, esto cobró doble importancia al armonizar unas reglas mínimas entre los países miembros, y la obligación de que las empresas que venden productos/servicios a ciudadanos de la UE (al margen de dónde tengan su domicilio social), deban cumplirla si quieren operar en dicho territorio.


    La GDPR define, entre otras cosas, tres actores que intervienen en los procesos de gestión de los datos, y donde tendremos que identificarnos para entender nuestros derechos y obligaciones según sea el caso:


    1.Sujeto de los datos o Interesado: Básicamente es la persona física que cede sus datos, que tiene que ser informada de manera clara del uso que se van a dar a los datos, y que ha de dar su consentimiento explícito para ello (nada de marcar las casillas por defecto). Mucha atención con esto porque, si vamos a realizar un análisis de los clientes de una compañía (cada uno de los registros son información personal), tendríamos que asegurarnos de que dichos datos fueron almacenados siguiendo las reglas de GDPR y deque tenemos consentimiento para su tratamiento y para analizarlos en función de nuestro objetivo. Parece que si los datos están ahí podemos hacer lo que consideremos, pero desde un punto de vista legal no es realmente así.


    2.Responsable del tratamiento: Para simplificarlo mucho, es la organización física o jurídica que recoge el dato para los fines determinados, se encarga de tratarlo/almacenarlo y que, al final, debería garantizar al interesado sus derechos. Tanto a nivel de ser informado y dar el consentimiento al tratamiento, como de garantizar el acceso, rectificación y eliminación de los datos en caso de que así lo pida el interesado.


    Aún así, bajo esta figura recae una larga lista de obligaciones, como las que atañen a medidas físicas y organizativas para garantizar la seguridad, realizar auditorías periódicas, añadir la GDPR a todos los diseños de sus procesos/productos por defecto y un largo etcétera de detalles.


    3.Encargado del tratamiento: Este es el último eslabón, se trata de cualquier persona física o jurídica que se encargue del tratamiento de los datos recogidos por el responsable. Así, la figura del Encargado puede variar desde una empresa tecnológica que almacena datos para nosotros, hasta la persona a cargo de preparar las nóminas de la compañía, o la agencia que nos externaliza las campañas de email marketing.


    Aquí lo relevante es tener en cuenta que, en caso de negligencia en el uso de los datos, la responsabilidad caerá tanto del lado del responsable como del encargado del tratamiento. Y en este sentido, además de las negligencias obvias (como brechas de seguridad), tenemos el uso de los datos para procedimientos no autorizados/informados, usar datos de alta seguridad (por ejemplo, médicos) sin las debidas medidas extraordinarias, intercambiar datos no anonimizados, alojar físicamente los datos en servidores ubicados en Europa o que cuenten con un nivel de cumplimiento equivalente, y un largo etcétera de cuestiones que escapan al objeto de este libro.


    En definitiva, cuando exploremos la información y decidamos qué datos vamos a adquirir, es vital identificar si vamos a trabajar con datos personales. En caso de que ser así, tendremos que asegurarnos de que la organización posee los consentimientos establecidos y cuenta con las medidas necesarias para ajustarse al cumplimiento de GDPR (si opera en Europa). Aún así, lo más habitual es que realmente no necesitemos trabajar con datos personales: si voy a montar un modelo con la predicción de abandono de cada cliente ¿necesito su DNI, nombre o correo electrónico? Probablemente no. Aquí la solución suele ser tan simple como que en la adquisición de los datos cambiemos cualquier campo con información personal con un ID encriptado mediante técnicas de hashing de los datos27, o una clave no identificativa. Esto permitiría que el responsable del tratamiento nos entregue los datos con la información personal transformada (y por tanto, ya no considerado dato personal) para que externamente podamos realizar los análisis o modelados que consideremos necesarios.
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      Figura 5.5. Con GPDR no vale con tener los datos. Tendremos que haber informado a los usuarios y recibir su consentimiento para el tratamiento.


    


    HERRAMIENTAS DE LIMPIEZA Y ETL


    Anteriormente hemos mencionado la existencia de herramientas específicas para la limpieza y volcado de datos desde las fuentes de origen, hasta el destino que hayamos escogido para nuestros análisis. En el primer caso, contamos con una buen cantidad de soluciones que van desde las de uso gratuito, generalmente opensouce, como Openrefine (antiguamente Google Refine - openrefine.org), hasta otras como Trifacta Wrangler (www.trifacta.com/products/wrangler-editions/) que funciona en la nube y cuenta con una versión limitada de uso gratuito, hasta otras tan concretas como Cloudingo (https://cloudingo.com), diseñada específicamente para trabajar en la limpieza de datos de clientes que provengan de entornos Salesforce.


    En realidad, basta buscar en Google alto tan simple como «data cleaning tools» para que nos aparezcan un par de cientos de millones de resultados de búsqueda con información al respecto. Estas herramientas de limpieza nos permitirán localizar registros duplicados, convertir a formatos de fecha, número o texto todos aquellos campos que consideremos, amén de localizar registros malformados con campos vacíos, correos mal escritos, con valores fuera de un intervalo concreto que definamos, etc. Las soluciones más avanzadas, además de permitirnos trabajar con millones de registros a la vez, nos permiten consultar los datos directamente los sistemas de información donde residen (por ejemplo, una base de datos en Amazon RedShift), y volcarlos ya limpios y transformados en otra ubicación de nuestra elección.
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      Figura 5.6. La herramienta de limpieza de datos opensource más conocida es Openrefine, que proviene de Google Refine, un desarrollo puesto al servicio de la comunidad.


    


    Pero podemos ir más allá. Si nos disponemos a adquirir los datos desde una o varias fuentes de datos con una calidad elevada, y con los datos relativamente limpios, podemos plantearnos recurrir directamente herramientas de ETL que nos van a ayudar a tomar los datos que nos interesan desde las más variadas fuentes, para volcarlas en otro entorno desde el cual poder analizarlos. Es Big Data en estado puro. Y aunque hay una auténtica montaña de soluciones, cobran cada vez más fuerza las soluciones basadas en la nube. Es decir, soluciones que desde un entorno online nos permiten conectarnos a las fuentes de datos, conectarnos al destino de los datos, y dejar en manos del entorno que los datos se transfieran de manera desatendida sin necesidad de desarrollar scripts de código, preparar servidores ni pelearnos con sistemas autenticación.


    Hablamos de herramientas como Fivetran (fivetran.com), Blendo (www.blendo.co) o StitchData (www.stitchdata.com), con las que podemos conectarnos a fuentes tan diversas como Facebook, Zendesk, Oracle, SQL Server o Shopify (por mencionar solo unas herramientas o tecnologías), seleccionar que tipo de datos queremos extraer, transformar y cargar en otra ubicación, y definir un destino para nuestros datos, como por ejemplo un conjunto de datos en Google BigQuery. Lo bueno es que, en ese proceso, la plataforma se encargará de identificar los modelos de datos de origen, transformar para su estandarización campos como los de fecha, y crear los modelos de datos adecuados en destino. Con ello, esta clase de soluciones permiten que, con unos conocimientos técnicos mínimos, tengamos a nuestra disposición enormes datasets de datos listos para ser utilizados en análisis y modelado. Sobre costes, algunas de las soluciones ofrecen sincronizar de manera gratuita unos millones de registros al mes. Esto será perfecto para trabajos de adquisición esporádicos, mientras que para situaciones que requieran traer y tratar grandes volúmenes de datos de manera constante, habrá que recurrir a planes de pago.
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      Figura 5.7. Herramientas como StitchData nos permiten realizar funciones ETL directamente desde la nube.


    


    En el caso de que no queramos, o no nos compense optar por el pago de un producto comercial, también tenemos opciones opensource como Singer (www.singer.io). Se trata de una herramienta de ETL que podemos montar en una nube propia, y cuyos conectores están mantenidos por una comunidad de desarrolladores. Como buen proyecto opensoure, tenemos la oportunidad de trabajar en el desarrollo de conectores específicos para entornos propietarios, y con ello, disponer de una solución de esta clase totalmente adaptada a nuestras necesidades.


    Finalizamos el proceso de adquisición de los datos que necesitábamos tras identificar las preguntas de negocio, las fuentes de datos, evaluar la calidad de estas y tener en cuenta todo lo que hemos explicado en el presente capítulo. Con esto, llega el momento de hacer el siguiente movimiento dentro de la metodología MAMBO. ¡Vamos a por el siguiente paso!


    

      

        20. KPI o Indicador Clave de Rendimiento. es.wikipedia.org/wiki/Indicador_clave_de_rendimiento.


      


      

        21. Pensamiento Lateral.es.wikipedia.org/wiki/Pensamiento_lateral.


      


      

        22. Business Model Canvas. es.wikipedia.org/wiki/Lienzo_de_modelo_de_negocio.


      


      

        23. Calidad de los datos. en.wikipedia.org/wiki/Data_quality.


      


      

        24. Notación ISO para los países. en.wikipedia.org/wiki/ISO_3166-1.


      


      

        25. Tabla de hechos. es.wikipedia.org/wiki/Tabla_de_hechos.


      


      

        26. Reglamento General de Protección de Datos. eugdpr.org.


      


      

        27. Función Hash. es.wikipedia.org/wiki/Función_hash.
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    MANEJAR LOS DATOS – (M)


    «Una mala jugada anula cuarenta buenas».


    —BERNHARD HORWITZ


    FORMAS DE ANALIZAR Y MODELAR LOS DATOS


    Llegamos al tercer paso. Este es quizá el paso más amplio, por su alcance y posibilidades. Tenemos claras las preguntas de negocio (primer paso), hemos adquirido la información y contamos con los datos que necesitamos (segundo paso) y llegamos al momento de la verdad. Necesitamos poner a trabajar los datos con una o varias técnicas para que, en el paso siguiente podamos analizar los resultados, ofrecer respuesta a las preguntas de negocio, o simplemente obtener el conocimiento que nos permita sacar provecho a los datos.


    Entre estas técnicas tenemos algunas puramente descriptivas, con las cuales obtendremos conocimiento por la exploración de gráficas o tablas de datos (muy pocas en big data), hasta otras donde aplicaremos estadística y machine learning para ser capaces de obtener realmente todo lo que nos ofrecen los datos. El objetivo de este capítulo es explicar y repasar todas estas técnicas de manera ordenada, explicando las ventajas de cada una con ejemplos lo más claros posibles y, con ello dar el marco de trabajo que permita entender este complejo proceso. De hecho, es un capítulo vital porque en nuestra experiencia hemos visto cómo analistas, e incluso data scientist, aplicaban muchas de las técnicas que veremos a continuación a diario, pero sin tener claro dónde se encuadran o si realmente alguna de ellas era la técnica ideal para el objetivo que estaba persiguiendo.


    Antes de entrar en materia, eso sí, es obligatorio explicar que el modelado de los datos se puede realizar con dos enfoques muy diferentes, que difieren en objetivos y afectan por completo al tipo de conocimiento que podremos obtener de ellos. Son dos enfoques que ya os deberían resultar familiares:


    1.Tiempo real: Una de las características o cualidades de big data es que en muchos entornos podemos disponer de datos en tiempo real (realmente una minoría) o en cuasi tiempo real (la mayoría). En este sentido, es muy importante recalcar que las organizaciones realmente capaces de manejar, procesar y actuar sobre auténticos datos en tiempo real no son tantas como podríamos pensar. Y no solo porque la cantidad de datos que se generan por segundo sean enormes, o porque requieran entornos tecnológicos avanzados, sino porque la mayoría de las organizaciones no están preparadas o simplemente no necesitan analizar datos en tiempo real.


    2.Proceso de datos por bloques: Esta es la alternativa al tiempo real, y es lo que realmente estamos haciendo a diario cuando analizamos cualquier dato. Tomamos un dataset de datos del día de ayer, de la semana pasada o del año anterior para analizar dichos datos. Este es el caso con el que realmente trabaja la metodología MAMBO, y la fórmula para revisar y entender los datos de manera completa.


    ANÁLISIS DE DATOS EN TIEMPO REAL


    Antes de entrar en el detalle de las técnicas concretas para el modelado y posterior análisis de los datos procesados por bloques, resulta útil entender cómo se plantea el análisis de datos en tiempo real cuando es realmente necesario. No es el objetivo de MAMBO, pero es interesante entender qué podemos hacer y cómo se hace, para comprender de paso cuándo nos puede interesar destinar esfuerzos a esta clase de enfoque.


    De entrada, técnicamente supone disponer de una fuente de datos capaz de entregarnos los datos en forma de streaming28, o flujo constante, o bien disponer de una fuente de datos que practique lo que podríamos llamar un «pseudotiempo real». Aquí nos referimos a entornos que recolectan/tratan la información cada pocos minutos y nos la entregan para su presentación o análisis. Estrictamente no es tiempo real, pero es un acercamiento ideal para muchos entornos, donde puede ser en realidad más efectivo que un tiempo real puro. Y es que uno de los problemas de los datos en tiempo real es el volumen de ruido que pueden llegar a generar, y con un acercamiento en el que tengamos los datos «solo» cada dos, cinco o diez minutos, podemos reducir ese ruido por algo más útil.


    Hay entornos donde trabajar en tiempo real es simplemente una obligación, como por ejemplo, el financiero: desde aprobar/denegar una transacción al pagar con una tarjeta de crédito, hasta la concesión de un crédito online, o el análisis y seguimiento de cotizaciones de activos financieros. En el caso de los pagos, por ejemplo, existen potentes algoritmos de análisis de datos en tiempo real capaces de verificar infinidad de datos antes de aprobar una transacción, como la IP, navegador, ubicación geográfica, historial previo de compras, contraseñas, etc. Son sistemas de control del fraude que persiguen limitar o eliminar los elevados niveles de intentos de fraude en los pagos online en cualquier sistema de pago.


    Otro caso claro son los entornos industriales, donde si una máquina cuya lectura de temperatura o rendimiento se escapa de unos márgenes establecidos, puede indicar un posible fallo. Aquí monitorizar los sensores en tiempo real y poder lanzar alertas es vital, y sobre ello hablaremos en el capítulo adicional dedicado a IoT29. Sin embargo, a una gran mayoría de organizaciones, el concepto «tiempo real» les viene un poco grandes. Hay datos, y son interesantes, pero realmente no existe una capacidad para reaccionar en cuestión de segundos/minutos antes ellos, y el ruido que producen es muy elevado si no sabe manejarse.
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      Figura 6.1. Un cuadro de mando con datos en tiempo real, para ser realmente útil de cara tomar acciones, debería darnos contexto sobre cumplimiento de objetivos, desviaciones sobre lo esperado o alertas que merezcan nuestra atención.

    


    En todo caso, más allá de la toma de decisiones (aprobar un pago, aceptar un pedido, etc.) que requiere tomar datos en tiempo real para, sobre la base de ellos, realizar una acción determinada, para la mayoría de las organizaciones disponer de datos en tiempo real puede tener tres utilidades concretas:


    1.Visibilidad de los datos: En El Arte de Medir nos hemos enfrentado a situaciones donde hemos preparado cuadros de mando realtime con diseños de alto impacto emocional pensados para situarse en lugares de paso, salas de trabajo o departamentos concretos. La idea de esta clase de cuadros de mando no es tanto analizar la información que se presenta en pantalla, como dar visibilidad a los datos dentro de una organización. Si estamos impulsando la cultura de los datos internamente, nada mejor que mostrarlos. Que la gente, tanto interna como externa, vea que se mide, que hay información y que está disponible para darle valor.


    Es una táctica que hemos utilizado con éxito en muchas compañías, por ejemplo, cuando se crea un nuevo departamento de datos. Dada la intangibilidad de los datos como tal, nada mejor que un cuadro de mando muy atractivo visualmente mostrado en una televisión/proyector de gran tamaño con «números que se mueven». El resto de la organización empezará a interiorizar que los datos están presentes y se pueden usar, y el área de datos generará expectación. De hecho, el carácter curioso que por defecto tenemos las personas, suele impulsarnos a preguntar por ellos y querer algún tipo de acceso a los mismos. Es algo que hemos podido comprobar en múltiples ocasiones.


    2.Monitorizar eventos relevantes: Mostrar en una sala un cuadro de mando con los usuarios y ventas de una Web en tiempo real (por ejemplo), suele ser poco útil. Nos referimos concretamente a que, a los pocos días, una vez se convierte en un elemento más del espacio de trabajo, normalmente empieza a pasar desapercibido. Y sí, es posible que se mire de vez en cuando, pero tendría que pasar algo muy llamativo para que realmente alguien se fije en él y, lo mejor, tome una decisión.


    Sin embargo, hemos comprobado la tremenda potencia de los datos en tiempo real para el seguimiento de eventos, acciones o momentos relevantes de cualquier organización, y os contaremos un caso real: en El Arte de Medir, donde tenemos como cliente a muchas compañías de retail focalizadas en el canal digital, vivimos días de auténtica locura con acciones como Black Friday. Esta acción de venta, que se realiza el cuarto viernes del mes de noviembre y que, aunque originaria de Estados Unidos, se ha asimilado en buena parte de Occidente, es para muchas tiendas online su día de mayor volumen de facturación. Por tanto, es vital ser capaces de evaluar lo que está ocurriendo en un día como ese en tiempo real.


    En nuestro caso concreto, ya se ha convertido en tradición preparar cuadros de mando en tiempo real para que nuestros clientes puedan verificar la evolución de sus objetivos minuto a minuto. En estos casos, además, trabajamos con datos de años previos para agregar predicciones que nos permitan saber hora a hora si alguna de las métricas relevantes del negocio se está desviando de lo esperado. Es decir, por ejemplo, se preparan predicciones de ingresos y se vigila el grado de cumplimiento de la predicción y evolución frente a los mismos momentos de años anteriores. El objetivo es poder reaccionar si se quiere o puede, en caso de que no se estén cumpliendo las expectativas.


    Un enfoque similar hemos realizado con acciones de más de un día, como las rebajas de enero, donde muchas compañías se juegan el alcanzar los objetivos de venta de su año fiscal. En estos casos, los datos en tiempo real o pseudotiempo real (consolidados cada pocos minutos), permiten variar estrategias de precios, liberación de stock disponible o la preparación de diversas llamadas a la acción.


    3.Analítica de alertas: Este es probablemente el uso más potente que podemos realizar en cualquier organización (y sí, decimos cualquiera) con los datos en tiempo real. La idea es simple: si definimos una serie de KPI o métricas capaces de definir nuestro funcionamiento, podemos monitorizar en tiempo real su evolución para que nos lleguen alertas cuando algo esté fuera de los parámetros esperados.


    Si nos vamos a un entorno de ecommerce, es fácil definir métricas que midan, por ejemplo, la tasa de completado del proceso de compra, los ratios de aceptación de los medios de pago, los avisos de no disponibilidad, el tráfico desde diferentes tipos de dispositivos, etc. Podemos monitorizar esos datos y, cada ciertos minutos, evaluar si están fuera de los parámetros esperados. Estos «parámetros esperados» pueden ser definidos de varias maneras. En ocasiones son simplemente umbrales definidos por una persona o a partir de una simple media, aunque lo deseable es ir más lejos. Para ello, se puede montar un modelo predictivo capaz de juzgar si el valor que estamos viendo en cada momento para cada métrica está dentro de los valores máximos/mínimos esperados para un día/hora/minuto como el que se está evaluando. Esta clase de modelos, que bien montados deberían además ir aprendiendo y mejorando a medida que hay más y más datos, permiten evitar los falsos positivos y que realmente nos ofrezcan alertas relevantes cuando algo extraño ocurra.


    En El Arte de Medir, por ejemplo, hemos desplegado esta clase de soluciones en sectores como el turístico, donde no puedes esperar al final del día para descubrir que la tasa de venta de un destino o de un medio de pago ha caído, o que una conexión inestable/lenta con el sistema de un tercero ha impedido realizar un gran número de reservas hoteleras o de vuelos. Y en estos casos, más que un cuadro de mando, el entorno monitoriza 50, 100 y hasta 200 métricas de los entornos cada pocos minutos y manda alertas en forma de correos electrónicos, mensajes de SMS o tweets privados. Es decir, es el sistema el que maneja los datos en tiempo real y el que «lidia» con todo ese ruido, y solo nos avisa cuando realmente hay algo que merezca nuestra atención.
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      Figura 6.2. Con un entorno capaz de capturar y analizar los datos en tiempo real, podemos disponer de un sistema de alertas que elimine el ruido y nos avise cuando realmente se produzca un hito que merezca nuestra atención.

    


    ANÁLISIS DE DATOS POR BLOQUES


    Como explicamos al comienzo del capítulo, la alternativa al tiempo real es el análisis de datos por bloques de información. Es decir, lo que hemos hecho siempre: tomamos un número de datos para una fecha(s) concreta(s) y trabajamos con ellos para realizar el análisis que necesitamos. En estos casos, la lista de opciones disponibles para trabajar con nuestros datos es tremendamente amplia, aunque suelen comenzar por una fase de exploración y comprensión de los datos para entender la magnitud de estos.


    En estos casos, nos podemos enfrentar a dos conjuntos de datos claramente diferenciados:


    1.Cuantitativos: Aquellos conjuntos de datos que utilizan datos numéricos para expresar el valor sobre lo que tratan. Por ejemplo, tenemos un listado de ventas realizadas, donde además de campos como el ID de transacción o cliente, vamos a encontrar un campo con el importe de la venta, el número de unidades, los gastos de envío o el impuesto aplicado. Un set de datos así lo explican los propios números: las ventas con importes más altos serán las más importantes y viceversa con las de menor importe. Igualmente, nos permiten hacer medias rápidamente (importe medio o unidades medias que se venden). En general, una gran cantidad de los conjuntos de datos que manejamos a diario son puramente cuantitativos.


    2.Cualitativos: Conjuntos de datos donde la información se describe con atributos no numéricos. Una buena forma de entenderlo mejor sería pensar en el listado de respuestas a una encuesta que, por ejemplo, estemos lanzando a quienes se dan de baja en un servicio. Imaginemos que en esa encuesta tenemos preguntas del tipo ¿por qué te das de baja?, ¿te hemos tratado bien?, o ¿estabas satisfecho con la calidad del servicio? En estos casos, las respuestas pueden ser abiertas (escritura libre) o cerradas (tras presentar en pantalla una lista de opciones). Sin embargo, no será numéricas y algunas incluso ni siquiera necesariamente buenas o malas.


    En otros casos, muy frecuentes, nos podemos encontrar con conjuntos de datos que mezclan información cuantitativa y cualitativa. Pensemos, por ejemplo, en un listado de casos registrados por atención al cliente durante el mes de pasado: podemos encontrar campos cuantitativos, como el tiempo de resolución de cada incidencia, u otros puramente descriptivos como la causa de la incidencia (queja, devolución, información, sugerencia, etc.).


    Tratemos información de uno u otro tipo, necesitaremos técnicas que nos permitan describir el set de datos al que nos enfrentamos, para lo cual usamos especialmente la estadística, aunque sea a nivel simple. No podemos olvidar que la estadística se define como «la ciencia que brinda elementos para organizar, describir y analizar la información». Para ello trabaja reduciendo los datos a números que podemos comprender más fácilmente (por ejemplo, una media aritmética con el valor medio de pedido), y lo hace para permitirnos analizar mejor la información, dándonos la oportunidad de encontrar conocimiento bajo cientos, miles o millones de filas de información, que de otra forma sería imposible de obtener. La estadística es, por tanto, la base del análisis de datos. Más allá, también hay técnicas puramente matemáticas, como las que aplican los científicos de datos, pero su complejidad es mucho mayor y su cometido mucho más específico. Por ello, en los siguientes apartados explicaremos las principales técnicas estadísticas que podemos aplicar a nuestros datos para más tarde poder analizarlos y obtener conocimiento de ellos. Y comenzaremos por lo más fácil: describir un conjunto de datos.


    DESCRIPCIÓN DE LOS DATOS


    El nivel más básico de la estadística parte de la pura descripción de los conjuntos de información adquiridos. Como ya hemos dicho, esto es importante porque necesitamos entender a qué nos enfrentamos. En la sociedad actual estamos bastante acostumbrados a simplificarlo todo a números que seamos capaces de manejar y visualizar. Por eso es muy típico ver en las noticias menciones del tipo «el área afectada por el incendio equivale a diez campos de fútbol», o «un iceberg del tamaño de Nueva York», pues si nos hablan de las hectáreas o kilómetros cuadrados probablemente la mayoría de las personas no seamos capaces de visualizar las dimensiones de lo que estamos hablando. Y repetimos: necesitamos entender los datos para poder analizarlos, y aquí es donde los métodos estadísticos son imprescindibles. Por ello, comencemos por lo más simple: intentar describir y resumir grandes conjuntos de datos con funciones de cálculo sencillo. Vamos a obviar las fórmulas matemáticas (la mayoría son conocidas o fácilmente localizables en los enlaces indicados), y centrarnos en la utilidad que nos aportarán:


    1.Tamaño de la muestra: Esto no es más que contar el volumen de filas o de elementos únicos existentes en nuestro conjunto de datos. Podemos hablar de 1000 ventas, 1000 productos, 1000 cuestionarios de cliente. Esto nos permite empezar a darle contexto a los datos y entender su magnitud y relevancia. Si tenemos un conjunto de 1000 ventas, pero sabemos que nuestra compañía realiza 1 000 000 de transacciones diarias, inmediatamente seremos conscientes de que tenemos un conjunto de datos muy poco representativo.


    Igualmente, entender el tamaño de la muestra nos puede permitir tomar la decisión de aspectos tan relevantes como la herramienta que vamos a utilizar para analizar los datos. Una muestra de 1000 datos podemos tratarla probablemente con una simple hoja de cálculo. Una muestra de 1 000 000 de filas requerirá de un entorno más potente (como R. Python o herramientas especializadas), y probablemente de un científico de datos que sepa cómo manejarla.


    2.Media aritmética30: Es probablemente la función estadística que más utilizamos a diario. Y, como su nombre indica, nos ofrece el valor medio que tenemos en un conjunto de datos para un campo numérico. Vivimos rodeados de medias: ingresos medios, gastos medios, consumo medio del coche, recibo medio de la luz, etc. El problema de las medias es que pueden esconder grandes desviaciones de datos que mentalmente no estamos programados para plantearnos, pues solemos asumir la normalidad en los datos. Es decir, si vemos una media, tendemos a pensar que los valores que la componen se mueven inmutablemente en torno a esa cifra.


    Este es el principal peligro de las medias. Si estamos valorando el tiempo medio de entrega al cliente final de, por ejemplo, un fabricante de automóviles, vamos a encontrarnos con gente que compra coches disponibles en stock y los obtienen a los dos días de pagarlo, y otra que ha pedido un modelo repleto de opciones poco habituales, y ha tardado seis meses en tener el coche en su garaje. Puede que el tiempo medio de entrega que arroje la media sea de mes y medio, pero tenemos extremos muy polarizados que impiden que entendamos bien la situación si nos quedamos solo en la media. Para resolver esto existen técnicas que veremos más adelante.


    3.Mediana31: Imaginemos que ponemos en fila todos los valores disponibles para un campo determinado. Lo que hace la mediana es tomar el valor que ocupa la posición central de dicha serie. Es una medida muy útil si, por ejemplo, estamos analizando la retribución a los empleados de una multinacional, o las comisiones que reciben los agentes comerciales de una gran compañía de seguros. En ambos casos, casi con total seguridad, tendremos empleados o agentes en la parte alta de la tabla con ingresos muy elevados, mientras que tendremos una larga lista de personas con ingresos infinitamente menores. Utilizar aquí la media sería un error, pues los pocos con elevados ingresos están impulsando hacia arriba la media, haciendo que sea poco representativa del total. Optar por la mediana en un caso como este, nos permite entender mejor cuál es la retribución que ocupa los puestos centrales de este conjunto de datos.


    4.Moda32: Este método consiste en identificar el valor de la serie que más veces se ha repetido, y es especialmente útil cuando trabajamos con números que describen datos. Imaginemos un conjunto de datos que contiene todas las solicitudes de devolución de productos por parte de los clientes, donde un campo utiliza un número para indicar el motivo de la devolución: «producto defectuoso» (1), «producto diferente al solicitado» (2), «descontento con el producto» (3) u «otras causas» (4). En este caso, aplicar la moda a este campo nos permitiría entender cuál es la razón más veces aducida para solicitar una devolución.


    5.Cuartiles33: Cualquier muestra numérica de datos tiene un valor mínimo y un valor máximo, pero entre medias tiene lo que se denominan tres cuartiles. El primer cuartil se corresponde con el valor situado en el 25 % de la serie, el segundo con el valor situado justo en la mitad de la serie (y por tanto es lo mismo que la mediana), y el tercero con valor situado en el 75 % de la serie. La utilidad de los cuartiles es enorme, pues nos permite entender mejor cómo se reparten los valores de una serie. Volvamos un momento al ejemplo de la retribución de los empleados: si la mediana de esa serie (segundo cuartil) era de 25 000 euros, imaginemos que tenemos un primer cuartil con 20 000 euros, y tercer cuartil de 55 000 euros. Rápidamente podremos empezar a visualizar que, mientras antes de la mediana los ingresos de los empleados están en valores muy cercanos, superada la mediana, estos comienzan a crecer muy rápidamente.
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      Figura 6.3. Gracias a los cuartiles podemos entender mejor cómo se distribuye una serie numérica, sobre todo cuando los extremos están muy alejados de la mediana.

    


    6.Desviación típica34: Esta función es muy utilizada en la descripción de conjuntos de datos, y resulta especialmente útil en muestras grandes y complicadas de visualizar. El principal objetivo de la desviación típica (o estándar) es expresar la variabilidad de un conjunto de datos: así, cuanto mayor es el valor de la desviación frente a su media, nos indicará que nos enfrentamos a un conjunto de datos muy disperso, con valores mínimos y máximos muy extremos y que, por tanto, habremos de tener mucho cuidado al manejar la media o la propia mediana. Por el contrario, una desviación con un valor bajo frente a la media, indica que nos enfrentamos a un conjunto de datos mínima variabilidad, con datos muy cercanos a la propia media.


    7.Coeficiente de asimetría35: En realidad hay varios, aunque aquí nos vamos a referir al llamado coeficiente de asimetría de Fisher. Este método persigue entender si los datos se distribuyen (o no) en torno a la media del conjunto, y lo hace a través de un valor numérico sin necesidad de representar visualmente los valores. Así, si el coeficiente fuera igual a 0, sería indicativo de que la curva de datos es totalmente perfecta, con una distribución de valores idéntica antes y después de la media (sería como una campana perfecta). Cuando obtenemos un valor negativo para este coeficiente, será indicativo de que la mayoría de los datos se encuentra después de la media, y por tanto la curva presenta una asimetría negativa. Por el contrario, si obtenemos un valor por encima de cero será indicativo de que la curva tiene una asimetría positiva y que, por tanto, una mayoría de valores están ubicados antes de la media, con un comportamiento más pronunciado cuanto mayor sea el coeficiente.
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      Figura 6.4. Con el coeficiente de asimetría podemos entender mejor cómo es la curva de datos, y cómo se reparten en torno a su media aritmética.

    


    8.Curtosis36: Terminamos esta lista de funciones para la descripción de datos con una que nos indica la concentración de valores (es decir, la frecuencia) en torno a la media de la serie de datos. Un valor curtosis de cero sería indicativo de que tenemos una serie de datos cuya curva de repetición es perfectamente simétrica, es decir, los valores se concentran por igual antes y después de la media. En cambio, cuando más positivo y alejado de cero sea dicho valor, será indicativo de que existe un mayor número de valores entorno a la media. Por el contrario, un valor negativo, cuanto mayor sea, será indicativo de que existe una menor repetición de valores en torno a la media.


    La utilidad de este método es muy elevada, sobre todo cuando analizamos series con valores numéricos dentro de un intervalo determinado. Por poner un ejemplo sencillo, imaginemos que tenemos los resultados de una encuesta de valoración que nos ha contestado medio millón de clientes, y donde pueden valorarnos entre 0 y 10. Si tuviéramos una media de 6,5 y aplicamos curtosis podríamos encontrarnos con que: si tenemos un valor de curtosis positivo y muy elevado, sería indicativo de que la gran mayoría de clientes han tenido puntuaciones muy uniformes (se han decantado por valores que está entre 6 y 7). Si tenemos un curtosis muy bajo y cercano a cero, sería indicativo de que los datos se repiten por igual antes y después de la media. Es decir, que las valoraciones de los clientes están muy repartidas por igual antes y después de la media dibujan una curva casi simétrica. Por último, un valor negativo de curtosis sería indicativo de una elevada polarización, pues probablemente tengamos una elevada repetición de valores negativos o muy negativos y, al mismo tiempo, una repetición muy acusada de valores positivos o muy positivos
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      Figura 6.5. Gracias a curtosis podemos entender rápidamente cómo se reparte la repetición de valores de una serie respecto a la media, y así sacar conclusiones rápidamente.

    


    DETECCIÓN DE VALORES EXTREMOS


    Para cualquier conjunto de datos que contenga campos numéricos, antes de aplicar alguna de las técnicas que explicaremos a continuación, es importante identificar los valores extremos que pudieran encontrarse. En realidad, es algo que probablemente ya hayamos identificado al aplicar algunas de las técnicas previas, por ejemplo, en forma de un valor máximo realmente alto para una métrica, o una desviación típica elevada.


    ¿Y por qué es importante identificar esta clase de valores? Básicamente porque pueden comprometer nuestros análisis y llevarnos a conclusiones erróneas. Esto es algo que en El Arte de Medir hemos podido comprobar en multitud de ocasiones, como aquella ocasión en la que trabajamos en el análisis del comportamiento de compra de los clientes de un negocio, donde perseguíamos crear un modelo de predicción de abandono y modelo de valor de cliente. Al revisar los datos y entender a qué nos enfrentábamos, encontramos un par de docenas de clientes atípicos. Clientes que durante el año previo habían gastado 100 000 euros o más en compras online, cuando lo habitual era encontrar clientes que gastaban entre 200 y 1000 euros al año. Se trataba de clientes que compraban grandes cantidades de producto para luego revenderlos en mercados donde el negocio no estaba presente. La cuestión es que mantener a estos clientes dentro de nuestro análisis solo añadía ruido no representativo, y empeoraba la calidad de los modelos, por lo cual se decidió eliminarlos de nuestros conjuntos de datos. Ocurre exactamente lo mismo cuando analizados datos vinculados a series temporales. Días como black friday, o de acciones muy concretas como el «día sin IVA» que aplican algunas compañías de retail tienen comportamientos anómalos en ingresos y otras métricas del negocio, por lo que suelen ser eliminados de las series para no perjudicar los análisis en base a dimensiones temporales.


    Ahora bien, ¿cómo calculamos los valores atípicos37 (en inglés denominados outliers)? Es decir, ¿qué método podemos aplicar para detectar los registros de nuestro conjunto de datos que se salen de una cierta normalidad, y así decidir si los mantenemos o no? El problema de los valores atípicos es que hay cierta subjetividad en el método. Según lo que queramos, podemos ser más o menos estrictos a la hora de juzgar esa «cierta normalidad» que comentábamos. Aún así, los dos métodos más habituales son el basado en el uso de cuartiles, y el basado en la desviación estándar. En el enlace a Wikipedia que incluimos en las referencias se explica cómo utilizar el primero, el más usado de manera estándar por su sencillez de cálculo y fácil comprensión. La fórmula para el método basado en cuartiles utiliza un índice que podemos elegir según queramos detectar solo valores verdaderamente extremos (3) o todos aquellos con un nivel atípico medio o alto (1,5).


    Esta fórmula, al final, nos va a indicar una cifra por arriba y por abajo dentro de la cual se considera que se encuentra la normalidad de la serie. Todos los registros con valores fuera de ese rango serán considerados atípicos y, por tanto, susceptibles de ser eliminados de la serie. Eso sí, es una decisión basada en nuestro sentido común y objetividad. Si de una serie de un millón de registros eliminamos un par de cientos, el impacto en nuestra muestra de cara análisis será casi inexistente y tendrá sentido. En cambio, si tuviéramos que eliminar un volumen significativo de registros, quizá deberíamos replantearnos el ajuste del índice y qué consideramos valor atípico, para así no perjudicar nuestro análisis y modelado de datos posterior.
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      Figura 6.6. La identificación de valores atípicos u outliers, permite limpiar nuestro conjunto de datos de registros anómalos que nos perjudiquen a la hora de analizar y sacar conclusiones.

    


    MÉTODOS ESTADÍSTICOS


    Una vez entendemos la magnitud y variabilidad de los datos a los que nos enfrentamos, especialmente si son de tipo cuantitativo, llega el momento de aplicar técnicas estadísticas más avanzadas con las cuales podamos empezar a extraer conocimiento de la información. De nuevo, nos centraremos en la utilidad y el aporte de cada una de las técnicas, y no tanto en su formulación matemática, sobre la cual se puede encontrar abundante información tanto en Internet como en libros especializados. Igualmente, son funciones disponibles en hojas de cálculo y herramientas especializadas en análisis de datos.


    En todo caso, no olvidemos nunca que tales técnicas nos van a permitir básicamente tres cosas:


    1.Plantear hipótesis: Si a partir de la exploración de los datos detectamos una fuerte relación entre el número de llamadas a nuestro servicio de atención al cliente y el hecho de que gane partidos el equipo de fútbol con más seguidores de la ciudad (no entraremos en detalle, pero es un caso real que vivimos en El Arte de Medir), podemos plantear una hipótesis altamente interesante. Habrá que demostrarla y en caso de ser cierta, aportará un enorme valor al negocio por la capacidad de predicción que le aportaría.


    2.Demostrar hipótesis: Igual que algunas técnicas son meramente exploratorias y nos permiten plantear hipótesis, otras nos aportan herramientas para averiguar la probabilidad de que tales hipótesis sean ciertas, e incluso cuantificar su impacto numéricamente. Por tanto, podremos explorar y validar si las hipótesis que planteamos son realmente ciertas.


    3.Ofrecer predicciones: El análisis predictivo es probablemente uno de los más atractivos por lo interesante que resulta, no ya explicar qué ha pasado, sino para jugar a ser adivinos y ofrecer predicciones de toda clase de cifras de negocio a partir de los datos ya disponibles. Sobre modelos predictivos hablaremos de manera genérica, aunque es una de las técnicas que cualquier analista debería conocer, pues la necesitará antes o después.


    Aclarado esto, revisemos cada técnica en un bloque propio, intentando explicar de manera clara qué nos aportará cada uno, ejemplos de aplicación y posibles casuísticas.


    CORRELACIÓN ENTRE VARIABLES


    El coeficiente de correlación de Pearson38 es probablemente la técnica estadística de análisis más utilizada, y persigue determinar el grado de relación existente entre dos variables. Arroja valores comprendidos entre -1 (correlación negativa) y +1 (correlación positiva), y nos indica en qué medida cuando crece una variable, la otra crece o decrece en la misma proporción. El uso de la correlación ayuda a explorar un conjunto de datos y encontrar relaciones para explicar un fenómeno. Esto nos puede conducir al descubrimiento de patrones y anomalías, aunque siempre con mucha cautela, pues es por todos sabido que una fuerte correlación no necesariamente implica causalidad.


    A este respecto se puede encontrar un libro llamado Spurious Correlations escrito por Tyler Vigen, que trata un tanto en clave de humor precisamente las correlaciones absurdas que se llegan a producir en el mundo. Por ejemplo, detectó una correlación perfecta entre la evolución del gasto de Estados Unidos en ciencia y tecnología entre 1999 a 2009 y la cantidad de gente que se había suicidado por asfixia durante ese mismo periodo. U otras más absurdas aparentemente, como la también casi perfecta correlación entre el consumo medio de queso entre la población norteamericana y el número de personas que murieron asfixiadas por sus propias sábanas. La correlación existe (a medida que una variable creció, la otra lo hizo prácticamente en la misma proporción), pero el sentido común y la lógica indican que por comer algo más de queso no debería incrementarse la probabilidad de que muramos por culpa de nuestras propias sábanas. Eso sí, los datos están ahí, y desde un plano puramente exploratorio, la relación entre ambas cosas existe.


    Interpretar el coeficiente de correlación es bastante simple: un valor de 0 nos indicará que no se aprecia correlación alguna entre dos variables, mientras que un valor cercano a +1 (por ejemplo, 0,8 o 0,9) nos indicará una correlación positiva muy fuerte. Es decir, cuando la variable A crece, la B lo hace en la misma proporción. Por el contrario, si tenemos un valor muy cercano a -1 (-0,9 o -0,8) nos indicará que la variable A decrece en la misma proporción que la variable B, y por tanto, tiene una correlación negativa muy fuerte.


    A la hora de buscar correlaciones entre variables, podemos trabajar en dos líneas diferentes: la primera será de pura exploración. Podemos relacionar a lo largo del tiempo múltiples métricas de negocio en nuestro conjunto de datos, para intentar descubrir patrones que nos permitan plantear hipótesis. La segunda línea de trabajo sería utilizar esta técnica para, precisamente, avanzar en la verificación de una hipótesis. Si a partir de la pura observación o la lógica de negocio intuimos que dos variables podrían estar relacionadas, como —por ejemplo— que el número de abandonos en un proceso de reserva hotelero debería aumentar a medida que se muestren más avisos de «no disponibilidad», podríamos utilizar el coeficiente de correlación para valorar en qué medida realmente se produce dicha correlación.
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      Figura 6.7. Con el coeficiente de correlación somos capaces de cuantificar el grado de relación existente entre dos variables.

    


    De manera complementaria al coeficiente de correlación, tenemos el coeficiente de determinación39, también denominado R² Este coeficiente indica el porcentaje de la variable del eje Y que es explicada por la recta de regresión de la variable del eje X. Dicho en otras palabras, indica el porcentaje de datos de la segunda variable que se explican a partir de la primera. Y este matiz es muy importante, como explicamos más adelante. R² es adimensional, y por tanto, solo nos arrojará un valor entre 0 y 1 (independientemente de correlaciones positivas o negativas), siendo los valores más cercanos a 1 los deseables si estamos intentando explicar una correlación entre dos variables. Esto querrá decir que el ajuste entre ambas variables es muy bueno y, por tanto, tendremos una mayor fiabilidad de que existe una correlación entre ambas.


    A la hora de interpretar el valor de R², podremos valorar con una elevada correlación índices de 0,8 o mayores. Esto querrá decir que los valores de una variable se ajustan 80 % (o más) con la recta de la otra variable. Y decíamos antes que este matiz es importante, pues podemos encontrarnos un coeficiente de correlación fuerte entre dos variables (por ejemplo, de 0,8), pero que su valor R² sea de solo 0,5, lo cual indicaría una relación escasa entre las rectas de ambas variables.


    En este sentido, cuando exploramos datos y busquemos correlaciones fuertes entre variables, es vital calcular el valor de R², algo que permiten de manera directa tanto hojas de cálculo, como las herramientas de análisis (R, Python, SPSS, Minitab, etc.). Así, mientras que el simple coeficiente de correlación nos permitirá descubrir variables aparentemente relacionadas, R² nos permitirá validar en qué medida los valores de una explican los de la otra.
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      Figura 6.8. El coeficiente R² nos permite entender en qué medida los valores de una variable se explican con la recta de la otra. De esta forma podemos detectar conjuntos de variables donde, a pesar de tener una fuerte correlación, existe un bajo R², indicativo de que los valores de una no explican los de la otra.

    


    REGRESIONES LINEALES


    La técnica del análisis de regresión40 permite estudiar cómo una variable dependiente se relaciona una variable independiente dentro de un mismo conjunto de datos. A partir de los puntos de una de las variables, la regresión calcula una ecuación que explica los valores en función de la otra. Para calcular una regresión hay diferentes métodos, aunque uno de los más habituales es el llamado «de los mínimos cuadrados», donde se calcula la distancia entre cada punto en la gráfica con su correspondiente en una teórica recta ideal ubicada en tal gráfica.


    Las regresiones tienen infinidad de usos. Además de usarse precisamente para calcular el coeficiente R² explicado en el punto anterior, su uso más típico es preparar predicciones de datos a partir de los existentes. De la misma forma, la aplicación de esta técnica ayuda a determinar cómo cambia el valor de la variable dependiente en relación con los cambios en el valor de la variable independiente. Es decir, por ejemplo, ¿cuando la variable independiente aumenta, la variable dependiente también lo hace? Si es así, ¿el aumento sigue una proporción lineal o no lineal?


    Por poner un ejemplo, si explorando datos de un supermercado detectamos que existe una fuerte correlación entre la venta de hielo y la temperatura media de la zona, sería muy interesante ir más allá, y hacer pedidos de hielo al productor según las predicciones de temperatura. De esta manera podemos garantizar que nunca nos quedaremos sin hielo para los clientes. En este caso, para determinar cuántos kilos de hielo tendría que pedir el supermercado por día según la temperatura prevista por el servicio meteorológico, podríamos utilizar una regresión. En este caso se utilizará la temperatura prevista como variable independiente y el número de kilos de hielo como la variable dependiente. Además, con esta técnica podríamos incluso cuantificar la relación entre ambas. Por seguir con el ejemplo, se podría llegar a la conclusión de que cada 5 grados de temperatura adicionales, la venta de hielo se incrementa en un 10 %


    Las regresiones pueden ser lineales y no lineales. En el caso de las primeras, las más sencillas de calcular y utilizar, tratamos con valores aditivos que generan gráficas lineales. Si representamos el clásico gráfico de puntos, hablamos de representaciones que muestran evoluciones lineales, como las ventas que crecen o decrecen en un periodo. Cuando se trate de gráficas con formas alternativas (cóncava, convexa, curva sigmoidea, etc.) se recurre a las llamadas regresiones no lineales, con funciones mucho más complejas y sobre todo, que requieren conocimientos mucho más profundos, tanto para su ejecución como para su ajuste y puesta en producción. En este caso, encontramos más tipos de regresiones, como las polinomiales, que permiten un ajuste geométrico de una de las variables (no aritmético), las regresiones por árbol de decisión, que dividen los conjuntos de datos según dimensiones para generar otros más pequeños sobre los que poder trabajar de manera más fiable y obtener valores que luego permitan preparar mejores predicciones, o las de tipo random forest, tremendamente popular en data science por ser utilizado mayormente en el ámbito del machine learning, pues permite la ejecución de algoritmos múltiples veces para terminar trabajando con una predicción que es la media de todas las anteriores.
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      Figura 6.9. Con las regresiones lineales podemos obtener la ecuación que explica los puntos de un conjunto de datos, y con ello, ser capaces de realizar predicciones a partir de una variable dependiente.

    


    Por último, es importante mencionar que también existen las regresiones múltiples, en las que podemos analizar la relación entre una variable dependiente y otras tantas independientes. Por ejemplo, podemos crear una regresión múltiple para valorar en qué medida se ven afectadas las ventas de un área digital por otros factores externos (actividad en redes sociales, inversión en medios off-line, visualización de vídeos de producto, etc.). Esta clase de regresión nos permite estimar el grado de relación que existe entre cada variable independiente y la dependiente, la probabilidad de que realmente una esté afectando a la otra y, lo que es mejor, en qué medida el crecimiento en una unidad de una variable (por ejemplo, inversión publicitaria), hace crecer la otra (número de ventas).


    SIGNIFICANCIA ESTADÍSTICA


    El último concepto básico de este apartado atañe a la significancia estadística41. Un dato es estadísticamente significativo cuando es improbable que haya sido producido por puro azar. Para calcular esto se utiliza un nivel de significación representado por el símbolo griego alfa. El valor de significación más comúnmente utilizado es el 0,05, es decir, una significancia del 95 %.


    ¿Pero qué nos permite esto? Por un lado, si aplicamos la significancia estadística a un set de datos conocido (por ejemplo, al histórico de ventas diario de una compañía) y le aplicamos un valor de significación del 95 %, obtendremos un intervalo de confianza que, sumado y restado a la media aritmética, nos debería dar el intervalo de ventas diarias en las que se ha movido el histórico de datos tomando al menos el 95 % de los datos observados. Esto permite, por ejemplo, juzgar a partir de ese momento si las ventas que se producen diariamente son estadísticamente significativas o no (se han producido probablemente por factores externos). De igual forma, esta técnica nos permite evaluar objetivos de crecimiento o predicciones de ventas de toda clase para entender cuán lejos o no están de producirse por puro azar, o por interacciones externas.


    Esta misma técnica se utiliza en el análisis de los test de pruebas. Hablamos, por ejemplo, de los conocidos test A/B, donde se compara dos versiones de un mismo concepto para determinar qué versión es superior en función de un objetivo determinado. Podemos probar una determinada oferta con solo un producto o servicio, y comparar su volumen de ventas con otro producto sin oferta. Al final es, como cualquier test de los realizados en laboratorio: tenemos una muestra y un elemento de control, y comparamos el comportamiento de ambos (en este caso en ventas), para entender si es válida nuestra hipótesis (que el producto A, con una oferta concreta, se venderá más que el B). Una vez iniciado el test, el análisis de las observaciones registradas permitirán entender si nuestra hipótesis se ha cumplido, o no.


    El problema de los test es que se realizan durante un tiempo determinado, y con un número de observaciones concretas. Por tanto, hay que analizar si los resultados son estadísticamente significativos para realmente juzgar si podemos fiarnos de ellos. En el caso del área digital, las herramientas que permiten realizar testing con páginas Web, Apps móviles (probando el rendimiento de diferentes pantallas o llamadas a la acción), e incluso las herramientas de emailing que permiten probar ante qué tipo de oferta enviada por correo electrónico reaccionamos mejor, integran esta clase de cálculos internamente para arrojar un ganador en los test, e incluso indicarnos el número de observaciones mínimas recomendadas para que podamos valorar como significativos unos resultados.


    MACHINE LEARNING


    Las personas somos, por lo general, buenos detectando patrones y relaciones en los datos. Sin embargo, tenemos importantes limitaciones a la hora de procesarlos. Si bien somos buenos trabajando con gráficos y representaciones visuales de los datos (de ahí la importancia de la visualización en el análisis), nos cuesta procesar grandes cantidades de datos en bruto. Esto es muy sencillo de entender si pensamos en una tabla de datos: si os colocan una tabla con 10-15 filas como mucho donde se recojan datos de rendimiento económico, margen de venta, tiempo de entrega, etc. para 10-15 productos, es probable que seamos capaces de sacar conclusiones con cierta velocidad (qué producto es más rentable, que el producto que más se vende es el que tiene un menor tiempo de entrega, etc.). Ahora, con otra tabla de 500 artículos distribuida en varias pantallas o páginas probablemente nos llevaría horas obtener conclusiones relevantes y, lo más importante, seguramente nos dejásemos mucho conocimiento por el camino que no hemos sido capaces de ver.


    Aquí es donde entran en juego las técnicas de machine learning42 que, aunque en realidad existen desde casi los primeros años de la informática, en el trabajo con big data son simplemente imprescindibles. Y es que nos apoyamos en la capacidad de los actuales sistemas para procesar enormes cantidades de información en un tiempo récord y lograr obtener ese conocimiento, generalmente con técnicas que, aunque siempre apoyadas en la estadística y matemática, no son una simple operación. Hablamos de procesos que en ocasiones se ejecutan de manera cíclica una docena o cientos de veces, probando diferentes posibles combinaciones de unos mismos datos, para llegar a conclusiones relevantes. Además, con esta clase de técnicas se añade el aprendizaje automático, esto es, modelos de datos que van entrenándose cada día y mejoran su precisión de manera constante. El ejemplo más simple es el de cualquier recomendador de una plataforma de ecommerce o de vídeo bajo demanda: aprende de aquello por lo que nos interesamos y de lo que compramos/reproducimos para proponernos nuevos productos o nuevos contenidos.


    El concepto de machine learning es demasiado amplio. En nuestro caso, centrándonos en el análisis de datos, vamos a explicar tres de las técnicas más comunes que podemos explotar, aunque el concepto incluye muchas otras técnicas:


    1.Clasificación43: Se trata de una técnica de aprendizaje supervisado por el cual los datos se clasifican en torno a categorías relevantes, y previamente aprendidos. Su funcionamiento básico consta de dos pasos: carga inicial del modelo con datos ya clasificados, para que aprenda lo que tienen en común todos los elementos de una determinada categoría, y carga de datos desconocidos pero similares a los ya clasificados a modo de entrenamiento para evaluar la capacidad y precisión del modelo de clasificación.


    Su ejemplo más clásico son los filtros de correo basura, basados en reglas predefinidas para clasificar o no un correo como sospechoso y que, al mismo tiempo, van aprendiendo de nuestro comportamiento cada vez que añadimos un nuevo correo a spam, o marcamos otro como seguro.


    En el caso del análisis de datos, podemos aprender del comportamiento de los clientes para el futuro, por ejemplo, una financiera puede utilizar el histórico de datos de sus clientes con impagos para entrenar un modelo que le permita asignar a los nuevos clientes captados un nivel de probabilidad de impago sobre la base de los datos ya existentes.


    2.Clusterización44: Bajo este nombre encontramos diferentes técnicas para la agrupación de la información en conjuntos de datos más pequeños, manejables y comprensibles, con determinadas cosas en común. A diferencia de la clasificación, donde se parte de una serie de reglas dadas, con el objeto de clasificar la información como de un tipo u otro, la clusterización suele ser pura exploración de datos. Imaginemos que tenemos un gran distribuidor de alimentación cuyos clientes incluyen desde autónomos con pequeños bares o restaurantes, hasta cadenas de supermercados que le compran ingentes cantidades de mercancía. Ahora imaginemos la base de datos de clientes de ese distribuidor, con datos que van desde la superficie comercial de cada uno, hasta el volumen de kilos comprados por cada categoría de producto, los descuentos recibidos, el número de reclamaciones generado, la frecuencia de pedidos, etc.


    Podríamos agrupar los clientes a partir de reglas predefinidas, como por tramo de facturación, superficie comercial, etc. O bien podríamos aplicar técnicas de clusterización para explorar los datos, y que sea la propia máquina la que nos proponga agrupaciones. En este caso, según la técnica y ajustes realizados, podría darse el caso de que, por ejemplo, nos proponga grupos donde encontramos pequeños restaurantes y grandes supermercados que tienen en común aspectos como el volumen de refrescos adquiridos, o el número de reclamaciones en pedidos.


    En el caso del análisis de datos es una técnica muy utilizada, especialmente, cuando tienes un conjunto de datos que necesitas simplificar y agrupar para actuar sobre él por bloques. Un ejemplo clásico de esto es la clasificación de seguidores en redes sociales, o de las visitas que han entrado en una Web. En estos casos, cuantas más variables relevantes podamos aportar al modelo, mayor potencial de descubrimiento tendrá esta técnica. Por ejemplo, creando diferentes grupos de visitas que cumplieron el objetivo de la Web (compra, relleno de formulario, etc.), y que tienen otras características comunes, como el hecho de que antes descargaron cierta clase de información de la Web, o usaron una herramienta de comparación.


    3.Detección de anomalías45: El concepto de valores atípicos ya lo vimos páginas atrás. Ahora bien, con machine learning podemos aplicar este mismo concepto para la búsqueda de situaciones anómalas que, a partir de la información que ya tenemos, no debería producirse. En realidad, esta técnica está íntimamente ligada a la clasificación y clusterización.


    Es decir, más allá de detectar campos con un valor numérico atípico, como explicábamos en la parte de descripción de los datos, aquí buscamos ir más lejos e identificar operaciones anómalas por diferentes variables previas. Podemos llevarlo, por ejemplo, al análisis de un conjunto de ventas de un ecommerce de muebles. Si habitualmente las ventas de jardín se concentran de jueves a domingo, y cuando lo hacen se realizan por importes de entre 300 y 2500 euros, y siempre combinando diferentes categorías de producto, una venta que se produzca un martes, por valor de 8000 euros y para solo una categoría de producto se puede considerar una venta anómala.


    Esta clase de concepto es también el que explicábamos al inicio del presente capítulo cuando hablábamos de la analítica de alertas en tiempo real. En realidad, no es más que identificar anomalías en las métricas, las transacciones o la operativa diaria del negocio a partir de unos datos previos.


    ANÁLISIS SEMÁNTICO


    Llegamos al último bloque de nuestro recorrido por las técnicas en el análisis y modelado de los datos. Si bien hemos hablado fundamentalmente de analizar datos numéricos, ¿qué ocurre con conjuntos de datos basados simplemente en audio, texto o imagen? Con big data estas fuentes de datos son cada vez más frecuentes, de manera que, por ejemplo, tenemos la grabación de las llamadas de nuestro servicio de atención telefónica, o disponemos de gran cantidad de texto generado en las redes sociales en torno a nuestro negocio e incluso al de la competencia.


    En esta clase de entornos tenemos información valiosa que nos puede interesar analizar, clasificar y ver evolucionar para entender mejor qué está ocurriendo y a partir de esa comprensión tomar acciones. Para ello es necesario que los sistemas de análisis de datos (máquinas) entiendan esos datos como lo haría una persona. Esto es lo que llamamos análisis semántico, fundamentalmente distribuidos en cuatro tipos:


    1.Procesamiento del lenguaje natural46: Se trata de la capacidad de un sistema informático para comprender el lenguaje natural de un ser un humano de manera automatizada. Esto permite que los sistemas de análisis de datos pueda llevar a cabo una gran variedad de tareas, como búsquedas de texto completo en conversaciones grabadas de audio o vídeo.


    El ejemplo perfecto para esta clase de análisis de datos lo tendríamos en las compañías que, con el fin de mejorar la calidad de su atención al cliente, emplean procesamiento del lenguaje natural para transcribir las llamadas que realizan los clientes a texto que luego pueden analizar con otras técnicas para, así, obtener los atributos (o palabras) más habituales que las representan. De esta manera pueden agregarlas, analizarlas y controlar su evolución con el paso del tiempo.


    Y aunque todo esto pueda parecer algo únicamente al alcance de las corporaciones con más recursos y capacidad, lo cierto es que está disponible para casi cualquiera. En los últimos años han surgido servicios como API Cloud Speech (cloud.google.com/speech/), un producto de la propia Google que podemos utilizar como parte de sus soluciones Google Cloud para el tratamiento y análisis de los datos, y que nos permite subir audio en hasta 110 idiomas diferentes, para que el servicio nos entregue de vuelta una transcripción de dicha conversación en formato de texto. De hecho, no solo sirve para analizar datos a posteriori, pues también podemos aprovecharlo para el procesamiento de información en tiempo real, de manera que puede ser utilizado para hacer funcionar sistemas controlados por la voz.


    2.Procesamiento de imágenes: En este caso hablamos de analizar imágenes para entender qué es lo que encontramos en ellas, y transcribir dichos elementos a texto que pueda ser analizado. Se puede entrenar a los algoritmos para localizar un elemento muy concreto (por ejemplo, para buscar el logo de una compañía en imágenes publicadas en redes sociales), o para tratar de identificar los elementos de cada una de las imágenes que queremos analizar (coches, casas, perros, gatos, árboles, etc.). Es un campo algo menos desarrollado que el procesamiento del lenguaje natural, pero que ha crecido de manera muy potente y rápida durante los últimos años.


    Hay varias soluciones con las que atacar esta clase de análisis visual, aunque de nuevo, la propia Google tiene un servicio llamado Cloud Vision (cloud.google.com/vision/) que nos permite utilizar un motor de inteligencia de artificial con el que atacar esta clase de datos visuales. Gracias a un servicio como este, por ejemplo, podríamos añadir capacidades de reconocimiento facial a partir de las imágenes de vigilancia de las tiendas de una cadena de distribución y así, poder analizar a los clientes que entran a la tienda, su grado de recurrencia y frecuencia, e incluso si pasan por caja para pagar, sin tener que identificarles de manera única por otros medios. Y aunque parezca una situación de película, son procesamientos de datos que ya se están haciendo de manera bastante generalizada en muchos entornos.


    3.Análisis de texto: El siguiente paso es el denominado análisis de texto no estructurado, mucho más complejo de analizar si lo comparamos con los campos de texto estructurado (aquellos que contienen un número concreto de palabras que, además, están claramente asociadas a su significado). Por ejemplo, no es lo mismo analizar una encuesta a clientes donde hayamos dado solo tres opciones para indicar la satisfacción con un servicio («bueno», «regular» o «malo»), que un campo libre en el que preguntemos a los clientes qué opinan del servicio. En el segundo caso nos podemos encontrar casi cualquier cosa, y aquí es donde los sistemas que permiten analizar texto no estructurado son vitales para procesar esa información de manera automatizada, y no tener que poner a una persona a leer cada uno de los comentarios durante días.


    De hecho, a los lectores más avezados no se les habrá escapado un detalle: uno de los sistemas de transcripción de lenguaje natural como el que hablábamos más arriba, necesitará ir acompañado de otro de análisis de texto para ser capaces de extraer verdadero conocimiento de las conversaciones de voz de manera automatizada. Aquí podemos encontrar multitud de soluciones en el mercado, como Amazon Comprenhead (aws.amazon.com/es/comprehend) o Google Cloud Natural Language (cloud.google.com/natural-language/), en ambos casos se trata de servicios en la nube a los que podemos enviar un texto para que nos entregue de vuelta los conceptos, personas, lugares que se mencionan y una larga lista de posibilidades que pueden ser extraídas de un texto, con cuyos datos podemos trabajar en el ámbito del big data para llevar nuestros análisis hasta la impresionante cantidad de datos no estructurados que nos rodea.
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      Figura 6.10. Gracias a los sistemas de análisis semántico somos capaces de convertir conversaciones de un servicio de atención al cliente a texto del que luego podemos extraer atributos que permitan identificar la clasificación y sentimiento de la llamada.

    


    4.Análisis de sentimiento: Terminamos con una variante del análisis de texto no estructurado, aquella destinada exclusivamente a identificar el sentimiento de un determinado mensaje, texto o comentario. Esta clase de análisis lleva muchos años en el mercado, aunque cobró especial auge con el nacimiento de las redes sociales y la gran cantidad de comentarios que podemos encontrar sobre empresas, personas y productos. De hecho, es extraño encontrar hoy herramientas de análisis y seguimiento de redes sociales que no ofrezcan algún tipo de análisis del sentimiento sobre el contenido creado por los usuarios en torno a nosotros, o nuestros competidores. Aquí el objetivo es detectar si se trata de menciones positivas, negativas o neutras, y de esta manera vigilar su evolución, y los servicios suelen ser los mismos que en el punto anterior (tanto el de Amazon como el de Google permiten el análisis del sentimiento.


    Sin embargo, el análisis del sentimiento va mucho más allá. De nuevo, se puede combinar con las anteriores formas de análisis semántico (voz, vídeo e imagen) para entender mejor el sentimiento de dichos contenidos. De esta forma, si analizamos las llamadas al servicio de atención al cliente antes mencionadas, podríamos intentar clasificarlas por tipo de sentimiento para separar las generadas por clientes enfadados, agresivos o muy descontentos, de aquellas que fueron realizadas para simplemente solicitar una gestión o pedir información. Es más, se puede aplicar el sentimiento al reconocimiento facial, pues ya ha sistemas de análisis facial que intentan clasificar el estado emocional de una persona, por ejemplo, identificando a todas aquellas personas que están riendo o sonriendo. Esta clase de sistemas ya se están comenzando a explorar en entornos donde nos interese medir y analizar la reacción de las personas ante un espectáculo determinado, o el nivel de felicidad que conseguimos en una sala de fiestas o espacio de ocio familiar.


    Finalizamos con esto el resumen de los métodos de análisis de datos cuantitativos y cualitativos disponibles en nuestro proceso de adquisición previo. Dado que trabajando en entornos de big data, es habitual encontrar una gran variedad de tipos de datos, los recursos a nuestro alcance para su análisis y modelado son también bastante amplios. En este sentido, el nacimiento de disciplinas como el data science no ha hecho más que añadir nuevas posibilidades de trabajo. Donde antes solo ejecutábamos unas correlaciones o regresiones lineales con una simple hoja de cálculo, ahora muchos datos nos requerirán ir más allá y emplear técnicas de machine learning o análisis semántico de la información, para lo que necesitaremos un cierto nivel de capacidades técnicas.


    En el lado positivo, tenemos a nuestra disposición más herramientas y servicios que nunca para realizar esta clase de tareas, como las que nos encontramos en los servicios en la nube de Amazon, IBM, Google o Microsoft. Estas grandes compañías tecnológicas ofrecen servicios de pago por uso, sencillos de poner en marcha y explotar, y sobre los que llevar a cabo muchos de los procesos mencionados en este capítulo. Una vez completado esto, llega el momento de extraer valor de los datos. Entender lo que nos dicen y, gracias a nuestro conocimiento del negocio que tenemos delante, ser capaces de llegar al conocimiento y las recomendaciones que nos permitan sacar un verdadero partido de los datos con los que hemos trabajado.
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    BUSCAR EN LOS DATOS - (B)


    «El ajedrez te ayuda a concentrarte, a mejorar tu lógica. Te enseña a jugar según las reglas y tomar responsabilidad de tus acciones, como la resolución de problemas en situaciones de incertidumbre».


    —GARRY KASPAROV.


    COMENZAMOS A RESPONDER LAS PREGUNTAS DE NEGOCIO


    Llegamos al penúltimo paso de MAMBO, y es aquí cuando comenzamos a ver los resultados de todos los esfuerzos. Tras entender el negocio, adquirir toda la información y aplicar diversas técnicas de análisis de los datos, al fin podemos comenzar a trabajar en la interpretación de estos y, sobre todo, en intentar responder a las preguntas de negocio que nos habíamos planteado al comienzo. Aún nos quedará un último paso, el de la visualización de los datos, pero en realidad todo se «cocina» ahora.


    En este momento seremos conscientes de si realmente vamos a alcanzar nuestros objetivos, o por el contrario, necesitaremos replantear algunos pasos anteriores para llegar a ellos. También será el momento de crear una historia en torno a los datos, explorar todo lo que tenemos a nuestra disposición, realizar las conexiones adecuadas para que todo el puzle adquiera sentido y tener todo el esquema claro para llegar al paso final con éxito. En este punto tendremos en cuenta que vamos a trabajar básicamente sobre cuatro tipos de análisis, y por lo general deberemos superarlos todos para alcanzar el éxito en nuestro proyecto de análisis de datos:


    1.Análisis descriptivo - ¿Qué pasó?: Se suele decir que esta clase de análisis se limita a «mirar por el retrovisor» para revisar los datos disponibles con la intención de saber qué ocurrió en un momento determinado. Este tipo de análisis se centra en describir o resumir los conjuntos de datos en bruto en algo explicable y significativo, con el propósito de explicar el estado de los diferentes aspectos de un negocio, o describir lo que está sucediendo en una organización. Se suele trabajar con datos agregados (no a nivel de cada cliente o venta particular, por ejemplo), y en todo caso siempre es necesario, pues para lograr otros tipos de análisis que nos permitan entender el futuro, necesariamente precisaremos entender lo ocurrido en el pasado.


    2.Análisis de diagnóstico - ¿Por qué pasó?: Aquí el objetivo es entender las causas de lo que ha ocurrido. Así, por ejemplo, si vemos que han bajado las ventas de un determinado producto, este análisis se debería centrar en entender bien las causas de dicho desplome para comprender exactamente por qué ha ocurrido. Para ello se suele trabajar mucho la exploración, segmentación e investigación de los datos, y aquí la experiencia previa y conocimientos del analista suelen ser una gran ayuda a la hora de localizar estas causas. Podemos resumirlo en que es probablemente el más «artístico» de los análisis, pues requiere curiosidad y en ocasiones mucha artesanía para ser capaces de unir los puntos adecuados y llegar a la respuesta.


    3.Análisis predictivo - ¿Qué va a pasar?: Aquí el objetivo está claro; intentaremos proyectar los datos de que disponemos para saber qué va a pasar en el futuro si las cosas siguen como hasta ahora. Utilizaremos algunas de las técnicas estadísticas que mencionamos en el capítulo previo, y con ello podremos ofrecer a la organización una idea aproximada de lo que ocurrirá en áreas claves como la facturación, los costes, el stock de productos o el número de nuevos clientes. En cualquier caso, este es probablemente el menos preciso de los análisis, pues jugaremos a ser adivinos y, aunque nos apoyemos en datos y técnicas estadísticas, existen infinidad de factores capaces de echar por tierra nuestras predicciones.


    4.Análisis prescriptivo - ¿Cómo podemos cambiar las cosas?: Llegamos al último tipo de análisis, y el que sin duda resulta más difícil de completar con éxito. Aquí tendremos que tomar los datos y conclusiones de los tres tipos de análisis previos, y poner nuestra mente a trabajar para ofrecer a la organización recomendaciones claras que permitan optimizar o mejorar su funcionamiento. Y decimos que es el más complejo de todos porque, sin duda, necesita un enorme conocimiento de la organización para la que trabajamos, el sector en el que nos movemos e infinidad de factores externos que pueden influir en nuestras recomendaciones.


    En definitiva, se trata de dar ideas o asesoramiento que suele estar vinculado a introducir cambios estratégicos o tácticos en el propio negocio.
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      Figura 7.1. Vamos a manejar cuatro posibles tipos de análisis según los objetivos y preguntas de negocio que debamos contestar. No siempre necesitaremos realizarlos todos, o que estos se produzcan de manera secuencial.

    


    Estos son los cuatro grandes tipos de análisis que emplearemos para buscar la información en los datos. En realidad, son procesos que nos llevarán al último paso de nuestra metodología MAMBO. Eso sí, mucha atención, porque el hecho de que sean cuatro no quiere decir que sea necesario ejecutarlos todos, ni siquiera de manera incremental. Esto nos lleva a las preguntas de negocio que explicábamos al comienzo del libro.


    Nos podemos encontrar con muchas situaciones donde la organización o persona responsable ya sabe qué es lo que ha pasado (análisis descriptivo), pero busca entender por qué ha pasado. En este caso la pregunta de negocio es muy clara, y nosotros no deberíamos gastar muchas energías en un análisis descriptivo (salvo para verificar que el negocio no se ha equivocado al revisar los datos), y sí muchas en un buen análisis de diagnóstico que responda al porqué de lo que ha ocurrido. A partir de ahí, pueda que nos interese ir más lejos con la predicción y prescripción, pero en realidad no es obligatorio. Todo dependerá de los objetivos que nos hayan planteado a la hora de plantear el análisis


    Por tanto, vamos a hablar sobre cada uno de los tipos de análisis con más detalle y, sobre todo, sobre las técnicas y herramientas con las que podemos trabajarlos de manera más precisa. Se trata de una tarea donde se combinan la ciencia y la creatividad, e incluso podríamos añadir también aspectos como la psicología, pues muchas veces habrá que comprender a las personas que interactúan con el negocio y sus motivaciones para conseguir nuestro objetivo.


    ANÁLISIS DESCRIPTIVO


    Cuando hemos presentado esta clase de análisis decíamos que se centra en entender fundamentalmente qué ha pasado. Es decir, mirar los datos, y describir lo que estamos viendo. Aquí las técnicas de descripción de datos que explicábamos en el capítulo anterior son fundamentales y nos ayudarán mucho a entender con mayor facilidad los datos. Sin embargo, la herramienta número uno para este análisis son las gráficas. Gráficas de líneas, puntos, tarta u otras. Cada tipo de gráfica nos ayudará con mayor o menor acierto a entender estos datos y visualizarlos pues, como ya hemos explicado, las personas estamos preparadas para buscar patrones en los datos, y la mejor forma de detectarlos es representarlos gráficamente.


    En este tipo de casos, siempre es necesario elegir la gráfica correcta para que podamos analizar nuestros datos visualmente. Puede parecer un tema menor, pero no lo es. Hay toda una ciencia detrás de las gráficas de datos, máxime si nos centramos en sectores concretos, como el financiero o el científico. Para el ámbito del análisis de datos aplicado a los negocios, lo cierto es que las posibilidades son muy variadas según busquemos visualizar una o varias variables, clasificarlas o ver su evolución temporal, o incluso si queremos entender la relación entre ellas.


    Ha llovido mucho desde que Andrew Abela publicó su libro Advanced Presentation by Design47 allá por 2008. En dicho libro, Abela abordaba las técnicas para crear presentaciones impactantes y, entre otros temas, recogía una infografía llamada Chart Suggestions - A Thought Starter, que podéis ver traducida y adaptada en la figura 7.2. Esta infografía, a pesar del tiempo transcurrido, sigue estando plenamente vigente y debería ser un material obligatorio para cualquier analista que se enfrente al análisis de datos descriptivos, pues permite entender cuál es la gráfica que mejor se adapta a nuestras necesidades según el tipo de información que necesitamos entender (evolución temporal, relación entre variables, etc.) y el tipo de datos que tengamos a nuestra disposición para ello.
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      Figura 7.2. Adaptación de la infografía de Andrew Abela presentada por primera vez en su libro Advanced Presentation by Design, que resulta de gran ayuda a la hora de elegir los gráficos adecuados para realizar análisis descriptivo.

    


    Sin embargo, más allá de la elección del gráfico, hay que centrarse en determinados aspectos esenciales a la hora de realizar un análisis puramente descriptivo. En estos casos, en las sesiones de formación y capacitación que impartimos desde El Arte de Medir, insistimos en que los análisis de datos (da igual el tipo) no son simples recetas que podemos replicar sin más. Es cierto que existe una metodología, que intentamos transmitir en este libro, pero en realidad no hay recetas mágicas con un número concreto de pasos que, si seguimos, tenemos garantizado el éxito. Existen muchos análisis que comienzan con un objetivo exploratorio y que pueden acabar de múltiples maneras: desde que, tras mucho dar vueltas a los datos no seamos capaces de obtener conclusiones claras o la respuesta que buscábamos, hasta verdaderos momentos «¡ajá!» donde se descubre poco menos que la piedra filosofal, y que un analista de datos tipo tiene ocasión de disfrutar pocas veces en su vida profesional.


    Por tanto, el objetivo de todo lo que trataremos a continuación, comenzando por el análisis descriptivo, es entender la forma de pensar y razonar que debemos aplicar a nuestros datos. Se trata de tener claro un esquema mental para buscar en los datos, y llegar a conclusiones relevantes que respondan a nuestro objetivo final. Vamos a comenzar por el principio: seleccionar las KPI mínimas para enfocar el problema, e ir iterando para añadirle cada vez más contexto.


    CICLO DE KPI. ITERACIÓN DE CONTEXTO


    Cuando nos enfrentemos al análisis de un problema, uno de los enfoques más ágiles que podemos darle a nuestro análisis es comenzar por tomar solo unas pocas métricas o KPI para centrar el problema, y a partir de ahí, explorar los datos para entender mejor y de manera metódica, qué es exactamente lo que está pasando. En este sentido, en la figura 7.3 que acompaña al texto, se puede observar cómo es el ciclo de análisis: comenzamos seleccionando unas pocas KPI para visualizar su evolución y entender qué desempeño han tenido en los últimos años/meses/semanas/días. Por ejemplo, podríamos seleccionar los clientes, las ventas y los ingresos de una compañía. Esta parte es puro análisis descriptivo, aunque en realidad también nos va a ayudar con el de diagnóstico, pues se centra en entender lo que nos dicen las gráficas, buscar patrones e ir entiendo lo que nos explican los datos que tenemos delante.


    A partir de este punto, calculamos la progresión de los datos (porcentaje de variación) frente a una fecha relevante para el negocio (generalmente un año/mes/semana/día contra su equivalente en el año previo) y, de nuevo, visualizamos el aspecto de su evolución. Aquí adquiriremos nueva información que complementará la del primer paso. Seguiremos segmentando las KPI elegidas por unas dimensiones determinadas. Por ejemplo, siguiendo con el ejemplo anterior, segmentando todo por tipo de cliente (nuevos o recurrentes), o por canal de captación (tienda física, distribuidores o canal digital).


    Tras esta segmentación, volveremos a visualizar su evolución en el tiempo, su progresión frente al pasado y, comprendido esto, si es necesario, añadiremos nuevas KPI que nos arrojen más contexto para seguir investigando de manera iterativa. Si seguimos con el mismo ejemplo, podríamos añadir datos como la inversión publicitaria, el número de productos disponibles en stock o los costes operativos de la compañía.
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      Figura 7.3. Para enfocar un análisis, lo más simple es aplicar este ciclo, donde se comienza por unas pocas KPI que den la información básica, para visualizar su evolución y progresión, segmentarlas y seguir añadiendo más KPI después. El objetivo es tener más y más información en cada iteración.

    


    Hay que fijarse en que, con cada paso, adquirimos algo más de información que en el anterior. Cada vez aprendemos un poco más y podemos entender mejor los matices de los datos, detectar patrones/anomalías y, por supuesto, ir planteándonos preguntas e hipótesis que nos permitan avanzar en el análisis. Quizá para muchos sea un acercamiento demasiado simplista, sobre todo si hablamos de big data. Sin embargo, no podemos olvidar que uno de los objetivos del capítulo anterior era precisamente entender las técnicas que nos permitían reducir la información y hacerla accesible para los humanos. Así, por ejemplo, si pensamos que una de las KPI incluida en nuestro ciclo de análisis es el grado de satisfacción de nuestros clientes mes a mes para visualizarlo junto a las ventas o las devoluciones, seguramente nos tengamos que haber enfrentado a un complejo método de captura y procesamiento previo de los datos. Quizá hemos tenido que recopilar información en redes sociales, datos desestructurados provenientes del servicio de atención telefónica, incluso opiniones recogidas en tienda. Es puro big data que, tras un conveniente procesado, nos permite disponer de una única KPI que cruzar con otras estratégicas.


    Por tanto, buscaremos una manera de simplificar los datos en bloques que podamos entender y manejar fácilmente, e ir añadiendo más y más contexto. Eso sí, es necesario que el analista tenga pericia, conocimiento del negocio y a veces simplemente sentido común para elegir las KPI adecuadas y las segmentaciones que aporten valor para el análisis que estamos realizando. Este método, además, se contrapone al típico acercamiento de «me he sacado una hoja de cálculo con 15 pestañas y tablas de 70 000 filas». En este sentido, una presunción típica en muchas personas cuando trabajan el análisis de datos es que disponer de la máxima cantidad de información es la solución a sus problemas. Suelen pensar que cuantos más datos tengan delante en forma de tablas y bases de datos todo irá mucho mejor.


    Sin embargo, ya hemos hablado de que las personas estamos preparadas para detectar patrones y encontrar conocimiento en los datos si estos son manejamos por nuestra mente. En líneas generales, encontrar patrones en interminables hojas de cálculo, y con métricas y métricas distribuidas a lo largo de diferentes páginas, suele ser complicado o directamente imposible. Por ello, un acercamiento más minimalista con iteraciones rápidas, si está bien realizado, suele proporcionar mucho más valor y resultar más efectivo para responder preguntas concretas de negocio.


    Para terminar de aterrizar esta idea, pongamos un ejemplo simple de un problema de negocio que podríamos encontrarnos, y cómo se realizaría un acercamiento bajo este principio del ciclo de análisis. Es un ejemplo quizá demasiado simplista en el planteamiento (la realidad siempre tiene más matices y detalles), pero lo que queremos es explicar bien cómo ejecutaríamos el proceso para que quede 100 % claro. Por ello, imaginemos que llegamos a una compañía de retail, con tiendas físicas repartidas por diferentes países del ámbito europeo (España, Francia, Italia y Reino Unido), y un canal digital bastante desarrollado para esos mismos países. Sigamos imaginando que llegamos para hacernos cargo de ese canal digital y lo primero que nos encontramos es que los ingresos del canal digital (en su conjunto) han bajado un 15 % durante el último ejercicio fiscal. Por tanto, necesitamos entender por qué, y qué hacer para resolverlo.


    En este caso, comenzaríamos por realizar una primera iteración tomando las KPI básicas que nos den información para entender y focalizar el problema. Así, centrándonos en el canal digital, comenzamos por tomar los ingresos, ventas realizadas, el valor medio y la tasa de conversión (porcentaje de usuarios en digital que terminaron comprando online). Además, como dato de contexto, añadiremos los ingresos generados por el canal físico. Visualizaremos esa información y su progresión para entender las tendencias, si el canal de tienda física se ha comportado mejor, igual o peor (para comprender si nos enfrentamos a un problema solo de digital o de toda la compañía), e incluso si hay algún periodo concreto donde realmente los ingresos hayan bajado notablemente frente al año anterior, o ha sido algo sostenido a lo largo del año. De igual forma, podríamos encontrarnos con casos en los que las ventas en digital hayan subido, aunque con un importe medio menor, generando la bajada de ingresos mencionada. Es decir, hemos logrado cerrar más ventas, pero con menor gasto medio, lo cual ha erosionado la cuenta de resultados. Por último, si realmente todo ha bajado (ventas e ingresos), revisaremos si el problema es la tasa de conversión (hemos sido menos eficientes a la hora de convertir tráfico en ventas), o no.


    Sin embargo, los lectores más avezados se habrán percatado de que nos hemos dejado en el tintero un tema importante: los países. No es casual, pues tras visualizar lo anterior a nivel global, llega el momento de segmentar los datos, y la primera segmentación que dicta el sentido común es hacerla por país. Ver todas las KPI anteriores por mercado nos permitirá identificar si el problema es transversal a todos (es decir, hemos bajado los ingresos en todos los mercados), o realmente hay uno o dos mercados con bajadas incluso más acusadas, mientras que otros se mantienen e incluso crecen. Bajo estas situaciones seguimos encontrando más y más información para ir encauzando nuestro análisis: si todos los países bajan de manera más o menos similar, probablemente nos enfrentemos a un problema global. Si ha sido fundamentalmente por uno o dos países, quizá sea un problema más local o centrado en ciertos mercados, por lo que los siguientes pasos serán diferentes.


    A partir de lo anterior, y según lo que vayamos encontrando, iremos decidiendo los siguientes pasos: si es un problema de un país, nos focalizaremos en él e iremos añadiendo nuevas KPI que nos den contexto para dicho mercado. Si es global, quizá tengamos que ir más allá, y comenzar a entender los productos ofertados, los competidores, la situación económica, etc.


    ENTENDER LOS DATOS


    En todo caso, como estamos en el bloque de análisis descriptivo, y aquí tenemos que entender y visualizar la información, examinaremos diez recursos que deberíamos instalar en nuestra mente y que nos ayudarán a trabajar mejor los datos para realizar lo explicado en el punto anterior. En algunas vamos a mencionar técnicas de manejo de datos sobre las que hablamos en el capítulo anterior. Ahora bien, lo visto entonces era efectivamente la técnica matemática o estadística, y lo que haremos ahora es la lectura e interpretación visual de dichas técnicas. Por otro lado, el orden no guarda ninguna relación con la importancia, pero sí con su complejidad de aplicación, pues algunas se pueden considerar complicadas. Aquí va nuestro «top diez»:


    1.Identificar la estacionalidad: Es realmente sencillo y útil, sobre todo cuando nos acercamos por primera vez a unos datos o negocio. El objetivo es entender la cadencia de repetición que guardan las gráficas temporales. Muchos negocios disparan su actividad (de cualquier tipo) en unos meses, y permanecen tranquilos en otras épocas del año. En cambio, otros entornos son prácticamente planos, y lo raro es precisamente el día/semana/mes que se salen de dicha planicie. En la figura 7.4 podemos ver algunos ejemplos de gráficas con estacionalidad de datos. Por ejemplo, en la gráfica superior, observamos que se trata de un negocio que crece progresivamente hasta el verano, tras el que inicia un declive hasta el final del año. En la de abajo, un entorno profesional con picos de captación de usuarios entre semana, y desplome casi a cero durante los días festivos. Al final, identificar esta clase de oscilaciones ayuda a comprender cómo es o ha sido la evolución de negocio a través de sus KPI graficadas a lo largo del tiempo.
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      Figura 7.4. Identificar la estacionalidad o frecuencia de una gráfica suele ser fácil si se mira con atención y tomando un volumen de datos adecuado. 

    


    2.Identificar anomalías: Aquí el objetivo es identificar rápidamente si hay picos anómalos por arriba o por abajo, tendencias inversas (cuando una métrica sube y otra baja) o, en general, identificar cualquier patrón que se sale de lo esperado en la gráfica. La buena noticia es que, en general, todos venimos más o menos preparados «de serie» para realizar esta clase de tareas. Lo malo es que no siempre son fáciles de identificar estas anomalías o patrones, sobre todo en el caso de gráficas con muchos dientes de sierra, donde se pueden aplicar técnicas como la media móvil48 para suavizar y entender mejor curvas repletas de oscilaciones. En la figura 7.5 tenéis varios ejemplos realmente obvios de gráficas donde podemos observar anomalías en forma de valores altos o caídas, así como la gráfica inferior donde se relacionan varias métricas entre sí. Podéis observar cómo, al menos en dos ocasiones (2010 y 2012), cuando la superficie de área baja, la métrica de la gráfica de línea sube, hasta que se produce una anomalía absoluta al final de la gráfica (2013), que rompe por completo el patrón esperado. La explicación de todo esto implicaría conocer el negocio y lo que ha ocurrido (el paso primero de MAMBO). Pero las anomalías y patrones están ahí para darnos las pistas necesarias.
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      Figura 7.5. Si nos fijamos y la gráfica es relevante/adecuada, es fácil encontrar anomalías en las series de datos cuando estas se producen, ya sea en forma de valores que destacan por arriba o por abajo, como de patrones invertidos de datos.

    


    3.Identificar cambios de tendencia: Un giro de tuerca más a lo anterior, que simplemente consiste en entender si nos enfrentamos a gráficas que, más allá de la estacionalidad o alguna anomalía, tienen una tendencia creciente, estable o decreciente. Como es lógico en estos casos, cuántos más datos (en tiempo) tengamos en la gráfica, más sencillo debería ser adivinar la tendencia. En todo caso, si graficamos los datos desde una hoja de cálculo o programa de tratamiento estadístico, lo habitual es que tengamos la opción de pintar la línea de tendencia sobre la serie de datos, de manera que podamos identificar más claramente este patrón. Esta línea de tendencia suele obtenerse a partir de la regresión de los datos (sobre ello hablamos en el capítulo anterior), y puede ser de varios tipos (lineal, exponencial, polinómica, potencial, etc.), según la forma y reparto de los datos en la curva.


    En la figura 7.6 podéis ver un par de ejemplos de lo que comentamos. En la gráfica de arriba tenemos dos gráficos de áreas con sus líneas de tendencia, donde ambas son crecientes (a pesar de la marcada estacionalidad), pero una de manera más acusada de la primera. En la inferior encontramos un ejemplo donde se ha trabajado limpiando la serie de datos, identificando los momentos en los que se produjo un cambio atípico que provocó, a su vez, un cambio sostenido o puntual en la tendencia de los datos.
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      Figura 7.6. Entender la tendencia de una o varias KPI sobre un gráfico nos aporta mucha información sobre cómo evolucionan las cosas, y nos permite entender fácilmente su futuro inmediato.

    


    4.Identificar valores extremos: Sobre ellos hablamos sobradamente en el capítulo anterior, pero visualizarlos en una gráfica nos puede ayudar a entender si se trata de casos aislados o, por el contrario, demasiado comunes. También nos puede ayudar a entender si se producen con mayor frecuencia un mes/semana/día/hora concreta, lo cual puede aportar valiosa información a la hora de encontrar patrones en los datos. De la misma forma, es muy útil visualizarlos para decidir si, por ejemplo, hemos sido demasiado estrictos o demasiado laxos en la definición de la fórmula que identifica los valores extremos (el índice 1,5 o 3 que veíamos en el capítulo anterior) y, en general, para valorar si dichos valores extremos merecen o no quedarse dentro de nuestro conjunto de datos en función de su magnitud (lo elevados que son frente a los demás), y su frecuencia (si hablamos de muchos o pocos casos). En la gráfica 7.7, por ejemplo, cada punto es una venta realizada por un negocio, donde el eje vertical es su importe, y el horizontal, el día en que se produjo (la escala cubre tres años de datos, esto es, 1095 días). Si nos fijamos bien, por un lado, el número de ventas con valores atípicos es creciente a lo largo del tiempo (hay un patrón que quizá valga la pena investigar, e incluso plantear hipótesis a partir de dicha investigación). Por otro lado, podemos ver cómo los valores atípicos se producen aproximadamente con cada centena impar de día (100, 300, 500, etc.). Si traducimos esas cifras a épocas concretas del año, es fácil intuir que se trata de los dos periodos de rebajas más típicos del año: verano y enero. De nuevo más información y un patrón que puede resultarnos tremendamente útil en nuestra adquisición y búsqueda de conocimiento.
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      Figura 7.7. Tras identificar los valores extremos, del modo aprendido en el capítulo anterior, representarlos en una gráfica ayuda a comprender su magnitud y repetición, detección de patrones de repetición, etc.

    


    5.Trabajar con tasas por encima de números absolutos: Esto, más que una técnica, es prácticamente una obligación al analizar y comprender ciertos datos en nuestra mente. Dado que nuestra mente necesita visualizar los datos, es mucho más fácil decir que un 14 % (redondeando) de nuestros nuevos clientes ha realizado más de dos compras durante el año pasado, que decir que el año pasado logramos 8745 nuevos clientes, de los cuales 1219 realizaron más de dos compras. Es más, con dos cifras no demasiado alejadas entre sí puede ser fácil hacer un cálculo mental. Pero si metemos más números en la ecuación, la cosa se complica cada vez más y más.


    En la figura 7.8, por ejemplo, se puede ver explicado en cifras el proceso de contratación de una App de venta de vuelos. Se empieza por un volumen de acceso a la App, se continúa con los que realizan una búsqueda de vuelo, seguimos por los que inician el proceso de reserva, y acabamos por los que lo finalizan. En este ejemplo, junto a cada valor absoluto, tenemos un dato en porcentaje. Este dato es el porcentaje de usuarios que llegaron hasta cada estado desde el punto anterior, con es un fácil contar la historia: Un 50 % de los que inician sesión con la App realizan al menos una búsqueda, de estos, un 13 % inician la reserva, que solo llegan a terminar 14 % de ellos. Trabajar con tasas tiene una ventaja añadida, y es que comenzamos a intuir patrones/tendencias y es bastante fácil detectar cambios. Si un porcentaje pasa del 14 al 25 %, por ejemplo, es un cambio muy significativo que llamará la atención inmediatamente.


    De igual forma, las tasas permiten explicar muy bien la evolución de las cifras, siguiendo con la captura, podemos decir que esta semana, habiendo logrado un 8 % más de inicios de sesión en la App, nuestras reservas de vuelos han bajado un 7 %. A partir de aquí, tenemos una situación concreta sobre la que trabajar: entender por qué, a pesar de tener más usuarios dispuestos a buscar y reservar un vuelo, hemos logrado peores resultados.
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      Figura 7.8. Expresar los datos en tasas (porcentajes) frente a otra métrica previa o su evolución, ayuda a cuantificar perfectamente la magnitud, y comprender mucho mejor la historia que nos muestran los datos.

    


    6.Árbol inverso de KPI: Esta técnica choca ligeramente con el ciclo de análisis de KPI explicado al comienzo, pero a veces salirse de la norma puede resultar muy útil para entender un negocio o un problema en toda su dimensión. Esta técnica consiste en preguntarnos cuál es la KPI máxima que buscamos en el negocio. Qué número realmente nos dice en qué medida vamos bien o mal y, por tanto, la KPI que realmente nos preocupa. Esto, aparentemente fácil, en la realidad no lo es tanto. Por ejemplo, si le preguntamos al CEO de una compañía. probablemente esté preocupado por la evolución del EBITDA49 de la compañía, mientras que si le preguntamos al responsable de Marketing o de Logística, su máxima preocupación se verá reflejada en una KPI como el ratio de abandono/captación de clientes, o el ratio de envíos por minuto que son capaces de procesar.


    Sea la que fuere, la idea es ir descomponiendo la KPI máxima en otras que la expliquen de manera directa. Así, si hablamos de los ingresos de la compañía, por ejemplo, estos se explican por las ventas del canal digital y físico, e incluso por su ingreso medio. Si hablamos de los clientes activos de un periodo, estos se constituyen a partir de los clientes nuevos captados en ese periodo, más los recurrentes que ya teníamos.


    En la figura 7.9 os mostramos un ejemplo donde la KPI máxima que preocupa es el beneficio operativo de un área digital. Este beneficio es generado, obviamente, por unos ingresos, un margen y unos costes en forma de inversión en campañas de marketing. A su vez, métricas como los ingresos se generan por un valor medio o una tasa de conversión, que a su vez se explica por unas sesiones y unas reservas. La utilidad de este enfoque es brutal, y pensemos específicamente en el descubrimiento de los datos: si seguimos en la figura 7.9, veremos que, mientras que el beneficio ha subido frente al año anterior (YoY), ha bajado respecto a la semana pasada (WoW) en un -20 %. ¿Por qué? Pues muy fácil. Podemos observar rápidamente cómo los costes han bajado y el margen se ha mantenido, con lo cual el problema es que los ingresos han descendido un -12 %. De hecho, si nos fijamos en los ingresos y las métricas que lo componen y lo descomponen, podemos ver rápidamente que el problema es que, a pesar de que se han generado el mismo número de ventas que la semana pasada, su valor medio por venta ha bajado, y por tanto, ha generado la bajada de ingresos observada.


    Más tarde, podemos incluso plantearnos cosas como si la bajada en dicho importe medio es culpa de una menor inversión en marketing que, por otra parte, quizá pueda ser explicada por que se ha cambiado la estrategia en algún canal, o el tipo de productos por el que se está apostando. En todo caso, un formato de árbol inverso como el que os proponemos, si se prepara bien, debería ayudaros a visualizar y plantearos esta clase de situaciones de manera ágil y sencilla. Y es que podemos prepararlos para prácticamente cualquier entorno o situación donde tengamos una KPI que represente lo máximo, y cuyo comportamiento pueda ser explicado por la influencia de otras secundarias o complementarias.
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      Figura 7.9. Representar un árbol de KPI a la inversa permite focalizarse en lo que es realmente más importante, y entender los factores que influyen sobre ello. Es un acercamiento muy ágil, incluso para manejar análisis recurrentes, por la rapidez con que permite comprender qué está pasando.

    


    7.Crear embudos para entender procesos: El enfoque clásico, tras el anterior, es precisamente aquel en que convertimos en embudo cualquier proceso empresarial. En este caso comenzamos por entender el inicio del proceso (por ejemplo, clientes que contactan con nuestro servicio de compra telefónica), para después representar los pasos que se producen hasta llegar al hito máximo que queremos representar (grabación de solicitud, compra, etc.). Lo que nos permiten entender es cómo se reparten las personas, ventas, solicitudes (o el concepto numérico que sea) a lo largo de un proceso en el que lo deseable es que todo llegase hasta el final, pero se producen cambios, bifurcaciones o caídas. Por tanto, nos permite focalizarnos en entender en qué punto de un proceso estamos siendo especialmente ineficientes. El ejemplo clásico de un embudo es cualquier proceso de compra en una Web o App, donde se han de seguir una serie de pasos hasta completar una venta.


    En la figura 7.10 se puede observar un ejemplo bastante representativo. Se ha huido del típico embudo con forma cónica para representar en horizontal un proceso de reserva online para una cadena hotelera. Además, en la parte inferior, se ha añadido información relativa sobre el peso que tiene cada mercado (emisores de turistas que se alojan en sus hoteles) en cada uno de los pasos. En este caso manejamos una enorme cantidad de información. Por un lado, tenemos datos sobre el porcentaje de clientes que avanzan en el proceso de reserva (y con un simple cálculo mental, cuántos perdemos). Así, por ejemplo, solo el 15 % de quienes consultan información de algún hotel llegan siquiera a iniciar el proceso de reserva (donde pueden verificar la disponibilidad). O, dicho de otra forma, el 85 % de los clientes que consultaron mis hoteles, no pasaron de la pura información y no mostraron interés alguno en ver disponibilidad o realizar una reserva. Siguiendo con el proceso, solo el 11 % de los que inician una reserva llegan hasta la página de confirmación previa a la reserva final. O, dicho de otra forma, pierdo al 89 % de los clientes que comienzan a seleccionar unas fechas y hotel determinado.


    En la parte inferior tengo el peso que tiene cada país dentro de cada paso, aunque la escala esté adaptada para que la información resulte más legible. Así, el país con más peso en todos los pasos del proceso es, con diferencia, son los clientes del Reino Unido. En cambio, con España se da la paradoja de que, si bien tiene un peso relevante hasta el inicio de reserva, pierde un enorme peso en los pasos finales. Justo lo contrario que Países Bajos o Estados Unidos, donde su peso al inicio es moderado o bajo, y en cambio ganan mucho peso en los pasos finales de Confirmación y Reserva OK.


    De nuevo, información y datos que traducimos a comportamiento con el que generar hipótesis e hilos de los que tirar en sucesivas iteraciones del análisis.
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      Figura 7.10. Un embudo, que no necesariamente ha de representarse de manera vertical y forma de cono, nos permite entender puntos de dolor en nuestros procesos, además de comprender mejor dónde focalizar esfuerzos de análisis u optimización de cualquier proceso empresarial.

    


    8.Usar matrices multidimensionales: En El Arte de Medir somos auténticos fans de las matrices, y en parte por la famosa matriz de Boston Consulting Group50 de crecimiento y participación. Esta clase de herramienta visual nos permite dotar a los datos de hasta cuatro dimensiones (eje X/Y, tamaño y color), y con ello ofrecer una visión bastante esclarecedora sobre lo que pueda estar pasando en un área determinada. La clave está en dividir la matriz cuatro áreas, imaginarios o marcados los ejes verticales/horizontales y sus valores positivos/negativos. Si se preparan bien y los datos son los adecuados, estas matrices nos permitirán identificar elementos con las cuatro combinaciones de potencial alto/bajo y rendimiento alto/bajo.


    Lo mejor es ver un ejemplo. En la figura 7.11 tenemos un negocio centrado en la venta instrumentos musicales y las categorías en las que trabaja. En el eje vertical se refleja cómo han variado las ventas en porcentaje de un año a otro (arriba crecen, abajo decrecen), mientras que en horizontal aparece la variación en el interés de las categorías sobre la base de las peticiones de información generadas, presupuestos emitidos, búsquedas realizadas, etc. (derecha crecen, izquierda decrecen). En este ejemplo, el tamaño indica los ingresos que han generado para el negocio cada una de las categorías, mientras que el color no se ha empleado como dimensión cuantitativa, sino solo para diferenciar cada categoría.


    Si revisamos los datos un momento, veremos información muy relevante: por un lado, queda claro que vivimos de las guitarras (el tamaño más grande de ingresos con diferencia), y además, su crecimiento en ventas e interés se mantiene casi alineado. En cambio, tenemos un caso opuesto con los acordeones o las mesas de mezclas. ¿Por qué su interés se ha duplicado desde el año anterior, y en cambio hemos logrado la mitad de las ventas? Su peso en ingresos no es elevado, pero entender el porqué de este enorme desfase probablemente nos permita crecer sin, por ejemplo, invertir más en marketing. Quizá el problema es que tenemos precios poco competitivos en esa categoría, o el stock es reducido, o las marcas disponibles resultan poco atractivas para nuestro cliente tipo. De igual forma, podemos entrar en otros muchos detalles llamativos si vamos revisando categoría a categoría. Por mencionar solo una más, están los pianos. Representan la tercera categoría de la tienda en peso de ingresos, y en cambio su interés baja y el crecimiento prácticamente se ha estancado. Quizá podamos investigar cómo potenciar esa categoría y hacerla crecer en interés (y con ello probablemente impulsar las ventas). Hablamos de realizar promociones, revisar el catálogo disponible, etc.


    Son solo unos ejemplos, pero como vemos, seguimos sumando más y más información, además de conocimiento, para seguir profundizando y plantear hipótesis.
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      Figura 7.11. Las matrices, bien preparadas, nos permiten identificar los elementos con potencial de crecimiento, otros que quizá ya no nos interesen, e incluso aquellos que están sosteniendo nuestro negocio.

    


    9.Relaciones entre variables: Aquí nos referimos a aplicar a nuestros datos los coeficientes de correlación y determinación (R²) que explicábamos con detalle en el capítulo previo. Pero como ya explicábamos entonces, las correlaciones han de prepararse con sentido común. No tiene sentido cruzar variables que no tengan nada que ver entre sí, porque lo más probable es que encontremos relaciones que en realidad no sean fruto la una de la otra. Es decir, como ya indicamos, la correlación no siempre explica causalidad.


    Aquí el enfoque puede ser cruzar KPI o métricas que a priori está claramente relacionadas (por ejemplo, inversión en marketing con la adquisición de nuevos clientes), para demostrar hipótesis o para cuantificar la fortaleza de una afirmación. En la figura 7.12 podéis ver un ejemplo muy claro: si estamos a cargo de la Web de reserva de unos hoteles, nos puede interesar cómo, mientras muestro más mensajes de no disponibilidad para las fechas buscadas por el cliente, el volumen de gente que abandona mi proceso de reserva crece. Es una relación obvia sin más, pero ahora imaginemos que hemos desarrollado un nuevo módulo para ofrecer alternativas a las fechas ocupadas o en otros hoteles de la misma cadena. En estos casos, me interesaría ver un antes y un después en dicha correlación, y evaluar si esta clase de medidas está haciendo que esta relación, a priori obvia, se vea modificada de alguna manera. Incluso cuantificar su cambio.


    Por tanto, las correlaciones tienen dos utilidades claras: permitirnos explorar y cuantificar correlaciones entre dos variables que a priori estén relacionadas y, en segundo lugar, controlar esta correlación a lo largo del tiempo para validar el efecto de las acciones y medidas adoptadas en la posible variación de esa correlación inicial.
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      Figura 7.12. Las correlaciones nos permiten explorar relaciones entre variables, cuantificar dicha relación y, sobre todo, vigilar si tras algún tipo de acción de negocio hemos logrado variar dicha correlación.

    


    10.Normalización entre variables: Terminamos con una técnica bastante práctica cuando nos toca comparar y visualizar variables tremendamente diferentes entre sí. Hablamos de escalas y magnitudes totalmente diferentes, lo que complica entender, por ejemplo, en qué medida están relacionados unos atributos con otros. Para ello se utiliza el concepto que en castellano se denomina unidad tipificada51, aunque también podemos verla en inglés como standard score e incluso Z-Score. Es una técnica muy simple, en la cual para cada uno de los valores del conjunto de datos que queremos normalizar aplicamos la fórmula de ([valor] – media) / desviación estándar. Esto nos arrojará un dato normalizado que, ahora sí, podremos comparar de tú a tú con otros conjuntos de datos.


    Por ejemplo, en la figura 7.13 se están relacionando las búsquedas generadas en Google para una serie de destinos desde el mercado español, y las búsquedas de habitaciones disponibles dentro de una Web de reservas hoteleras. En algún caso, las magnitudes son cientos de miles e incluso millones; en otros, las magnitudes son de cientos o miles. Se ha aplicado la normalización entre ambos conjuntos de datos para poder relacionarlos entre en sí en una matriz como la que explicábamos anteriormente. De esta manera, vemos rápidamente cómo Madrid es el destino que más búsquedas genera en Google por encima de la media, y también en peticiones de disponibilidad en nuestra Web. En cambio, tenemos destinos como Barcelona, también muy potentes en búsquedas de Google por encima de la media, pero donde estamos muy debajo de la media en peticiones de disponibilidad en nuestra Web.


    Esto puede llevar a plantearnos múltiples escenarios: desde un tema de puro posicionamiento del producto, la competitividad de nuestros precios, la relevancia de los hoteles que tenemos disponibles, la opinión de los usuarios para ese destino, etc.
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      Figura 7.13. Gracias a la normalización entre variables, podemos relacionar conjuntos de datos que, a priori, serían incomparables por su magnitud y volumen, para obtener conocimiento de manera visual.

    


    ANÁLISIS DE DIAGNÓSTICO


    Seguimos avanzando en nuestro proceso de análisis y en algún momento del análisis descriptivo anterior llegaremos al de diagnóstico. En realidad, no son pasos o procesos separados, sino que uno lleva inevitablemente al otro. Al ver unos datos, inmediatamente nos preguntaremos por qué, y alguna de las sucesivas iteraciones de análisis de KPI nos llevará al porqué de un determinado dato o de la pregunta de negocio.


    Por retomar el ejemplo que mencionamos al principio del capítulo, al hablar del ciclo de análisis de las KPI, sobre la compañía de retail con tiendas físicas y canal digital, presente en diferentes países del ámbito europeo. Recordemos que, en dicho ejemplo, la pregunta de negocio a responder era entender por qué los ingresos del canal digital habían bajado un 15 % durante el último ejercicio fiscal. Tras todo lo explicado, las diferentes iteraciones al problema deberían habernos llevado a una conclusión. Imaginemos que hemos encontrado que todos los países han bajado en ingresos, aunque con un impacto diferente. Por ejemplo, en Reino Unido y Francia la caída en ventas ha sido incluso mayor, mientras que en España e Italia también ha habido caídas, aunque más moderadas. Además, hemos contrastado las cifras con las tiendas físicas, y se observan bajadas con una tendencia similar en la facturación de estas.


    Aquí la primera conclusión, por tanto, es que se trata de un problema global. No es un problema exclusivo del canal digital, sino que se trata de algo que está afectando a todos los mercados y, lo que es peor, a toda la compañía. En este punto ya tenemos identificado el problema y, por tanto, nos quedará el diagnóstico. La forma de llegar a ello sigue siendo iterar para añadir más KPI (o métricas), ver su evolución/progresión, segmentarlas, etc. Así, y seguimos jugando con la imaginación, podríamos llegar a un escenario donde identifiquemos que el tráfico interesado en los canales digitales ha ido cayendo progresivamente durante el año, aunque especialmente tras el lanzamiento de la última línea de producto en otoño.


    Sin embargo, las ventas dejaron de crecer ya al comienzo del año fiscal anterior y han seguido una tendencia negativa antes incluso que el tráfico de Web y App. Para tener mayor contexto, se han añadido algunos datos básicos de competidores (tendencias de búsqueda, tráfico con herramientas de análisis competitivo, resultados públicos presentados, etc.) y no parece ser un problema del sector o público en el que nos movemos. Para seguir investigando, en otra de las iteraciones hemos añadido las devoluciones de los clientes a través del canal digital, observando que crecieron de manera constante durante el año por encima de años precedentes. Además, segmentando estas devoluciones por las causas aducidas por los clientes, se observa que casi se ha duplicado el porcentaje de productos devueltos por problemas de calidad/insatisfacción, y es algo que se repite en mayor o medida a lo largo de los diferentes países.


    Es decir, llegaríamos a un diagnóstico claro: el canal digital no es el problema (la bajada del 15 % está ahí, pero la venta física también ha bajado), sino que atañe al producto que estamos vendiendo. Los datos muestran que hay problemas por la bajada de interés, bajada de ventas e incremento de las devoluciones, especialmente las motivadas por calidad/insatisfacción con el producto. Queda centrado el problema, y se puede plantear una hipótesis clara. Eso sí, en este ejemplo (irreal, pero fácil de comprender), la solución no es sencilla, pues implicaría replantear nuestro posicionamiento en el mercado, o los productos que producimos. Es más, puede que incluso la solución escape a nuestro control o responsabilidad, pero al menos sabremos a qué nos enfrentamos y podremos descartar infinidad de factores potenciales en un escenario como el expuesto.


    Eso sí, cuando lleguemos a esta clase de diagnósticodeberemos tener mucho cuidado con los llamados sesgos cognitivos52. Son probablemente los peores enemigos que nos podemos encontrar a la hora de analizar datos por parte de un humano, y un «defecto» que compartimos todas las personas y del que está exenta (por ahora) la inteligencia artificial. Pues bien, dentro de estos sesgos cognitivos (con más de cincuenta identificados), hay uno en concreto denominado sesgo de confirmación53, que podríamos describir como la tendencia a favorecer, buscar, interpretar o recordar información que confirma las propias creencias o hipótesis, dando desproporcionadamente menos consideración a posibles alternativas.
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      Figura 7.14. Los sesgos cognitivos, y entre ellos el de confirmación, es uno de los peores enemigos a la hora realizar análisis objetivos basados exclusivamente en lo que nos dicen los datos.

    


    Es decir, un sesgo de confirmación supone que, a partir de una creencia previa basada en la experiencia o incluso en los gustos de cada uno, muchas veces luchamos hasta de forma inconsciente por encontrar aquellos datos o correlaciones que refuten la teoría o creencia que tenemos en la cabeza. Incluso cuando nos encontramos con datos ambiguos, muchas veces intentamos moldearlos o explicarlos de manera que apoyen nuestra creencia. Entre los efectos de este sesgo de confirmación que podrían afectar directamente a nuestra objetividad para analizar los datos, encontramos:


    1.Polarización de las actitudes: Esto ocurre cuando nos posicionamos más a favor de una opción que de otra cuando las pruebas son las mismas. Si pensamos un ejemplo centrado en los datos, imaginemos que lanzamos un experimento para probar, sobre dos segmentos diferentes de clientes (uno de prueba y otro de control), si una promoción concreta mejora los índices de suscripción a un sitio de contenidos. Podría darse el caso de que los resultados fueran ambiguos, y que una semana los que recibieron la promoción lograsen mejores ratios de suscripción frente a los que no, y otra semana ocurra justo lo contrario. Pues bien, en un caso como este, si internamente estamos convencidos de que la promoción realmente es muy atractiva y que es ideal para lograr incrementar el ratio de suscripción, nuestro sesgo de confirmación intentaría retorcer y explicar lo que buscamos con los datos disponibles.


    2.Perseverancia de las creencias: Este quizá es el máximo sesgo y se produce cuando insistimos en mantener nuestra creencia de que algo es bueno o malo a pesar de que los datos digan lo contrario. Este ocurre a diario en las empresas. Como por ejemplo, responsables que, por una razón u otra, consideran a ciertas personas de un equipo altamente valiosas, incluso cuando los datos de productividad o éxito digan lo contrario (siempre hay excusas externas). Aplicado al análisis de datos, esto es muy peligroso, pues podemos tender de manera inconsciente a buscar explicación a datos malos y también a los buenos de manera natural. Es decir, puede que unos buenos resultados de ventas no sean realmente fruto de que lo hemos hecho muy bien, sino de coyunturas externas que ni nos hemos planteado reconocer.


    3.Preferencia por información primaria: También llamado de primacía irracional, encontramos este efecto cuando confiamos de manera irracional más en las primeras experiencias que en los datos que nos muestran las nuevas experiencias. Esto en el mundo de los negocios es un verdadero clásico, y lo vemos por todas partes, especialmente con profesionales veteranos. Aquí la tendencia es a pensar que, si algo que se hizo en el pasado funcionó muy bien y nos permitió triunfar, la tendencia natural es repetirlo para obtener el mismo resultado cuando nos enfrentemos a un entorno similar. Cuando los datos demuestran que no ha sido así, intentamos justificarlo o buscar los datos que expliquen el resultado, mientras seguimos convencidos de que realmente lo que hicimos tiene que funcionar bien.


    4.Correlación ilusoria: Este efecto se da cuando buscamos una relación causa-efecto irreal y forzada para apoyar una hipótesis previa. En el caso del análisis de datos, esto puede trasladarse a infinidad de situaciones. Por ejemplo, podemos estar convencidos de que nuestro negocio obtiene peores resultados los días de lluvia, pero si realizamos una correlación entre ambas variables a lo largo de varios años, los datos muestran que en algunos días esta afirmación se cumple y en otros no. En este caso, de nuevo, si estamos convencidos de ello por una observación propia o cualquier condicionante propio, tenderemos a justificar nuestra correlación ilusoria con los datos que nos interesan (los días que lo demuestran).


    En todo caso, el tema de los sesgos cognitivos que todos aplicamos en nuestro día a día, permitiría escribir un libro entero. Sin embargo, nos hemos centrado especialmente en los de confirmación y algunos de sus efectos para que cuando realicemos un diagnóstico nos detengamos, aunque sea unos segundos, a pensar si nuestras afirmaciones son realmente basadas exclusivamente en los datos de manera totalmente objetiva, o estamos añadiendo algún sesgo capaz de enturbiar nuestras conclusiones.


    ANÁLISIS PREDICTIVO


    Llegamos al tercer tipo de análisis, que no es más que un complemento de los anteriores. En este punto, la idea es que, si disponemos de datos suficientes en cantidad y variedad, podamos preparar algún tipo de predicción sobre lo que podría ocurrir si todo sigue como hasta ahora. Por seguir con el ejemplo del negocio de retail donde habíamos encontrado problemas con el producto comercializado, el análisis predictivo podría ir en la línea de mostrar cómo seguirán bajando las ventas en los próximos meses si no se hace nada para remediarlo. La técnica lógica para esto la vimos en el capítulo anterior, y se basa en utilizar algún tipo regresión, como la lineal (según los datos de origen), para proyectar una KPI como los ingresos a futuro.


    Aquí lo importante es entender por qué hacemos un análisis predictivo. Una vez hemos visto qué ha pasado e incluso hemos entendido por qué ha pasado, lo que examinaremos es qué pasará si las cosas siguen como hasta ahora. Lo cierto es que, si las ventas bajan de manera sostenida durante los últimos tiempos, no hace falta preparar nada para imaginar que la predicción es la baja. Lo que importa aquí es cuantificar dicha evolución y, por ejemplo, detectar en qué momento realmente no habría vuelta atrás (por ejemplo, porque entremos en pérdidas operativas una vez que los ingresos bajen de cierto punto).


    En todo caso, la predicción nos permitirá convencer mejor cuando toque explicar el análisis y, por nuestro lado, entender bien a qué nos enfrentamos. De igual manera, si detectamos algo que está funcionando bien y su crecimiento es positivo (por ejemplo, una categoría de producto, que crece por encima de las demás), podemos utilizar este momento para predecir qué podemos esperar en los próximos tiempos, y por tanto, anticiparnos mejor.
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      Figura 7.15. Un modelo predictivo debe permitir valorar al escenario al que nos enfrentamos si todo sigue igual (de bien o de mal), y proponer acciones en función de esta perspectiva, cuantificando el impacto previsto.

    


    Por último, también podemos preparar escenarios de predicción que no estén basados en regresiones o en un único paradigma. Aquí hablamos de preparar un modelo donde pretendamos, por ejemplo, mostrar qué nivel de ahorro lograríamos en atención al cliente según el número de clientes que logremos redirigir hacia nuestro servicio de atención online. A veces estos modelos se montan por una simple regla de tres del tipo «si por cada 1000 llamadas que dejo de gestionar, estimo un ahorro 100 euros, entonces con 2000 llamadas menos, estimo lograr un ahorro de 200 euros». Es un método algo burdo y simplista, pero cuando se trabaja con datos poco fiables, y se necesita preparar un escalado, puede ser una solución.


    También se pueden montar regresiones múltiples, con diferentes variables dependientes e independientes para entender en qué medida unas afectan a la otra, y con ello, modelar los escenarios. El problema es que no siempre contamos con la información precisa (o los conocimientos) para desarrollar algo más sólido.


    ANÁLISIS PRESCRIPTIVO


    Llegamos al final de nuestro proceso de búsqueda en los datos con el momento más crítico. Aquel donde tendremos que prescribir la adopción de acciones a partir de los datos. Este momento es realmente el más crítico de todos, y uno al que muchas veces los analistas no saben o no pueden llegar. Lo primero que hay que entender es que, mientras analizar la información a nivel visual lo puede hacer cualquier persona con algo de entrenamiento y técnica, y el diagnóstico también es relativamente accesible si entendemos cómo funciona un entorno empresarial o un tipo de sector concreto, el análisis prescriptivo requiere un conocimiento realmente profundo de lo que tenemos entre manos.


    Y no hablamos de técnicas de manejo de datos, o de las fuentes de información utilizada. Hablamos de conocer de verdad la organización que estamos analizando, sus objetivos internos, sus condicionantes, sus barreras e incluso su cultura. En nuestra experiencia desde El Arte de Medir hemos asumido desde siempre que es muy complicado que un analista externo sea capaz de dar recomendaciones constantes y relevantes a un negocio si no vive en él, respira en él y conoce sus entresijos. En este sentido, las organizaciones tienden a asumir que cuando un analista conoce un sector (por ejemplo, del sector de la banca) es capaz de dar recomendaciones inmediatas ante un determinado problema o análisis. Es cierto que, en ciertos ámbitos, como el digital, hay paradigmas bastante transversales y cosas que funcionan en una organización, también pueden resultar en otra. Es más, hay ocasiones donde las causas de un problema están tan claras y son obvias, que es fácil ofrecer las ansiadas recomendaciones sobre la base de los datos.


    Sin embargo, si por ejemplo, una compañía aseguradora nos muestra sus datos y nos pide recomendaciones para mejorar su volumen de pólizas, es imposible llegar a recomendaciones si no conocemos a fondo la oferta de productos, a los competidores, la estrategia de marketing y comunicación, o cómo están organizados todos los procesos internos para cambios en una página promocional, la newsletter o la generación de ofertas. Para alguien externo puede ser obvio, por ejemplo, enviar una promoción a clientes que nos dejaron en los últimos 12 meses para intentar recuperarlos. En cambio, puede que la política de la compañía prime la captación de nuevos clientes, y no la recuperación de los antiguos, que en muchos casos incluso se han dejado marchar por su baja rentabilidad. Esta clase de matices solo se conocen y se entienden cuando estás dentro de la organización y respiras lo que allí ocurre.


    La primera parte de nuestro proceso MAMBO era precisamente esta. Entender al negocio para poder luego sacar verdadero partido a los datos. Cuando formas parte de la organización, esto se va a adquiriendo con el paso de los días, a medida que has de desenvolverte en ella y tratar con el resto de las personas que la integran. Cuando llegas de fuera, esto es más complicado, aunque también posible tras un buen proceso de inmersión y mantenimiento del flujo de información hacia la persona que ha de manejar los datos.


    En este caso, además, debemos ser capaces de trabajar bajo incertidumbre. Los análisis de datos no dejan de decir lo que ya pasó, y las predicciones, por muy buenas que sean, siempre están construidas de acuerdo con el histórico. Esto quiere decir que nos enfrentamos a entornos que, más en los tiempos que corren, pueden cambiar de manera significativa en poco tiempo y fuera de lo que habíamos previsto. Por ello, cuando analizamos datos, es esencial asumir que contamos con información que nos marca el camino para ayudarnos en la toma de decisiones, pero sin constituir la respuesta absoluta a todo.


    Nuestra labor será asegurarnos de que los datos sean de calidad, plantear bien las preguntas de negocio y seguir un proceso de análisis sólido, e intentar aportar conocimiento para que el negocio pueda obtener valor de toda esta información a nuestro alcance. Además, al llegar a las recomendaciones, es importante centrarse en aportar valor. Olvidemos plantear acciones demasiado genéricas del tipo «habría que replantear los canales de soporte al cliente» que en sí mismas no aportan nada. Lo más eficiente suele ser centrarse en recomendaciones muy concretas, realistas en tiempo/forma, y que tengan impacto (aunque sea pequeño) en algún objetivo de cualquier negocio: mejorar los resultados o mejorar la eficiencia.


    Muchas acciones pequeñas, pero fáciles de implementar, terminan generando cambios positivos y aportando un valor real a la organización. Por el contrario, buscar grandes análisis con recomendaciones abiertas y vagas que aportan datos y conocimiento de poco valor, termina por minar la confianza en los datos y en sus verdaderas posibilidades, además de en los equipos que trabajan con ellos.
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    ORDENAR Y VISUALIZAR LOS DATOS – (O)


    «La belleza de un movimiento no se refleja solo en su apariencia, sino en el pensamiento detrás de él».


    —DR. S. TARRASCH.


    TRASLADAR CONOCIMIENTO PARA TOMA DE DECISIONES


    Después de realizar el análisis completo, el departamento de datos deberá considerar cómo trasladar el conocimiento y los insights a los stakeholders de manera apropiada para responder las preguntas que dieron lugar a los objetivos de negocio. Recordemos que un análisis no vale de nada si no se puede convertir en acciones e iniciativas de negocio.


    Es muy importante asegurarnos de que sea lo más sencillo posible extraer la información del análisis. Cuánto más fácil sea identificar los insights, más sencillo será tomar decisiones y actuar. Hay muchas opciones diferentes para comunicar los datos, pero no olvidemos que las audiencias diferentes tienen necesidades diferentes, aunque el análisis haya sido el mismo.


    El ordenar el resultado tiene que ver con todos los implicados en el proyecto, ya que deberemos distribuir diferentes entregables según su rol:


    [image: 141368.jpg]Stakeholder: Necesitará que se le transmita el conocimiento de forma que pueda identificar bien qué objetivos se perseguían con el análisis y el resultado, para tomar decisiones y que el análisis realmente impacte en el negocio. Lo habitual es que reciba un informe con una parte visual que condense la información más relevante y un documento con la explicación completa del proceso y de los insights. Este documento puede ser escrito o expuesto en una reunión con el equipo de datos.


    [image: 141368.jpg]Responsable del Proyecto: Se le trasladará el impacto del proyecto en el negocio, un informe de tareas y tiempos actualizado, la inversión realizada, los riesgos y el ROI (retorno de la inversión).


    [image: 141368.jpg]Analista de Negocio: Informaremos al analista si tiene un dashboard o informe que monitorizar y mantener en el futuro o ha cambiado alguno de los que ya existían con la nueva información.


    [image: 141368.jpg]Ingeniero de Datos y Científico de Datos: Deberán tener acceso al código, modelo o similar que haya resultado del proyecto y recibir instrucciones de cómo implementarlo correctamente.


    Para implementar una buena cultura de datos en la empresa, todo el equipo debe tener un inventario de los informes, dashboards, modelos, guías de implementación, etc. para saber en cada momento con qué se cuenta y que el trabajo en el futuro sea efectivo. El problema del desconocimiento de lo realizado en el pasado implica que un modelo se ejecute por dos vías distintas, que se vuelva a crear un informe cuando ya existe un dashboard parecido sobre esa información.


    Big Data Analytics se centra en los stakeholders que interpretan los datos para tomar las decisiones, los datos no valen de nada si no se convierten en conocimiento accionable. Por lo tanto, es importante asegurarse de que es fácil extraer la información de los datos y su parte clave para poder tomar las decisiones y actuar.
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      Figura 8.1. Beneficios de la visualización de datos en el negocio.

    


    Hay múltiples formas de comunicar los datos, puesto que los stakeholders tienen requisitos diferentes, tanto en términos del tipo de datos que van a utilizar para llegar a conclusiones, como de la manera en que usarán la información. Por lo tanto, a la hora de pensar en difundir y comunicar los datos es importante tener en cuenta el acceso a los datos o información, su formato, periodicidad necesaria y herramientas de visualización, para garantizar que se cubren bien todas las necesidades.


    Hay un sinfín de herramientas y servicios diseñados para facilitar el análisis de datos54. Lo ideal sería que los datos funcionaran de forma transversal en la empresa, por lo cual todos deberían tener acceso a la información para utilizarla en la práctica de la toma de decisiones. Las empresas no solamente están empezando a comprender la importancia de los datos sino también la de comunicar la información para que esta conduzca a una acción positiva de negocio.


    Hay un proverbio que dice que una imagen vale más que mil palabras. Los dashboards son excelentes a la hora de transmitir información porque ayudan a la comprensión de qué está pasando y qué puede estar pasando. Una buena visualización de las principales métricas nos permite descodificar un mensaje, lo ideal es que se utilice la parte visual en conjunto con una narración que detalle los mensajes clave y la información contextual. Así, las visualizaciones se pueden utilizar como una capa superior para hacer que los datos sean más comprensibles y las herramientas de narración llevan la información un paso más allá al añadir la capa textual.


    RELACIONAR ANÁLISIS O PROCESO DE DATOS CON LA COMUNICACIÓN


    La estrategia de visualizar y comunicar datos se centra en cómo relacionamos el análisis o proceso de datos con la comunicación. El conocimiento de negocio o de los datos no se suele enseñar en la universidad. Cualquier visualización debe empezar por la comprensión de los datos y del stakeholder que va a recibir la información, como hemos comentando a lo largo de todo el libro.


    Normalmente nos encontramos con dos problemas: o bien la persona responsable de la visualización no entiende bien los datos o bien la persona responsable del análisis no entiende cómo sacarle partido a la visualización. Para el analista, es un reto integrar la visualización en sus procesos. Cómo hacer que esa comunicación realmente funcione y sacar partido a los recursos que la visualización pone a nuestra disposición. El receptor de los análisis debe ser capaz de tomar decisiones sobre la base de esta transmisión de conocimiento. Y esto no es fácil transmitirlo adecuadamente.


    Con el tiempo y el volumen de datos que tenemos continuamente, este receptor se va volviendo cada vez más exigente en cuanto a estética en cualquier dispositivo; ya no vale con presentar un dato en un gráfico. La exigencia no es solamente en la comprensión, sino también en la estética. No únicamente se demanda el conocimiento sino también la forma de presentarlo.


    [image: figura_08_002.tif]


    
      Figura 8.2. Estrategia para visualizar información.

    


    El proceso de visualización debe empezar por entender qué se ha de comunicar y el contexto del análisis: cuánta de esa información es importante, quién la recibe y para qué. Organizar la información es vital, detectar patrones, identificar los puntos que debemos comprender para esa toma de decisiones. Por lo que hay que filtrar la información, organizar la jerarquía (tipografía, color, espacios...) y aplicar una narración, porque sin historia o contexto, el análisis no funciona.


    No es fácil atender algo que no nos interesa, de ahí que la clave está en que los receptores tengan la percepción de que lo que comunicamos es lo realmente importante. El branding visual de la marca es vital para que se sienta parte del resultado. También sirve para marcar el camino para llegar a buen puerto. Todo tiene un propósito, de ahí que el objetivo de la visualización es generar una acción vinculada al análisis presentado.


    Por tanto, la visualización ayuda a comprender la historia completa. Necesitamos que explique dónde está la oportunidad, dónde está la repercusión del cambio que se ha hecho, y que logre además un buen inside, cosa que agradecen mucho nuestros clientes. Podemos decir que la visualización es el modo de hacer tangible el análisis realizado55.


    En cuanto al uso de una infografía o un dashboard, todo dependerá de la utilidad que le dará el receptor. La infografía comunica unos datos y un análisis, pero un dashboard es más abierto y caben distintas formas de interpretación. Los elementos están convenientemente estudiados para que aumente la velocidad de identificar la información, y sea más comprensible y evidente el resultado. Cualquier elemento que pongamos tiene su sentido56.


    [image: figura_08_003.tif]


    
      Figura 8.3. Decisiones de diseño en narrativa de datos.

    


    Los principios visuales son imprescindibles, resultan obvios, pero no se suelen aplicar:


    [image: 141368.jpg]Elementos conceptuales: El espacio donde se representará y sus propiedades gráficas, tamaño, longitud, orientación, etc… Es esencialmente lo que no es visible, el uso del punto, línea, plano, volumen y su asociación con imágenes que no están presentes.


    [image: 141368.jpg]Elementos de relación: Ubicación e interrelación de los elementos.


    [image: 141368.jpg]Elementos visuales: Gráficos, formas y cada elemento que colocamos en la visualización.


    [image: 141368.jpg]Colores: Forma de utilizarlos, la combinación, la relación, la diferenciación de elementos sobre la base de dichos colores.


    [image: 141368.jpg]Proporción: Uso del espacio, de tamaños, de tipología, etc.
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      Figura 8.4. Elementos clave en un proceso de representación visual.

    


    La esencia de disponer de los elementos clave en un proceso de representación visual reside en describir el problema y la historia, el modelo y datos empleados y la relación entre las variables en el análisis. Cuando esta relación se constate y se identifique, el significado final podrá ser interpretado y presentado según el problema. Por lo que la presentación de resultados necesita cubrir también las recomendaciones.


    STORYTELLING CON DATOS


    El departamento de datos que conecta con su audiencia, los stakeholders, es el que logra generar una narrativa sólida a través del problema de negocio que ha de resolver. Las buenas historias con datos incluyen elegir los términos y palabras que la audiencia pueda entender. Y, sobre todo, normalizar las métricas para que no surjan dudas de a qué nos estamos refiriendo en cada momento.


    Las buenas historias terminan con propuestas de acciones y sus consecuencias, tanto si las seguimos como lo que podría acontecer si no lo hacemos. En nuestra experiencia, contar el final (acciones) antes de revelar el cómo se ha llegado a las conclusiones (análisis) es vital para el objetivo de enganchar a la audiencia. Si se muestran las conclusiones y luego se apoyan en la información, al final se logra transmitir el análisis de forma sólida. Las acciones son la única razón de que se analice la información, son las respuestas a las preguntas. Al igual que contar la esencia de la historia, lo que se va a conseguir, el monetizar absolutamente todas las conclusiones y las acciones para poder construir el negocio a partir de lo encontrado. Si logramos centrar bien el resultado, los detalles y el porqué de cada acción resulta mucho más sencillo de contar57.


    Por lo tanto, es necesario disponer de una estructura para las comunicaciones con los stakeholders, una base que todos reconozcan para que sepan encontrar los insights de una sola mirada. Por eso es tan importante incluir la marca en cada dashboard, los colores que se manejan en la organización y que forman parte del día a día del stakeholder.


    Ahora mismo tenemos tecnología a nuestra disposición que nos ayuda a elegir la forma de representar los datos, el tipo de gráfico, no solamente elementos estáticos como un gráfico circular, sino también un abanico de gráficos dinámicos e interactivos que ayudan con movimiento y tiempo a contar la historia de manera mucho más eficiente.


    HERRAMIENTAS DE VISUALIZACIÓN


    En cuanto a las herramientas para una buena visualización, hemos de resaltar que están evolucionando de forma potente en los últimos años y cada día permiten más y más funcionalidades. En los análisis se empezó utilizando a principios de siglo la herramienta Excel y ahora disponemos de herramientas bastante interesantes centradas en la visualización, que permiten ir más allá del análisis.


    Sea cual sea la herramienta elegida, el proceso es siempre el mismo: lo primero, debemos plantearnos y tener muy claro qué datos y tipo de datos queremos transmitir, y posteriormente, buscar la herramienta que nos ayude de la manera más rápida y sencilla posible a generar la visualización que necesito (figura 8.5).


    [image: figura_08_005.tif]


    
      Figura 8.5. Selección de herramientas de visualización.

    


    A la hora de elegir la herramienta, lo ideal es buscar los pros y contras de cada una de las que tenemos a nuestra disposición en el mercado. Para diseñar dashboards y profundizar en el análisis, las más importantes actualmente son:


    Google Data Studio es una herramienta relativamente nueva, muy sencilla de utilizar, con visualizaciones atractivas y de funcionamiento gratuito, por lo que se puede utilizar para promocionar la cultura de datos en la empresa como un producto mínimo viable y luego evolucionar a cualquiera de las herramientas que explicamos a continuación. Google está destinando investigación y recursos a hacer esta herramienta cada vez más potente, por lo que no se trata ni mucho menos de una opción de bajo nivel. Se integra fácilmente con distintos tipos de fuente, sobre todo, lógicamente, con la suite de Google, y permite añadir notas y comentarios en los diferentes elementos. Al ser una herramienta totalmente online, ofrece una mayor facilidad de colaboración e interacción.


    Klipfolio es una herramienta de visualización accesible online desde cualquier dispositivo. Integra multitud de fuentes de datos y permite en todo momento una interacción importante con los datos. Es una herramienta en la nube 100 % por lo que resulta muy interesante para integrarla con las bases de datos online y lograr una optimización en real time. Su mayor virtud precisamente es la flexibilidad de acceso a los datos desde cualquier lugar y su posibilidad de adaptar y personalizar completamente tanto los dashboards como las fuentes de origen necesarias para su creación. Por otro lado, es necesario un conocimiento de programación y uso de fórmulas para hacer buen empleo de las funcionalidades de la herramienta. Es complicada de utilizar para un stakeholder y necesita un mantenimiento preciso, debido a la necesaria programación previa al tratamiento de los datos para su visualización.


    La herramienta PowerBI, de Microsoft, se ha convertido en una herramienta de inteligencia empresarial muy potente que permite entender la historia del análisis de forma visualmente muy atractiva en cualquier dispositivo. Al permitir la conexión a muchas fuentes de origen, se puede crear el contexto de los datos de manera sencilla y al poder incrustar objetos visuales de datos interactivos se permite presentar los informes de forma flexible y personalizada. Según Gartner, esta herramienta está liderando el mercado de forma clara. PowerBI es bastante sencillo de usar y muy potente a nivel de visualización y conexión de datos. Es muy útil también la posibilidad de importar visualizaciones ya empaquetadas y cuenta con comunidades entregadas que ponen diferentes gráficos a disposición de los usuarios para perfeccionar la herramienta a pasos agigantados.


    También tenemos Tableau, una de las referencias más importantes del mercado y más veterana que PowerBI. En esta herramienta se pueden construir dashboards muy interesantes sin tener conocimientos técnicos ni de programación y funciona muy bien para representar grandes volúmenes de datos con gran profundidad. Quizás la diferencia más importante es que es más versátil y tiene mayor capacidad de realizar análisis de datos complejos, por lo cual resulta más potente para los analistas o científicos de datos, no tanto para el usuario de negocio final, quien puede perderse en la configuración de un dashboard. Según nuestra experiencia, esta herramienta es perfecta para organizaciones de tamaño medio o grande y tiene ahora mismo mejores capacidades de crear visualizaciones diferentes que cualquier otra58. Es una herramienta robusta y resulta muy interesante su combinación con herramientas de análisis (por ejemplo, R). Sin embargo, no es una opción barata y si no se le saca partido no tiene mucho sentido invertir en ella.


    Finalmente, en relación con el análisis de Big Data y gestión de grandes volúmenes de datos, tenemos Qlikview o Qliksense. Permite explorar y hacer descubrimientos en los datos en un flujo de trabajo similar al que utilizan los analistas cuando procesan la información. Esto quiere decir que incorpora la ingeniería ETL (Extraer, Transformar y Cargar) para realizar el análisis directamente sobre la herramienta de visualización. Esto implica que la persona encargada de realizar y mantener el dashboard ha de ser especialista en analizar los datos y en programación. Desde el principio del diseño del dashboard se necesita saber lo que se quiere encontrar para no perderse en un maremágnum de datos. Es decir, Qlikview puede ser la solución de visualización apropiada si se ha invertido en recursos de programación y de integración de datos y no se pretende que el usuario final esté a cargo de crear o mantener su información.


    En la figura 8.6. podemos observar los puntos fuertes de cada una de estas herramientas, que constituyen el ecosistema de visualización según Gartner. Todas ellas son capaces de generar una capa de información que permite tomar decisiones importantes a partir de un análisis de datos de forma intuitiva y enfocada en lo más importante. Pero la herramienta tecnológica no lo es todo, ni mucho menos. Cualquiera de estas plataformas puede constituir la mejor opción para el proyecto de datos, según las necesidades de los stakeholders, pero no servirán de mucho si no hemos hecho el trabajo previo de determinar cómo mostrar los indicadores clave de rendimiento y las relaciones entre ellos, que constituirán la respuesta a la pregunta de negocio.


    [image: figura_08_006.tif]


    
      Figura 8.6. Comparativa de herramientas de visualización.

    


    METODOLOGÍA DE VISUALIZACIÓN DE DATOS: SEVEN


    Una vez llegamos a la última fase de la metodología MAMBO, y sabemos de la importancia de transmitir el análisis realizado con las acciones propuestas para dar respuesta a las preguntas de negocio, es momento de Ordenar y preparar los datos para la visualización.


    Nosotros proponemos una metodología que hemos preparado como solución a uno de los grandes problemas a los que se enfrenta el departamento de datos a la hora de comunicar los resultados: el intentar plasmar en un dashboard o scorecard absolutamente todas las métricas y variables disponibles en una estrategia de Big Data. Al final, si no ponemos el foco en el problema y la solución y tratamos de mostrar todo el ecosistema de datos a nuestra disposición, nos encontramos con la famosa parálisis postanálisis. Es decir, se comunica tal cantidad de métricas y relaciones entre métricas, que no se ejecuta nada y el análisis queda enterrado.


    Entonces tuvimos la idea de hacer como en la película de Los siete magníficos. En esta película se pone de manifiesto que los protagonistas eran los siete magníficos porque siendo siete, luchaban como 700. Y nos dio la idea de que efectivamente es lo que se necesita en la estrategia de ordenar y visualizar los datos: necesitamos pocas KPIs, pero que valgan como si estuviéramos usando 700. Básicamente, se trata de elegir las métricas que realmente nos hayan ayudado en el análisis a determinar qué ha pasado (análisis descriptivo), qué va a pasar (análisis predictivo) y qué hemos de hacer (análisis prescriptivo)59. No introducir ni una más ni una menos.


    Así nació la metodología SEVEN, relacionada con nuestros siete magníficos y que nos acompaña desde que empezamos a transmitir la información con el objetivo de que se accione y no solamente sirva para mostrar un resultado descriptivo. Las fases corresponden a los siguientes términos:


    S de Stakeholders: O lo que es lo mismo, conocer el negocio, quién me pide qué y para qué.


    E de Elements: Juntar negocio y tecnología para colocar los principales elementos de forma que conformen la historia a contar y el propósito del negocio quede alineado con el resultado.


    V de Visual Coding: Ser capaces de construir lo tangible que contenga el conocimiento necesario para que impacte en la estrategia.


    E de Engagement: Combinar la necesidad del stakeholder con una respuesta emocional que permita actuar.


    N de Next Action: Impactar en la estrategia del negocio y buscar una respuesta activa.


    La metodología es el resultado de muchos años de trabajo con la información para transmitirla de forma correcta y que realmente los datos y el análisis realizado impacten directamente en el negocio, como indicamos en la figura 8.7:


    [image: 08_007.tif]


    
      Figura 8.7. Metodología Seven: Visualización Inteligente.

    


    SEVEN: S DE STAKEHOLDER


    En esta primera fase nos centramos en tener muy claros tres puntos fundamentales:


    [image: 141368.jpg]Conocer a la audiencia: Tener muy claro quién es el destinatario o destinatarios de la información. Sobre todo es interesante recopilar todos los trabajos anteriores que hemos realizado para el stakeholder. Todo el histórico será importante para recortar y ajustar bien el marco de trabajo. Así, sabremos qué le ha funcionado antes y qué no y podremos centrarnos en sus expectativas a la hora de recibir el análisis. ¿Es una persona que se siente cómoda con los números? ¿O por el contrario necesita texto explicativo para entender las conclusiones? Todo esto será importante a la hora de determinar el tipo de visualización que necesitará y con qué se siente más cómodo para aplicar la toma de decisiones.


    [image: 141368.jpg]Identificar el propósito de la visualización: Es importante entender muy bien el negocio, como ya hemos comentado en la fase Meditar el Negocio de MAMBO. A partir del propósito o el objetivo del stakeholder podremos intentar detectar la información que no nos está comunicando. Así, tendremos claro con qué queremos que se quede, si necesita explorar en los resultados, inspirarse, ser comunicado o guiado para la toma de decisión. Como ya tendremos el resultado del análisis, necesitamos entender bien si está alineado con la pregunta que dio origen al trabajo.


    [image: 141368.jpg]Contexto de la información: Finalmente, no podemos olvidar las limitaciones que tendremos por delante a la hora de construir el dashboard final con las propuestas de diseño. La tecnología nos limitará, por lo que debemos saber con qué herramienta vamos a trabajar, en qué plataforma, los dispositivos en los que se consumirá la información, la periodicidad necesaria con la que se actualizará… Todo este contexto nos condicionará tanto o más que el resultado del análisis a la hora de determinar nuestro camino.


    Es decir, en esta primera fase realizaremos la visión conceptual del proyecto. Es importante centrar todo muy bien para trabajar sobre una base sólida y no tener que volver atrás. Cuanto más trabajemos la parte de entender la audiencia, identificar el propósito y el contexto de la información, tendremos mayores garantías de un buen resultado. Por lo que debemos hacer una escucha reflexiva para llevar a buen término la visualización del análisis final (ver figura 8.8).


    [image: figura_08_008.tif]


    
      Figura 8.8. Metodología Seven: S de Stakeholder.

    


    SEVEN: E DE ELEMENTOS


    Es la segunda fase, la que denominamos Earn, puesto que en ella uniremos todos los elementos resultantes del análisis para que el conocimiento adquirido se transmita de la forma adecuada. Aquí sí que es crucial alinear el problema, el diagnóstico y la solución. Debemos tener claro el mensaje principal que queremos que la audiencia retenga a la hora de consumirlo para que el dashboard sea todo un éxito.


    Buscamos entender y priorizar todos los elementos que conjuntamente han generado la información y queremos mostrar según el propósito de la audiencia y la pregunta de negocio que dio lugar al análisis. Deben quedar patentes, por un lado, las conclusiones a las que se ha llegado y, por otro, el entorno tecnológico de que disponemos, pues debemos estudiar el espacio de diseño. Lo que haremos será aplicar reglas conceptuales y de estructura:


    [image: 141368.jpg]Qué información vamos a mostrar.


    [image: 141368.jpg]Cómo ubicamos la información.


    [image: 141368.jpg]En qué orden debe estructurarse la información.


    Este es uno de los desafíos más importantes a la hora de transmitir las conclusiones, pues es el momento en el que montamos el storytelling o narrativa del análisis. Hay que decidir cuánta información, leer al stakeholder para guiarle cuidadosamente por la información en el orden correcto, mapear su ruta de comprensión. Es vital establecer la jerarquía de la información, hacer que la pregunta de negocio no se conteste de forma compleja, sino dividirla en partes y construir el camino paso a paso, con el fin de resolver el problema y llegar a conclusiones.


    No es el momento de diseñar aún, simplemente se hace el esqueleto de lo que se va a mostrar y tener muy claro el porqué. Solamente de esta forma detectaremos si sobra o falta algo a la hora de transmitir el análisis y el resultado. Aquí es donde queda patente la metáfora con los siete magníficos: debemos filtrar y agrupar la información de forma que nuestros siete elementos luzcan como si fueran 700.


    La estructura que construiremos tiene mucho que ver con obtener de forma inmediata y contundente lo que se ha aprendido con el análisis. No se transmite correctamente una gran cantidad de información porque sería abrumadora, por lo que la clave es encontrar lo realmente importante para que la información sea sencilla y profunda a la vez. El acceso instantáneo a la información más relevante significa deshacerse de todo lo accesorio, si todo es importante, al final nada lo es, nada resalta.


    Las mejores prácticas hablan de que un receptor en un dashboard busca leer en primer lugar toda la información que se encuentra en la parte superior izquierda para ir desplazando su atención por el lado izquierdo, de arriba hacia abajo. Es decir, que nos convendría colocar lo importante en el ángulo superior izquierdo. Normalmente en esa parte se exponen los indicadores clave de rendimiento más importantes para ir luego segmentándolos hacia abajo como se muestra en la figura 8.9:


    [image: figura_08_009.tif]


    
      Figura 8.9. Metodología Seven: E de Earn.

    


    Tan importante es la información que se muestra como la que se decide no mostrar. Es importante tener en cuenta que debemos delimitar la realidad que mostraremos porque no podemos enseñarlo todo, dejando mucha información por fuera. Pero no tiene por qué suponer una desventaja, podemos utilizarlo a nuestro favor para crear suspense involucrando al espectador de forma que provoquemos la sensación de completar la información que estamos mostrando con el conocimiento que este tiene y así llegar al momento cumbre de tomar la decisión adecuada de acuerdo al resultado del análisis.


    Al realizar un storytelling, se genera una consistencia en los patrones de datos de forma que el stakeholder no tenga que volver a interpretar los conceptos sino que pueda navegar entre ellos y los complete con lo que ya sabe, entendiendo bien lo que se quiere transmitir y podamos de esta manera cumplir nuestro objetivo: que la audiencia encuentre los argumentos correctos en el análisis para la toma de decisiones.


    La mejor manera de lograrlo es tener en mente los principios básicos del diseño, aunque el departamento de datos no sepa de diseño gráfico, sí que debería conocer lo importante de estos principios para llevar a buen puerto la ejecución de cualquier visualización de datos60. Estos principios son los que mostramos en la figura 8.10:


    [image: 141368.jpg]Unidad o Armonía: Incluye la proximidad, la repetición de patrones que nos proporciona un ritmo adecuado de continuidad y que impedirá que el stakeholder se sienta abrumado por cómo presentamos la información. Es importante la distancia que dejamos entre los elementos.


    [image: 141368.jpg]Equilibrio: La simetría de los elementos que ponemos en el dashboard y que nos permite codificar correctamente en el espacio del que disponemos.


    [image: 141368.jpg]Jerarquía: Empezar por los elementos más importantes arriba e ir bajando en profundidad, dejando claro de dónde parte cada elemento y el peso que tiene cada indicador dentro del total.


    [image: 141368.jpg]Escala o Proporción: El tamaño de los elementos que componen el dashboard y la relación que mantienen los distintos elementos en el dashboard.


    [image: 141368.jpg]Énfasis: Resaltar los puntos clave donde necesitamos que los stakeholders fijen su atención, tanto con contrastes de luz, color o tamaño.


    [image: figura_08_010.tif]


    
      Figura 8.10. Los seis principios del diseño para un dashboard.

    


    Tomemos como ejemplo un análisis del rendimiento de un determinado canal de marketing en el total de la estrategia de una organización. Lo primero sería decidir la información de los diferentes sistemas que mediante el análisis nos proporcionarán el conocimiento de cómo este canal funciona para nuestro objetivo de negocio. Como vemos en la figura 8.11., partimos de los principales indicadores como contenido, creamos un diseño o layout sobre los principios básicos de diseño (unidad en el contenido, equilibrio de los elementos, jerarquía, escala y énfasis) para llegar a una maqueta o mockup con la información, de forma que se transmita correctamente el análisis.


    [image: figura_08_011.tif]


    
      Figura 8.11. Estructura Layout de un dashboard.

    


    Una vez realizamos la estructura de la información, es momento de pasar a la codificación visual.


    SEVEN: V DE VISUAL CODING


    En la siguiente fase de la metodología SEVEN, tenemos la V de Visual Coding. Es el momento de traducir los elementos en conceptos visuales. Cada uno de los elementos deberá tener la forma que mejor ponga de manifiesto la información que se quiere transmitir.


    Primeramente, tendremos en cuenta el estilo visual, que ha de ser acorde con la marca para que se integre bien en el total de comunicaciones de la organización. Pero también hay que tener en cuenta al destinatario, qué tipo de gráficos o de estilo le va mejor para captar la esencia de cada uno de los elementos del dashboard. Para que todo funcione, hay que aplicar las reglas de recepción y visualización.


    Tenemos muchos datos acumulados, conocimiento de negocio y demás asuntos que nos impiden mirar desde cero un dashboard. Aunque no se haya visto nunca un dashboard en concreto, la imagen de lo que representa está presente por lo debemos partir de la base de que si utilizamos la marca ya estamos avanzando mucho en la comprensión del dashboard por parte de cualquier stakeholder perteneciente a la compañía.


    [image: figura_08_012.tif]


    
      Figura 8.12. Metodología SEVEN: V de Visual Coding.

    


    A la vez, podemos intervenir y jugar con las posibilidades que la percepción nos ofrece, crear nuevos sentidos desde el tratamiento de los colores, los distintos gráficos. Así, podremos generar nuevas visiones de lo ya conocido. Solemos decir que un stakeholder está muy contaminado por lo que conoce de su negocio, de sus clientes, de su forma de hacer las cosas o ver su mundo. Si utilizamos bien los recursos de los que disponemos, podemos significar cosas de una manera diferente e impactar en el negocio e involucrar a los stakeholders en nuestros nuevos significados.


    Finalmente, la información ha de consumirse de forma ágil y no podemos hacer que el stakeholder tenga que interpretarla. Ya hemos construido en la fase anterior el storytelling que acompañará al análisis por lo que necesitamos aplicar los estándares visuales para sacarle el máximo partido a la información. Los estándares visuales representan el modo estratégico de utilizar la información. Una forma de clasificación de los datos que atiende al nivel de estructuración lógica que posee.


    Para visualizar el análisis debemos mapear los datos en atributos visuales. Esto se denomina «data encoding». El proceso implica clasificar los tipos de datos y determinar qué atributos visuales representan los datos de forma más efectiva.


    Una vez tenemos claro el análisis, los datos de los que partimos y lo que queremos transmitir, es el momento de pasar al diseño del dashboard. Partiremos de tres tipos de elementos:


    [image: 141368.jpg]Estructura: Es todo lo que soporta el contenido, por ejemplo, los ejes, la escala, el título, o la escala temporal también se podrían considerar parte de la estructura. Se debe mantener en todo momento consistente a lo largo del dashboard, para no llamar a errores por la utilización de distintos ejes o escalas. Utilizar títulos para cada una de las partes del dashboard ayuda a tener claro en todo momento qué representa cada uno de los elementos.


    Anotaciones: Ampliaciones del texto para ayudar a entender el contexto de los datos y la información del dashboard. Los insights habitualmente son complicados de transmitir en un dashboard, por lo que el uso de las anotaciones es cada vez más utilizado para comunicar qué es importante en cada momento.


    Codificaciones visuales: Referidas a la representación visual que se apoya en los distintos elementos gráficos, tales como Posición, Tamaño, Valor o luminosidad, Textura, Color, Orientación y Forma. Estos siete elementos fueron los que Jacques Bertin61 consideró atributos clave a la hora de buscar una codificación visual. Esta es la parte más importante, pues representará los datos que integran nuestro dashboard.


    Se ha verificado que estos atributos son los que mejor funcionan para la visualización de datos cuantitativos y se pueden poner en un sistema de ranking que indica la exactitud por las que las variables son percibidas en un dashboard. Según Mackinlay62, los atributos posición y tamaño se entienden mejor, mientras que forma y color transmiten con menos precisión.


    Esto nos lleva a pensar que el color es únicamente una forma más en un dashboard para atraer la atención del stakeholder. Podemos jugar con la intensidad del color o colores elegidos y su saturación a la hora de representar la información en un gráfico. Lo habitual es utilizar un color de base y sus rangos mediante la variación de su intensidad y saturación, de esta forma se resaltan los valores más importantes sin que el contexto reste importancia y conseguimos que se perciba de una manera mucho más esclarecedora que si utilizamos varios colores a la vez en el mismo gráfico.


    No hay que olvidar las asociaciones de colores. Normalmente asociamos conceptos con colores como puede ser verde-bueno, rojo-alerta, amarillo-en peligro, etc. Por lo que usar la psicología del color puede dar más fuerza a una determinada idea63.


    El ranking completo de percepción de precisión para variables cuantitativas está en la figura 8.13.
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      Figura 8.13. Ranking de percepción de precisión para tareas cuantitativas.

    


    Iremos un paso más allá si mezclamos datos cuantitativos y cualitativos en el análisis y por tanto en el resultado final. Entonces para mapear o codificar visualmente el dashboard, necesitaremos asignarles atributos para determinar cuál es la mejor forma de mapear o codificar cada uno de los datos a nuestra disposición. Los tipos de datos más habituales son:


    Datos cualitativos:


    [image: 141368.jpg]Ordinal: Datos que tienen un orden, sería un valor que representa una secuencia, un orden o progresión esperable (por ejemplo, cualquier valor que responda a niveles socioeconómicos, intensidad de consumo de un producto, escalas de valores…). A pesar de este orden jerárquico, no es posible obtener una valoración numérica lógica entre dos valores. Las operaciones que se pueden realizar con estos datos serían «igual», «no igual», «mayor», «menor», «mayor o igual», «menor o igual».


    [image: 141368.jpg]Categórico o Nominal: Tiene un valor que representa una categoría; es decir, los datos corresponden a una variable cualitativa que se agrupa sin ninguna jerarquía entre sí. Por ejemplo, cualquier tipo de nombres, estado, documentos, etc. Estas variables no tienen ningún orden inherente a ellas ni un orden de jerarquía. Las operaciones que se permiten serían solamente «igual» o «no igual».


    Datos cuantitativos:


    [image: 141368.jpg]Cuantitativo: Es el más común, un valor numérico que puede tener valores intermedios e infinitas posibilidades de valores. Por ejemplo, el número de ventas, de ingresos, de clientes, etc. Permite cualquier tipo de operación, «igual», «no igual», «mayor», «menor», «mayor o igual», «menor o igual», «menos», «división».


    Cada uno de los elementos se pueden categorizar según estos atributos para determinar cómo visualizarlo de la mejor manera posible, tal como se aprecia en la figura 8.14. Dependiendo de cada uno de los datos y sus atributos, determinaremos la forma que mejor reflejará el valor que queremos representar.


    En resumen, empezaremos a diseñar un dashboard teniendo en cuenta que posicionar los datos en una escala ayuda mucho más a entender el significado de lo que representan que un gráfico de colores, por ejemplo. Y a partir de ahí diseñaremos cada dato en armonía con el resto para componer un dashboard lo más eficiente posible.


    En la sección anterior tomamos como ejemplo el análisis del rendimiento de un determinado canal de marketing en el total de la estrategia de una organización. Una vez se decide la información importante que incluir en un mockup o maqueta, se trabaja en los conceptos visuales. Trabajamos la estructura con los títulos, los indicadores más importantes resaltables en cada uno de los elementos y determinamos los ejes de los gráficos para que tengan consistencia.
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      Figura 8.14. Codificación visual de los elementos cuantitativos y cualitativos.

    


    Añadimos entonces un espacio abajo para las anotaciones que servirán para resaltar lo más esencial descubierto en el análisis y que ayudarán a guiar al stakeholder en la toma de decisiones. Finalmente, y sobre la base de la gama de colores elegidos, se contrastan de forma que quede patente qué debe resaltar en cada gráfico, qué forma refleja mejor el crecimiento o decrecimiento de los valores temporales y la posición de cada uno de los elementos para contar la historia de manera sólida. Se puede ver el resultado del diseño en la figura 8.15.
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      Figura 8.15. Diseño de datos en un dashboard.

    


    SEVEN: E DE ENGAGEMENT


    El caso es que nos dimos cuenta de que no solamente valía con representar los datos de la manera más eficiente y eficaz posible. Faltaba algo más, aunque habíamos validado que el propósito del análisis, la audiencia y el contexto estaban alineados convenientemente con el diseño y se había dado con la resolución del problema. No podemos dejar de tener en cuenta el nivel visceral del stakeholder.


    No sirve de nada diseñar un dashboard eficiente si no conecta con la audiencia. El stakeholder ha de mirar el dashboard y le tiene que gustar. Es decir, añadimos una variable más a la ecuación, tendremos que garantizar que el dashboard funciona a tres niveles: se ha de entender, ha de llamar a la acción pero además la audiencia ha de identificarse con la solución, tiene que poder contarlo.


    La idea entonces en la fase de Engagement es que prioricemos la historia con el mensaje para que quede grabado en la mente del stakeholder. Cuando la audiencia se identifica podemos confirmar que la visualización dio con una respuesta emocional. Necesitamos hacer los dashboards más emocionales, una vez nos damos cuenta de que son funcionales y los datos se comprenden.


    [image: figura_08_016.tif]


    
      Figura 8.16. Metodología SEVEN: E de Engagement.

    


    El esquema de la figura 8.16. representa el objetivo final de una buena transmisión de conocimiento. Realmente, la estructura de un buen dashboard tiene tres elementos clave: los datos, la visualización de los datos y la narrativa de los datos.


    Al analizar los datos, lo que hacemos es explicar y argumentar hipótesis involucrando la información de partida. Cuando se visualiza el análisis lo que conseguimos es iluminar, como si enfocáramos con una linterna para ver más claramente lo encontrado. Si incorporamos la narrativa, logramos involucrar al stakeholder y llamar su atención.


    Entonces, cuando procesamos los datos, los visualizamos y narramos lo que descubrimos, logramos generar el cambio. Este es el objetivo de todo el trabajo. El cambio implica un impacto en el negocio, facilitando la toma de decisiones en la compañía. El enganche que hacemos es vital para conseguir que se hagan cosas, porque el conocimiento no se interioriza de la misma forma si entra bien, si se entiende, si se conecta con el stakeholder. Conseguimos tener una respuesta emocional a la par que racional cuando exponemos la información de forma funcional. Y la acción se consigue desde la parte emocional.


    Se hace entonces patente la necesidad de usar una escala de diseño emocional. Nosotros hemos creado desde El Arte de Medir la que mostramos en la figura 8.17. para poder seleccionar la estrategia de diseño emocional más efectiva, según todo lo que hemos desarrollado en la metodología SEVEN: Cómo es el Stakeholder, qué Elementos tenemos a nuestra disposición, cómo hemos llegado a la mejor Visualización. Llega el momento de aplicar la escala al resultado.


    1.Cuando necesitemos centrarnos en los valores de los datos sin elementos visuales extras más que la información en sí misma, utilizaremos un dashboard más racional, el que se sitúa a la aña de marketing específica, podemos introducir elementos mucho más vinculados al diseño. Para este tipo de dashboard debemos contar con un número mínimo de indicadores para aprovechar el espacio y que funcione bien tanto en pequeñas como en grandes pantallas. Se caracteriza por la selección mínima de indicadores, una identidad visual minimalista y conectada a la marca, realmente inspiracional y se adapta a cualquier tamaño de pantalla.


    2.Si queremos destacar una campaña y evocar el estilo e imagen de la marca con una cantidad media de indicadores, diseñaremos con un porcentaje más amplio de emoción. Funciona muy bien en pantallas medias y grandes y consigue un vínculo emocional intenso con el stakeholder. Se caracteriza por una mayor cantidad de indicadores con flujos de lectura persuasivos donde la conexión visual con la marca es muy importante y funciona bien en pantallas medianas y grandes.


    3.Finalmente, si lo que necesitamos es un gran impacto visual con una cantidad baja o media de indicadores, iremos a por un diseño inspirador que funciona muy bien sobre todo en grandes pantallas. Este tipo de diseño se utiliza sobre todo en situaciones donde se quiere implementar la cultura de datos en una compañía e impactar a todo aquel que ve el resultado de un análisis, más que ayudar en la toma de decisiones como tal. Se caracteriza por tener una cantidad mediana de indicadores con flujos de lectura persuasivos haciendo especial relevancia al impacto visual para resultar altamente inspirador siendo perfecto para las grandes pantallas.
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      Figura 8.17. Escala emocional de un dashboard.

    


    Aplicando el paso final, la escala emocional a los dashboards, conseguimos tener una respuesta emocional a la par que racional, cuando exponemos la información de forma funcional. Y lo más importante, tenemos el análisis descriptivo, el predictivo y el prescriptivo de forma que puedan llevarnos al siguiente nivel, el del impacto real en el negocio.


    Siguiendo con el ejemplo del análisis del rendimiento de un determinado canal de marketing en el total de la estrategia de una organización, haremos el esfuerzo final para lograr el dashboard que mejor refleje la monitorización de las métricas. Aplicaremos la escala emocional al mockup de diseño que fabricamos en la fase anterior y en este caso decidimos que necesitamos un dashboard más emocional que racional para que los stakeholders del análisis se sientan implicados con el resultado.


    Trabajamos con los colores de la marca, su logo y decidimos la gama de colores que vamos a manejar en función de la información que tenemos que transmitir. No tenemos que pensar ya en los datos o la estructura del análisis, sino en la mejor forma de impactar para lograr el cambio. Porque el objetivo es llegar a ser un dashboard que queramos mirar cada mañana durante la campaña, que forme parte de nuestro día a día y que sea un instrumento en la toma de decisiones realmente potente. Se puede ver el resultado del diseño final en la figura 8.18.
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      Figura 8.18. Resultado final del dashboard.

    


    SEVEN: N DE NEXT ACTION


    Como el objetivo final de todo el trabajo es el cambio, es tomar decisiones que impacten en el negocio, la última fase de nuestra metodología SEVEN es la N de Next Action: identificar la siguiente acción. Como empezamos diciendo en la introducción de este libro, los datos son un activo y hay que gestionarlos como los demás activos de la empresa.


    Monitorizando cada uno de los indicadores que conforman el análisis en el dashboard garantizamos que tenemos en todo momento una guía de lo que está pasando, por qué puede estar pasando y qué podemos hacer al respecto. Para focalizarnos en que el Big Data impacte en las acciones que tomamos cada día en la estrategia de la empresa es necesario construir un pilar sólido en el que apoyar nuestro conocimiento. La clave del éxito no está en los datos, sino en el impacto de estos en el negocio por lo que cada análisis debe llevarnos a tomar decisiones estratégicas que nos lleven a impactar en el negocio. (figura 8.19).


    Porque recordemos, la clave está en la combinación de la experiencia analítica, del conocimiento de negocio y los stakeholders y el transmitir el resultado de una forma inteligente. Porque si solamente combinamos la experiencia analítica con el conocimiento de negocio y de stakeholders pero no sabemos transmitir bien el resultado, nadie nos hará caso, no impactaremos al negocio puesto que el conocimiento no llegará a quien toma las decisiones. Y si solamente utilizamos nuestra experiencia analítica aunque consigamos una buena transmisión del análisis a nadie le importará el resultado puesto que no estará ligado con el negocio y tampoco podrá accionar. (figura 8.20).
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      Figura 8.19. Metodología SEVEN: N de Next action.
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      Figura 8.20. Combinación de experiencia, conocimiento y visualización.

    


    EJEMPLOS DE DASHBOARDS


    Después de haber expuesto la metodología para generación de dashboards que la organización pueda realmente utilizar a la hora de tomar decisiones que impacten en el negocio, terminaremos este capítulo con una serie de ejemplos que ilustran el resultado de aplicar SEVEN a cada análisis del departamento de datos.


    Empezaremos por el dashboard de la figura 8.21: se trata de un negocio que combina el entorno online donde se consiguen los contactos que pasan a leads una vez rellenan un formulario y finalmente se traducen en contactos a través del departamento de call center. Este dashboard ofrece información del negocio a nivel de clientes desde el CRM de la compañía, tomando de este sistema todo lo referente a los clientes, si están activos, el uso que hacen de su zona privada y qué tipo de antigüedad poseen. Desde la web y la app se ofrece el análisis de cómo se comportan aquellos que se interesan por nuestros servicios con el objetivo de que nos dejen sus datos de contacto. Una vez pasan a ser contactos, se les ofrece un trial que les convierte en leads cualificados y que terminarán en contrato final. Cada embudo de conversión se muestra en la zona central de forma que en cada momento se sepa si las campañas de publicidad y marketing están funcionando en la cantidad de contactos, leads y contratos que se van produciendo. Asimismo, se pueden ver en detalle los canales más importantes y en los que se invierten más esfuerzos para incrementar la inversión allá donde hace falta. A la vez, se puede profundizar en el comportamiento multicanal de los clientes, en la evolución de cada uno de los canales, en los detalles de las migraciones a contratos, o en los clientes recurrentes que no terminan de cuajar para poder darles un empujón personalizado.


    De esta forma, los responsables de marketing tienen en sus manos una herramienta potente que utilizan para conocer qué está pasando, cómo está pasando y tomar decisiones sobre la inversión y el entorno que ponen a disposición de los clientes para optimizar su rendimiento. Se optó por un diseño emocional nivel 4 (60 % emocional) para que los stakeholders sintieran la vinculación con el análisis.


    En el dashboard de la figura 8.22: se trata de un negocio de viajes muy centrado en el negocio tanto online como offline. Los stakeholders son responsables del canal de ecommerce que trabajan con diversos productos y proveedores para lograr el máximo beneficio. Las métricas elegidas ponen de manifiesto que el análisis no está centrado únicamente en las ventas, sino también en el beneficio que se obtiene con cada una de ellas, pues cada producto tiene una comisión más o menos alta según el proveedor.
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      Figura 8.21. Dashboard ejemplo on-off line para contratación de electricidad.
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      Figura 8.22. Dashboard ejemplo de ecommerce.

    


    Este dashboard se cuidó mucho a nivel estético porque se decidió colocar una versión de cada una de las pestañas en televisiones en el área de trabajo a tiempo real para que los equipos dedicados a los productos pudieran actuar en base a los datos y la predicción de beneficio esperado cada pocos minutos. Se consiguió que mejoraran los números de la compañía, pero también la confianza de los responsables a la hora de decidir las comisiones en base a datos sólidos. Un 50 % de diseño emocional ayudó a tener algo más que números en las pantallas y a que todos se sintieran parte del análisis.


    Finalmente, mostramos el dashboard de la figura 8.23, desarrollado para una app de contenido muy usada por estudiantes y que resulta una herramienta muy importante a la hora de decidir el tipo de contenido a mostrar para cada tipo de usuario en un momento dado.


    Las métricas más importantes cuentan la historia desde los datos de la audiencia de la app pasando por la captación de usuarios que no son aún activos por lo que el objetivo era ver cómo podemos convencerles de que utilicen más la app. En la última parte se detalla el uso y la interacción de los usuarios con el contenido, de forma que los stakeholders pueden actuar sobre los contenidos para lograr el objetivo deseado de convertir a más usuarios en usuarios activos.


    La segmentación también es importante, puesto que según el tipo de universidad y el campus a los que pertenecen los alumnos, el consumo de uno u otro contenido tenía más importancia. Cada análisis detallado de lo que estaban haciendo los alumnos en la app permite cambiar el contenido de forma dinámica y personalizada para aplicar una estrategia potente que además se combina con la dinamización de dicho contenido en las redes sociales. Se decide el contenido a promocionar en las redes en base al consumo que de él hacen los usuarios de la app.


    En este dashboard se materializó la importancia de la parte emocional, pues previamente se había validado el análisis de los datos implicados con total aprobación de la audiencia pero el dashboard, mucho más racional que emocional, no parecía que hubiera convencido a los stakeholders de que formaba parte de su día a día, no les satisfacía. El mismo diseño con los mismos datos se mejoró con los colores de la app y se introdujo un fondo de una de las universidades y se testó y comparó el resultado con respecto al dashboard anterior. Los resultados no dejaban lugar a dudas, se logró la vinculación emocional y el dashboard se convirtió en una herramienta base a la hora de tomar decisiones.


    En resumen, cada dashboard es un mundo particular donde el conocimiento se transmite con el propósito de cambiar la forma de impactar en la estrategia de un negocio. En nuestra experiencia, cada dashboard es distinto y es imposible utilizar la misma base porque cada análisis es diferente y debe llegar al stakeholder de modo diferente.
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      Figura 8.23. Dashboard ejemplo de contenido.

    


    La culminación de un trabajo bien hecho desde el departamento de análisis logra involucrar a cada miembro de la organización y los datos se convierten poco a poco en un elemento básico para la toma de decisiones estratégicas, por lo que se convierte en un activo. El Big Data Analytics es la parte más gratificante de todo el proceso de Big Data ya que consiste en pasar de los datos a la acción. Ya sabemos que tener una estrategia de datos, invertir en la infraestructura y recopilar y analizar los datos resulta inútil salvo que se pueda traducir la información en acciones, ya sea mejor toma de decisiones, mejores operaciones de negocio, aumento de beneficios o las tres a la vez. Cuando se pone en práctica la estrategia de datos, la empresa se compromete a mejorar el negocio, lo cual resulta muy emocionante. No hay duda de que el cambio hacia la cultura de los datos debe comenzar por lo más alto de la empresa y transmitirse a todos sus niveles, pero si implicamos a los stakeholders y los convertimos en personas clave en la estrategia de datos por medio de visualizaciones de los análisis que ayuden en la toma de decisiones, será mucho más fácil implementarla.


    Los dashboards también irán evolucionando. Es preciso revisar con frecuencia si se utiliza la información para mejorar la toma de decisiones ya que los objetivos cambian, los mercados evolucionan y aparecen nuevas oportunidades de negocio. Por tanto, el uso de los datos y su análisis debe ser capaz de evolucionar y adaptarse en todo momento a las necesidades de la empresa. Esto es un desafío pero los métodos, tanto de recopilación de datos como de análisis, avanzan rápido y tenemos que alinear a toda la empresa para cumplir con la máxima de que la tecnología ha de ir de la mano con los datos y así impactar en el negocio en todo momento.
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    DARK DATA, IOT, BLOCKCHAIN Y STREAMING DE DATOS


    «La estrategia requiere pensamiento, la táctica requiere observación»


    —MAX EUWE.


    DATOS QUE NO SABEMOS QUE TENEMOS, PERO ESTÁN


    Durante páginas y páginas hemos abordado entornos técnicos, herramientas, decisiones de negocio, fuentes de datos de negocio, técnicas de análisis y visualización. Sin embargo, llega el momento de mirar hacia delante y pensar qué hay más allá de dominar todo lo explicado, que podríamos considerar «lo básico » si buscamos desarrollar los datos dentro de una organización. Ciertamente, bajo el concepto de big data hay todavía algunos conceptos en los que no hemos entrado de manera específica. A ello dedicamos este último capítulo del libro. Vamos a entender qué otras fuentes de datos tenemos y cuáles estarán disponibles en los próximos tiempos. Y no nos referimos a otras bases de datos, sino a fuentes que por su tipología o velocidad de generación de datos suponen todo un reto, tanto técnico como de análisis, a la hora de sacarles partido. Algunas de ellas, además, van a ser auténticas protagonistas durante los próximos años.


    Comencemos este repaso tratando el llamado dark data64. A pesar de las connotaciones negativas de su nombre (podemos traducirlo por algo así como datos oscuros), no se trata de nada ilegal o que provenga del Internet profundo. Dark data es el nombre con el que se denomina a todos esos datos que nos rodean, que están ahí en las más variadas ubicaciones, pero en realidad no se usan para nada. De hecho, se calcula que más del 90 % de los datos generados a nivel mundial por toda clase de sistemas de negocio, telemetrías y sensores no se llega a utilizar nunca. ¿Os parece una cifra demasiado elevada para ser cierta? Tristemente, es totalmente real. Veamos algunos ejemplos.


    El ejemplo más simple y básico de dark data son los logs de funcionamiento generados por impresoras, fotocopiadoras, routers o puntos de acceso WiFi en toda clase de entornos empresariales y domésticos. Estos equipos suelen registran cada petición, cada conexión, cada trabajo enviado a imprimir/fotocopiar, y son datos que, salvo en algún caso remoto, jamás se consultan aunque estén ahí. También es cierto que su utilidad es relativa y en muchos casos irrelevante, aunque el verdadero problema es que muchos entornos empresariales ni siquiera saben que los tienen o no se han parado a pensar el potencial que pueden extraer de ellos.
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      Figura 9.1. Dark data son todos esos datos que las organizaciones tienen a su disposición, pero que por una razón u otra no han sido capaces de identificar ni explotar. Con big data, el volumen de estos datos crece de manera exponencial.

    


    Hace algunos años en El Arte de Medir, por avatares del destino, entramos en contacto con una empresa dedicada al alquiler de fotocopiadoras y sistemas de impresión que utilizaba de manera exclusiva máquinas de una marca muy conocida. Su posición en el mercado era fuerte, y con el tiempo, el volumen de desplazamientos de técnicos para dar soporte a sus clientes en el funcionamiento de sus máquinas (desde cambios de consumibles, hasta atascos o averías de toda índole) se convirtió en todo un reto a nivel de gestión logística. Al mismo tiempo, tenían el reto de la facturación: cada mes o dos meses era obligatorio mandar a una persona de visita a las empresas para consultar el número de páginas impresas que registraban las máquinas y, con ello, recabar los datos con los que emitir las facturas por el uso de estos equipos.


    Se trataba de un negocio tecnológico, pero en realidad dependía de un elemento físico (impresoras y fotocopiadoras) ubicado en diferentes localizaciones y que, por tanto, requería de desplazamientos constantes, tanto para el mantenimiento como para la facturación mensual. ¿No habría forma de mejorar el funcionamiento del negocio gracias a los datos? La respuesta era sí, fundamentalmente porque tras hablar con los técnicos, quienes conocían las máquinas con el máximo detalle, nos informaron de que desde hacía un par de generaciones existía la opción de exportar los logs de funcionamiento a un servidor FTP65 externo. Esto suponía que, para las máquinas más modernas en servicio, se podía hacer un volcado diario de esos logs en un entorno externo para adquirir esos datos, tratarlos y analizarlos. Se montó un mínimo proyecto viable que comenzase a trabajar con estos datos… ¿y qué se logró con ello? Bueno, empezando por lo más fácil, como cada máquina registra todas las impresiones que realiza, a diario se disponía del uso de cada máquina en alquiler y, de manera agregada, estos datos estaban segmentados por cada empresa y cada departamento de dicha empresa. De esta forma, salvo errores, se podían evitar las visitas mensuales para este cometido, ahorrando tiempo y desplazamientos.


    Sin embargo, esa ingente cantidad de datos permitían hacer muchísimo más con ellos. De entrada, se preparó un sencillo cuadro de mando para que cada cliente, además de los datos de facturación mensual, recibiese información sobre el uso de la impresión en su oficina. Así, podían conocer horas/días más activos, departamentos según uso, y de paso, detectar si se había producido alguna anomalía (un incremento notable de las copias a color en una máquina concreta). A priori estos datos no permitían cobrar más, pero mejoraba claramente la imagen de la compañía y les otorgaba más poder. ¿En qué sentido? Para empezar, los comerciales tenían mejores datos a la hora de renovar los contratos de alquiler de máquinas, tanto a la hora de aplicar descuentos, como a la hora de colocar máquinas adecuadas al volumen de trabajo real en cada zona. A los clientes, por su parte, les permitía entender mejor el uso de las máquinas que tenían contratadas y detectar posibles abusos. Debido a que en los logs de impresión se indicaba incluso qué ordenadores enviaban los trabajos de impresión, si se solicitaba, se podía llegar a entregar información de volumen de impresiones por puesto de trabajo.


    Más allá del puro negocio, los datos también aportaban información muy valiosa al equipo técnico. Por un lado, como los cartuchos tenían un número de copias estimado según el ritmo de impresión de cada máquina, se preparó un sencillo modelo predictivo que indicaba cuándo sería previsible la necesidad de reemplazar el cartucho. Esto permitía planificar visitas y anticiparse a la llamada de un cliente molesto porque su máquina se había quedado sin consumibles. Por otra, se monitorizaban cierta clase de eventos, como los reinicios de máquina (generalmente porque un trabajo la ha dejado bloqueada) o los atascos de papel. Una máquina donde el papel se atasca con mayor frecuencia de lo esperado es un indicador de que algo está fallando y terminará mal. De la misma forma, los datos de impresión permitían planificar cuándo sería precisa una limpieza a fondo o la sustitución de los tambores. Todo esto no es big data (no al menos en su definición formal), pero permite entender muy bien qué es el dark data: información que está ahí pero que pasa «bajo el radar» y que, al fin y al cabo, son datos que podemos aprovechar para los más variados usos.
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      Figura 9.2. El máximo exponente del dark data son los logs de datos que almacenan toda clase de dispositivos, servidores y servicios en torno a una empresa. Lo normal es que se ignoren, pero en muchos casos pueden ayudarnos con problemas de negocio. La clave está en identificarlos y averiguar cómo sacarles partido.

    


    CÓMO IDENTIFICAR Y APROVECHAR EL DARK DATA


    En una empresa de tamaño medio el volumen de generación de dark data puede ser abismal. Pensemos en una oficina «prototipo»: sistemas de entrada/salida de personas (tornos de la entrada al edificio, apertura de puertas de garaje, o cualesquiera de las cerraduras electrónicas que funcionan con tarjetas/código), los registros de uso los ascensores del edificio, todo el registro de llamadas de la centralita de VoIP66, registros de uso de los equipos ofimáticos (impresoras, proyectores, destructoras de papel, etc.), información de login, acceso y uso de los sistemas informáticos, reservas de salas de reuniones, grabaciones de las cámaras de seguridad e incluso el uso de las máquinas de vending o cafeteras de la zona de descanso, por poner algunos ejemplos obvios. En realidad, tenemos cientos de sistemas que registran datos, a veces muy simples y con una profundidad/estructura mínima, pero que podrían llegar a ser útiles si se saben relacionar bien. Hemos llegado a ver, por ejemplo, pequeños desarrollos capaces de medir el volumen de tazas de café servidas en una oficina por día/hora. El objetivo era analizar la relación de dicho uso con la carga de trabajo de los equipos. ¿Suena a tontería? Fue un experimento algo friki, pero lo cierto es que se demostró que cuando se producían épocas de mayor sobrecarga o estrés de los equipos de trabajo, se disparaba el consumo de café, con lo cual podían vigilar ese dato prácticamente a diario como una forma de anticiparse a problemas emocionales como la saturación, desmotivación o simplemente a personas quemadas por su trabajo.


    Sin embargo, hay mucho más dark data a nuestro alcance que no es generado por nuestros propios equipos o sensores. Hay entornos que en muchos casos son puro opendata67 que ofrecen datos meteorológicos en tiempo real, de contaminación, de tráfico, etc. También podemos encontrar infinidad de fuentes de datos libres generadas por gobiernos y organizaciones sobre toda clase de cuestiones: desde uso de presupuestos, hasta registros históricos de temperatura, vuelos realizados sobre un país e incluso datos sobre catastro (con valoraciones) o parcelas de terreno. Toda esta información está disponible vía API68 o diversos métodos de exportación para que podamos sacarle partido si sabemos cómo hacerlo. Para ello, hemos de pensar en nuestro negocio y todos los posibles factores que pueden influir en él. Por recurrir de nuevo a un caso de fácil comprensión, innumerables negocios pueden utilizar toda la información meteorológica para preparar sus previsiones de afluencia de público y de ventas. Los centros comerciales, sin ir más lejos, saben perfectamente que en días de lluvia o mal tiempo el volumen de visitas se dispara. Basta, por tanto, incorporar los datos de predicción meteorológica que se pueden obtener por diferentes APIs, para preparar modelos de previsión que trabajen con una o dos semanas de antelación. A más público, probablemente debamos reforzar el personal de seguridad y de limpieza, abrir más plantas del aparcamiento, o avisar a los negocios del centro con el fin de que estén preparados para atender a un mayor volumen de clientes.


    Al final, como hemos ido viendo a lo largo del libro, el problema no suelen ser los datos. Datos hay por todas partes y, en el caso de que no estén disponibles, quizá nos toque descubrir cómo logramos incorporarlos. El problema real es identificar qué datos nos pueden aportar mayor capacidad de anticipación en nuestro negocio de cara a la optimización, la gestión y la detección de oportunidades. En este sentido, en los negocios se suele decir que existen dos tipos de personas: las que ven los árboles, y las que ven el bosque. Las primeras se centran en el detalle, en el día a día y en el ahora. Quienes ven el que bosque son capaces de tener una verdadera foto de conjunto, y por tanto son capaces de anticiparse y detectar lo que realmente necesitan para hacer avanzar un negocio. Pues bien, en este caso, para detectar realmente qué nos puede aportar una ventaja significativa frente a la situación pasada o a nuestra competencia, es preciso que seamos personas capaces de ver el bosque. Hay que pensar en qué clase de datos, si estuvieran a nuestra disposición, nos permitirían lograr un avance significativo hacia una organización basada en datos. Una vez identificados esos datos necesarios para aportar valor al negocio, llega el momento de plantearse cómo adquirirlos, manejarlos y analizarlos. Esto nos lleva a nuestra siguiente parada: el mundo de los sensores y el IoT.
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      Figura 9.3. Disponemos de una gran cantidad de servicios que en, en abierto, o de manera gratuita, nos pueden proporcionar datos sobre los más variados ámbitos, como —por ejemplo— el meteorológico. Esta información, en determinados negocios, puede permitirnos anticiparnos y adaptarnos de manera inteligente gracias a estos datos.

    


    IOT, UNA REALIDAD EN MADURACIÓN


    Llega el momento de analizar una de las fuentes de datos que mejor representa el concepto de big data. Nos referimos al IoT (Internet of Things)69, un concepto referido a la conexión digital de toda clase de dispositivos electrónicos a Internet. Bajo este apartado se suelen mencionar cosas como las neveras o lavadoras conectadas a Internet, que serán capaces de actualizar su software de manera automática, e incluso avisar al servicio técnico ante averías o mejorar su eficiencia a partir de los datos que pueda enviarnos a nosotros o al propio fabricante.


    Sin embargo, nos interesa un concepto más amplio del IoT centrado en los sensores y dispositivos electrónicos que podemos interconectar para dotar de verdadera inteligencia a una organización. Uno de los ambientes que mejor ejemplifica esto son las grandes explotaciones agrícolas y ganaderas. Se trata de entornos que tenemos instalados en nuestra mente como analógicos, basados en el trabajo manual y con un nulo nivel de tecnificación. Sin embargo, es uno de los tantos entornos donde se está explotando el concepto de IoT hasta sus últimas consecuencias para optimizar el negocio a todos los niveles.


    Pensemos en unos viñedos, donde factores como la humedad, la temperatura o la cantidad de sol son sencillamente vitales para lograr que las uvas alcancen su punto óptimo de maduración y dulzor. Además, hay factores adicionales que nos permiten proteger a las vides, el verdadero corazón de cualquier viñedo, y que suelen necesitar entre 5 y 10 años para dar uvas de suficiente calidad como para ser utilizadas en vinos de calidad. Todo esto, en el pasado, requería del buen hacer de las personas y de mucha observación. Aún así, si pensamos en las enormes extensiones de terreno que puede llegar a tener una bodega de cierto renombre, es una tarea compleja, tediosa y con grandes márgenes de error.


    Pues bien, el IoT aplicado a esta clase de entornos agrega un nivel de inteligencia nunca visto hasta la fecha. No solo se trata de obtener datos casi en tiempo real, sino de poder reaccionar gracias a esos datos. Por ejemplo, si se detecta una caída brusca de la temperatura bajo ciertas condiciones de humedad, podemos encontrarnos con una helada. Esto podría dañar la uva y afectar a toda la producción de la bodega. Para luchar contra esto se han utilizado múltiples técnicas, pero una de las más sencillas y efectivas pasa hoy por regar con aspersores las vides para, contrasentidos de la física, hacer que sea el agua que rodea las uvas la que se congele y con ello proteja al fruto del frío. Ahora bien, es preciso decidir cuándo comenzar a regar, qué cantidad aplicar, en qué zonas es necesario y cuándo parar. Todo ello con precisión milimétrica. En estos entornos, si contamos con sensores de temperatura/humedad/presión, etc. a lo largo de todo el viñedo, tendremos los datos de primera mano y podremos ver su evolución. Estos sensores, conectados directamente a Internet o a través de un gateway intermedio, enviarán los datos a una plataforma encargada de vigilar su evolución y, una vez superados determinados umbrales, activar los sistemas de riego de manera milimétrica en las zonas necesarias y por el tiempo exacto recomendable. Y todo ello sin intervención humana.
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      Figura 9.4. Compañías como Libelium disponen de diferente hardware para la denominada Smart Agriculture, o el IoT aplicado a entornos agrícolas. Sensores y drones capturan datos vitales que se envían a la nube y, tras ser analizados, permiten actuar sobre sistemas de riego, ventilación, tractores autónomos, etc.

    


    Eso solo un ejemplo, porque hay muchos más. Se utilizan robots y drones para recorrer las plantaciones en busca de plagas o analizar el terreno/plantas/frutos de primera mano, se realizan diversos análisis para identificar el grado de maduración de la uva y planificar el momento idóneo para su recogida, etc. Y a partir de aquí arranca todo el proceso de fermentación, que en muchas bodegas alcanza un alto nivel de sofisticación por la cantidad de parámetros monitorizados, sin nada que envidiar a fábricas que podríamos denominar de alta tecnología. Y si esto es para una explotación agrícola, con las ganaderías ocurre lo mismo. Por ejemplo, hay granjas donde cada vaca está monitorizada 24 horas para detectar subidas de temperatura y registrar otros parámetros vitales que permitan, entre otras cosas, detectar que ha enfermado y debe ser tratada por un veterinario.


    Todo lo anterior es una realidad, y esta tecnología lleva disponible desde hace varios años. Otra cuestión es que su uso esté masificado o no, y de verdad sea utilizada por empresas de todos los sectores. En este sentido, IoT tiene tres obstáculos que aún está en proceso de superar para resultar una tecnología madura:


    1.Coste económico: El IoT es aún caro. Y no pensemos en los clásicos proyectos montados sobre plataformas como Arduino70 y cuatro sensores comprados en una página china por unos pocos euros. Es cierto que, si contamos con unos conocimientos de electrónica, podemos montarnos por 100 euros una estación meteorológica en casa que registre temperatura, presión, velocidad del viento e incluso la intensidad de la luz ultravioleta (rayos uva). Sin embargo, esta clase de proyectos no dejan de ser lo que podríamos denominar prototipos que en un ambiente empresarial real no tendrían cabida tal cual se construyen. Ni los sensores ofrecen muchas veces la precisión/calibración adecuada, ni muchos de ellos pasarían unas pruebas serias de durabilidad, resistencia y escalabilidad que requieren los entornos reales.


    Sobre plataformas como Arduino o Raspberry se pueden hacer realidad grandes conceptos, validar que funcionan, que son útiles, que ofrecen lo que teníamos en mente, pero pasarlos a entornos productivos suele requerir el desarrollo de placas específicas, con sensores certificados, el desarrollo de carcasas resistentes a las inclemencias meteorológicas (si son de exterior), o simplemente ser capaces de superar ciertas pruebas como las de emisiones de radiaciones electromagnéticas. Todo esto supone invertir recursos en investigación y desarrollo, y requiere unos costes de producción considerables, como cualquier producto de esta clase.


    2.Estandarización: Un gran problema al que se enfrenta cualquier compañía interesada en desarrollar un proyecto de IoT es que existen un gran número de fabricantes en diferentes ámbitos de esta disciplina, y la estandarización aún brilla por su ausencia. En el ámbito del hardware, por ejemplo, tenemos a compañías como Intel, ARM, Atmel o Silicon Labs empeñadas en posicionar sus procesadores, cada uno con ventajas e inconvenientes en cuanto a consumo, capacidad e interoperabilidad. En sistemas operativos embebidos que podemos utilizar para cualquier placa de IoT tenemos tranquilamente otras cuatro o cinco posibilidades, al margen de sistemas propietarios que pueda desarrollar alguna compañía por su cuenta, y en sistemas de comunicación tenemos una enorme variedad de tecnologías, muchas de ellas opuestas entre sí por planteamiento, necesidades energéticas, alcance o disponibilidad (WiFi, LoRa, SigFox, EC-GSM-IoT, etc.). Y si hablamos de plataformas, es decir, el entorno en el cual se reciben los datos para analizarlos y actuar ante ellos, encontramos varias docenas de opciones entre soluciones apoyadas por los grandes de la industria (Amazon, Cisco, IBM o Google) y otros actores de nicho, o que directamente acaban de nacer para cubrir un espacio concreto.


    Ahora pensemos en sectores mucho más maduros, como el de la telefonía móvil. En cuanto a sistemas operativos hablamos básicamente de dos grandes opciones (Android o iOS), en procesadores tenemos a fabricantes como Samsung o Qualcomm, y en redes de comunicación contamos con estándares muy claros ya definidos (4G/5G, WiFi o Bluetooth, por ejemplo) que todos los modelos suelen incorporar. Al final, esto da un marco de actuación determinado para los fabricantes, y tranquilidad al usuario, consciente de que puede comprar cualquier móvil del mercado y utilizarlo en una buena parte del mundo con redes de comunicación, o conectarlo a toda clase de dispositivos (manos libres, altavoces, el ordenador, etc.).


    3.Planteamiento adecuado: Provocado por la inmadurez del concepto, se producen infinidad de errores en el planteamiento de los proyectos de IoT. Hemos puesto como ejemplo el caso de las explotaciones agrícolas y ganaderas, donde los datos que se precisa recoger están claros, la actuación ante ellos es directa y, además, las ventajas de utilizar IoT es enorme comparada con la opción del trabajo manual y la observación humana, poco eficiente y con amplios márgenes de error.


    Sin embargo, hemos visto proyectos de IoT realmente ambiciosos y de una elevada inversión, cuya utilidad o impacto real en el negocio ha sido muy bajo. De hecho, una compañía de la talla de Cisco declaraba allá por el 2017 que nada menos que el 75 % de los proyectos de IoT fallaban por planteamiento o diseño. Tengamos en cuenta que un proyecto de IoT ha de abordar el hardware (los sensores y equipos físicos), toda la plataforma de captura y tratamiento del dato, definir la actuación de esos datos, y contemplar aspectos tan críticos como la seguridad, escalabilidad, disponibilidad y fiabilidad.


    Basta buscar un poco en Internet para encontrar un montón de ejemplos, sobre todo provocados por fallos de seguridad, que han permitido de todo: desde utilizar neveras para lanzar un ataque de denegación de servicio, hasta espiar a los propietarios de cámaras y otros dispositivos. Sin embargo, antes mencionábamos la importancia del impacto real del proyecto. Y para nosotros es quizá la pieza más relevante: pensar bien qué obtendremos a cambio, y si esos datos nos permitirán realmente dar la vuelta a las cosas, como en el ejemplo de las explotaciones agrícolas. Ejemplos de tonterías desarrolladas bajo el paraguas del IoT hay a montones, especialmente en el ámbito del consumidor final. En este segmento hemos visto desde cafeteras conectadas con precios astronómicos que realmente no aportan nada, hasta botellas de agua que nos recuerdan la importancia de beber o cepillos de pelo que utilizan un micrófono, acelerador y giróscopo para indicarnos lo bien o mal que nos cepillamos el pelo para mantener su salud. Desarrollos caros, costosos y totalmente inútiles para la vida real.
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      Figura 9.5. Los proyectos de IoT se componen de hardware que recoge y envía datos, así como por la plataforma que trata y utiliza dichos datos para actuar. Bien planteados, abren un enorme abanico de posibilidades para cualquier organización que sepa aprovechar el volumen de datos que se generan.

    


    INDUSTRIAL IOT


    Siguiendo en el ámbito de IoT, pero yendo un poco más lejos, no podemos obviar a IIoT (Industrial Internet of Things)71. Es un concepto ligado al de la llamada industria 4.0, es decir, entornos industriales donde los procesos de fabricación y manipulación de los productos están automatizados hasta sus últimas consecuencias. En este sentido se busca un ahorro de mano de obra, pero especialmente una mayor calidad y precisión de los productos desarrollados. Así, por ejemplo, un teléfono móvil íntegramente fabricado y ensamblado por máquinas perfectamente calibradas y preparadas para desarrollar esta labor, tendrá menores tasas de fallo y permitirá ofrecernos niveles de calidad/acabado imposibles cuando este trabajo se realizaba a mano.


    En el entorno industrial las posibilidades de IoT son casi infinitas. Por un lado, por la infinidad de problemas y demandas de negocio (siempre se busca mejorar la eficiencia de los procesos, acortar los tiempos de producción o mejorar los estándares de fabricación), y por otro, porque la inversión necesaria no suele ser un problema. Podemos echar un vistazo a la industria automovilística, un segmento industrial donde los grandes fabricantes destinan sumas astronómicas al desarrollo de nuevos modelos, y donde se busca la máxima fiabilidad en el desarrollo de los vehículos, entre otras cosas porque algunos errores pueden provocar directamente la pérdida de vidas. Ya existen fábricas donde prácticamente todos los trabajos de ensamblaje de piezas, pintado e incluso verificación del vehículo son realizados por máquinas. Este proceso está repleto de tecnología IoT, la cual permite que todas esas líneas de montaje funcionen como deben. Por citar un ejemplo simple, tenemos cámaras que revisan la pintura del vehículo con precisión milimétrica para garantizar que no hay imperfecciones, o sensores encargados de validar que el ajuste entre las piezas de la carrocería (capó, puertas, etc.) esté dentro de estrictos márgenes que no superan los milímetros.


    Pero no hay que irse tan lejos. En áreas como la logística se están sacando los mayores beneficios a toda la corriente de IoT, y poniendo en marcha proyectos realmente sorprendentes. Un ejemplo ya clásico es el de una cervecera que dotó de sistemas de IoT los grifos que instalaba en los bares, para controlar la cantidad de cerveza dispensada y de barriles utilizados y así planificar de manera automatizada tanto las rutas de recogida y entrega de cerveza, además de adelantarse a las necesidades de los bares para pedir una nueva remesa de barriles. Pero hay muchos más casos donde la gestión de los paquetes que se mueven por un centro de logística, o las prendas de ropa que se mueven a lo largo de toda una cadena de suministro hasta llegar a la percha de la tienda están perfectamente trazadas.


    En estas situaciones, disponemos de dispositivos físicos que nos ofrecen información o que monitorizamos para obtener los datos, y el siguiente reto es que el negocio sea capaz de sacar partido a esos datos. Aquí es donde muchos proyectos fallan o están mínimamente explotados, y donde encontramos uno de los retos más relevantes de cara al big data. Por ejemplo, si una empresa de paquetería tiene controlados todos los sobres o paquetes que maneja mediante etiquetas RFID, puede hacer grandes cosas si dispone de lectores de RFID en todos sus activos de movimiento de mercancía (centros de logística, camiones, furgonetas e incluso aviones), y combina toda esa información con los datos de GPS de los camiones/furgonetas (velocidad, ruta, distancia, paradas, etc.), datos meteorológicos que puedan afectar a los repartos (por ejemplo, si llueve hay más atascos y los tiempos de entrega aumentan para zonas urbanas), etc. Se puede mejorar la trazabilidad, casi en tiempo real para el cliente, ofrecer estimaciones de entrega reales (se acabó eso de «entrega de 10 a 14 horas»), generar avisos automáticos para el cliente ante cualquier cambio de estado o contingencia imprevista (por ejemplo, paradas que retrasen la entrega programada), y optimizar la eficiencia de todos los recursos disponibles. Podemos diseñar rutas según el tráfico estimado y previsión meteorológica, e incluso la presencia de situaciones excepcionales, como obras o cortes planificados de vías de transporte. Además, una empresa de esta clase podría aprender de cada envío que realiza. Ahora mismo se tiende a contemplar tarifas unificadas según el destino y en función del peso y/o dimensiones del paquete. Pero, por ejemplo, si sobre la base de las últimas entregas sabemos que un destinatario no suele estar disponible en su domicilio en determinadas horas, podríamos automáticamente aprender de ello para reprogramar las futuras entregas en horas donde exista mayor probabilidad de entregar la mercancía. De la misma forma, según estos parámetros, se podría incluso establecer tarifas diferenciales basadas en factores como el tiempo medio en depositar la mercancía. No es lo mismo una entrega en el décimo piso de una calle del centro, donde el repartidor ha de conseguir aparcar la furgoneta y emplear un precioso tiempo en subir el paquete a su destinatario, que una nave industrial donde puede aparcar en la puerta y dejar el envío en recepción en cuestión de un minuto. Todos estos casos son ejemplos de datos que se puede recoger, calcular y procesar hoy en día. La clave está en ser capaces de ver más allá del dato, y buscar la utilidad real de este para nuestros procesos productivos. Ello abre un enorme abanico de posibilidades en la ventaja real que pueden sacar las organizaciones frente a la competencia. Pensemos que, en un mundo donde la tecnología disponible para unos y otros es similar (siempre que podamos pagarla) y los productos de un segmento evolucionan de manera similar según lo demanda el mercado, a veces las diferencias entre competidores se centran solo en aspectos como la percepción de la marca, o intangibles como los valores con los que se identifican los clientes. En estos casos, ser capaces de capturar datos realmente relevantes y hacer cosas que impacten en el negocio gracias a ellos, es uno de los factores que más está diferenciando a unas organizaciones de otras. Es algo similar a lo ocurrido en la segunda mitad del siglo XX con la publicidad.


    Mientras que había empresas que seguían haciendo lo de siempre, generando ruido e impacto reducido en sus potenciales clientes, Paul MacLean72 postuló su teoría de los tres cerebros en 1970 y, basándose en el potencial del llamado cerebro reptiliano (o límbico), creó toda una nueva forma de hacer publicidad llamada Neuromarketing73. Las empresas que en su momento pudieron aplicar estos conocimientos, tenían una ventaja extra sobre los demás competidores, y no necesariamente con mejores o más competitivos productos.
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      Figura 9.6. Los entornos industriales son los que mayor transformación están logrando en sus procesos gracias al IoT Analytics. El aprovechamiento de enormes cantidades de datos les permite actuar en tiempo real sobre sus procesos y automatizar una gran cantidad de tareas antes impensables.

    


    BLOCKCHAIN, UNA PROMESA POR EXPLOTAR


    Y llega el momento de tocar otra de las tecnologías disruptivas de la segunda década de este siglo XXI. Mucho se ha hablado sobre blockchain (cadena de bloques)74, un concepto con aplicación en infinidad de campos y que viene a resolver varios problemas de los métodos tradicionales de almacenar e intercambiar información. Empezaremos por explicar que se trata de un método por el cual la información se estructura en bloques o unidades de información, y cada bloque se asocia con el anterior y el siguiente a partir de una serie de metadatos generados mediante complejos algoritmos de encriptación. Esto hace que un bloque como unidad de información completo (datos y metadatos) sea totalmente único en la cadena y, además, no pueda ser alterado sin romper toda la cadena de bloques, pues modificar los datos supondría modificar los metadatos, haciendo que se corrompa la cadena de bloques.


    El resultado de este concepto es que podemos utilizar blockchain para cualquier entorno que precise almacenar transacciones (entendidas como registros de información), y con garantías de que los datos no pueden ser modificados/eliminados sin que se corrompa la cadena y con ello, se ponga al descubierto esta modificación. Es una especie de gran libro de transacciones, que además tiene ventajas añadidas como contar con un gran número de nodos (ordenadores) gestionados por diferentes actores, donde se almacena una réplica de todas las transacciones realizadas. Esto cumple dos cometidos fundamentales: por un lado, da fiabilidad, pues si un nodo desaparece o falla, el resto sigue contando con una copia de todo el libro de transacciones y, por otro, aporta seguridad, pues todos los nodos han de mantener una copia idéntica de los datos que garantiza que las transacciones no han sido alteradas. Es, pues, un sistema basado en la confianza (el libro de transacciones es público y puede ser descargado por cualquiera que lo desee) y en la distribución de la información entre todos los nodos posibles. El escenario más clásico, y por el que fue conocido mundialmente blockchain, es el de las criptomonedas, y especialmente su moneda más famosa: el bitcoin. Cada transacción de compra o venta de bitcoins queda registrada en una cadena de bloques, de manera que estas transacciones (con los datos internos debidamente encriptados) son públicas, distribuyendo la confianza en el sistema entre todas las personas que lo usan. De esta forma, ya no es preciso un regulador o entidad suprema que certifique los intercambios de moneda, labor que es garantizada por todos los nodos y la lógica de la propia red. El nuevo esquema, por tanto, añade transparencia y elimina intermediarios que anteriormente habrían sido imprescindibles.


    En el ámbito de las corporaciones, se están desarrollando innumerables proyectos tomando como base el concepto de blockchain, sobre todo para casos donde intervienen múltiples actores de manera conjunta con un objetivo común. Un ejemplo que ya está en marcha son las cadenas de bloques que almacenan la trazabilidad de ciertos alimentos (carne, verduras, etc.) desde la producción inicial hasta llegar a la nevera del consumidor. Si tanto el productor, como todos los intermediarios y hasta el propio supermercado que nos vende una pieza de carne han ido registrando el paso del producto, tenemos la certeza de que la trazabilidad es fiable y creíble.
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      Figura 9.7. Blockchain o las cadenas de bloques son un concepto totalmente nuevo que, con infinidad de aplicaciones, está revolucionando la manera en que se validan transacciones e intercambian los datos en un entorno público y transparente.

    


    Sin embargo, blockchain está solo en sus inicios. El concepto ha llegado para quedarse, y cada vez será más habitual encontrar entornos que basan todo su registro de transacciones en cadenas de bloques, muchas veces públicas, y que nos permitirán disfrutar de igual o más seguridad jurídica reduciendo los trámites y costes asociados a muchos procesos del día a día.


    Desde sistemas de pago, hasta contratos de toda clase entre particulares, seguros, medicina, logística, etc. El único hándicap achacado a blockchain es precisamente su mayor fortaleza: la complejidad de los algoritmos necesarios para añadir la metainformación que abre y cierra cada bloque de información, requiere de una potencia de cálculo muy elevada. Esto es lo que hace imposible modificar algún bloque de datos dentro de la cadena, al menos en la práctica, pues alterar un bloque supondría recalcular toda la metainformación que une los diferentes bloques de la cadena, y ser capaces de replicar dicha información entre todos los nodos que forman la cadena de bloques. Por otro lado, cada vez que se realiza una transacción esta debe ser validada por los llamados nodos de confianza. Esto supone que, por ejemplo, una transferencia de bitcoins entre un monedero y otro requerirá de unos minutos, incluso horas (según la carga de la red), hasta que todos los nodos la den por válida, y aseguren así que queda completada y grabada en el libro de transacciones. Todo esto aporta seguridad y transparencia, pero también tiene una desventaja importante, pues las transacciones ya no son instantáneas, sino que requieren un proceso intermedio (aunque sea de unos pocos segundos) para ser completadas.


    BLOCKCHAIN ANALYTICS


    Entre los posibles usos de blockchain, hay uno específicamente centrado en analítica de los datos. Ese es, justamente, el más interesante para este libro. El concepto de blockchain analytics es aún muy incipiente, y en realidad está todavía en fase exploratoria. En realidad, nos permitirá disponer de datos que hoy día son sencillamente inaccesibles por una razón u otra. Estos datos (transacciones) permitirían entrenar modelos predictivos a nivel de industrias completas con un esfuerzo relativamente sencillo y, por otro, disponer de datos con los que trabajar para las más variadas necesidades. Un ejemplo de ello son los propios dispositivos IoT anteriormente explicados. Aplicados a una organización pueden ser muy potentes, pero ¿qué ocurriría si volcasen todos sus datos en cadenas de bloques debidamente anonimizados, pero a la vez públicos para poder ser analizados? El concepto de cadena de bloques aplicado a estos dispositivos es perfecto, pues incluso podríamos tener dispositivos de diferentes personas u organizaciones intercambiando datos entre sí en una cadena de bloques común, que su vez podría ser utilizada para un bien mayor.
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      Figura 9.8. Los usos de blockchain van mucho más allá de las criptomonedas. Aplicado a análisis de datos, blockchain abre grandes posibilidades en sectores como el de la salud, los seguros y otros tantos no financieros.

    


    Pensemos en el sistema de pago de peajes de las autopistas. Actualmente es preciso disponer de un dispositivo que colocamos en el parabrisas del vehículo, y que por radiofrecuencia detecta cuándo entramos en el carril del peaje para, tras validarlo, abrir o no la barrera. Este dispositivo es básicamente idéntico en concepto a una tarjeta de crédito, pues está emitido por una entidad de carácter financiero que se encarga de actuar de intermediario entre el cliente final y la operadora de autopistas, abonándole los importes que nos cobran tras descontar una comisión. Pues bien, el dispositivo de fuera en nuestro coche podría ser perfectamente un dispositivo IoT que se comunicase con el lector colocado en el carril por el propio operador de autopistas (como ocurre ahora mismo). Aquí la diferencia sería que nuestro dispositivo y el del operador podrían apoyarse en una cadena de bloques global destinada al pago de las transacciones de cada paso por una cabina de peaje. Con esto se podrían eliminar los intermediarios entre el cliente final y la operadora, y podríamos pagar directamente al operador aligerando costes, en un proceso de gran transparencia. Es más, incluso sería más seguro que los mecanismos actuales donde se genera un elevado fraude.


    Y todo esto sería posible gracias a iniciativas como IoTA75, una criptomoneda desarrollada por una fundación del mismo nombre, específicamente diseñada para ser intercambiada entre dispositivos IoT. Podríamos cargar de IoTA nuestro dispositivo IoT, y que este se encargue de enviar las unidades correspondientes al operador de autopista cada vez que pasamos por el carril de peaje y la operación se valida. En todo caso, como los dispositivos IoT tienen limitaciones importantes, como la limitada capacidad de cálculo, bajo consumo energético y ancho de banda de comunicación pequeño, han diseñado para su criptomoneda una versión propia del concepto de cadena de bloques llamado Tangle76. Este método no precisa de procesos de cálculo tan complejos como en el caso del blockchain original y tiene alguna peculiaridad, como que aquí no hay nodos de confirmación como tal. Y es que, cada vez que un dispositivo envía una transacción a la cadena, se ha de encargar de confirmar (haciendo la prueba de desafío matemático) otras dos enviadas por otros dispositivos. De esta forma, dispositivos diferentes envían y validan, y la capacidad de proceso se reparte entre todos los dispositivos IoT que forman la red. Además, cuantos más dispositivos haya conectados, mayor capacidad de procesamiento se genera, con lo cual la escalabilidad de la red está garantizada, algo que con el blockchain original requería añadir más y más nodos a medida que la red va creciendo.


    Volviendo al caso del peaje, ya hemos visto que con IoTA podríamos pagar al operador de autopistas nuestro viaje. Pero, además, nuestra transacción quedaría expuesta de forma pública en la red. Sería una transacción anonimizada (nuestro identificador no podría ser relacionado con una persona concreta, solo sería un número más entre otros millones), pero estaría disponible para cualquiera que decida sacar partido a esos datos. Desde las propias empresas de autopistas, que con esa cadena de bloques dispondrían de información casi en tiempo real de los vehículos que cruzan las cabinas de peaje, hasta cualquier sistema de información del tráfico que se dedique a lanzar alertas automatizadas ante determinados umbrales de vehículos por minuto. Es más, ¿por qué no emplear esos datos para entrenar modelos predictivos que nos permitan saber qué días/horas habrá más tráfico? Y con una visión más global, ¿por qué no analizarlos para estimar el volumen de desplazamientos reales que se están produciendo a nivel local o nacional? ¿Y para calcular la contaminación prevista en los accesos a las ciudades? ¿Y para estimar por parte de cualquier interesado el potencial negocio de construir una nueva estación de servicio en una determinada carretera? ¿Y para auditar el tráfico (y por ende los beneficios estimados) de una concesión a una empresa privada?


    Todo lo anterior puede parecer ciencia ficción, pero como afirmamos antes, esta tecnología ya existe hoy en día. El problema es que ni las organizaciones, ni la propia sociedad están aún preparadas para asumir ciertos cambios. Por un lado, toda esta apertura genera un fuerte rechazo por parte de las organizaciones, que ven una amenaza en el hecho de que cualquiera pueda consultar y analizar datos como los indicados. Por otro, porque tanto a IoT como al propio concepto de cadena de bloques aún le queda madurar como para que sean tecnologías accesibles y fáciles de manejar por cualquier ciudadano de a pie, como lo es hoy día de hoy una tarjeta de crédito, un móvil o el carné de la biblioteca.


    Sin embargo, en El Arte de Medir ya nos hemos planteado todo esto: imaginaros el volumen de datos que podrían generar cadenas de bloques (y criptomonedas, allí donde sean de aplicación) a entornos como las máquinas de vending, el alquiler de bicicletas/patinetes eléctricos en las grandes ciudades, los billetes de avión, las reservas hoteleras, y un largo etcétera de casos cotidianos. Todo esto generaría un verdadero volumen de datos para big data que, bien explotados, permitirían comprender mucho mejor todo lo que nos rodea y ser capaces de adelantarnos a lo que esté por venir. Sin duda, tenemos tiempos apasionantes por delante.
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      Figura 9.9. El verdadero éxito de aplicar un concepto como blockchain al negocio parte de una buena compresión de la tecnología y sus ventajas, qué aplicaciones tienen cabida en nuestro entorno y, obviamente, de desarrollar una solución tecnológicamente robusta y escalable.

    


    STREAMING DE DATOS


    Terminamos este último capítulo con un concepto que ya mencionamos en páginas anteriores al referirnos al proceso de análisis. Uno de los cambios que ha traído big data es la posibilidad de estar preparados para recibir flujos de datos constantes en tiempo real, y aquí el reto es ser capaces de engullirlos, procesarlos y utilizarlos. Puede parecer secundario, pero es uno de los grandes cambios de paradigma que ha traído el concepto big data. Antaño, como ahora, podemos tener ingentes volúmenes de información, pero generalmente esos datos son registros que se almacenan en una base de datos que podemos consultar con la periodicidad que nos interese. Incluso cada minuto. Pero esto no es el streaming de datos.


    Hablamos de esta tipología cuando un sensor, una aplicación o un entorno nos hace llegar los datos a medida que se van generando, y nosotros somos los encargados de hacer algo con todo ello. Un ejemplo muy sencillo puede ser la analítica de un servicio de vídeo en streaming como Netflix (por poner un nombre conocido por todos). Si tenemos bien implementada la telemetría de dicho servicio en todas sus plataformas (Web, App móvil, SmartTV, etc.), cada uno de esos entornos nos enviará de manera constante información de lo que están haciendo los usuarios: botones de reproducción, cambios de idioma/subtítulos, agregar contenidos a favoritos, etc. De toda esta información, solo alguna será realmente relevante para ser analizada en tiempo real. El resto podemos almacenarla para analizarla más tarde de manera agregada. Y esta distinción es importante: recibimos notificaciones ante diferentes eventos de la plataforma y, aunque los grabemos todos para después procesarlos y tener una analítica sólida del servicio, podemos optar por ir contabilizando en tiempo real (por ejemplo, cada 5 o 10 segundos), el volumen de usuarios conectados y las series o películas que están en reproducción, a su vez segmentados por mercado y plataforma.


    Uno de los retos para ser capaces de trabajar con datos en streaming es de índole tecnológico. En las páginas previas hemos hablado de almacenes de datos y lagos de datos, de información estructurada y de otros muchos conceptos. En el caso de los flujos de información constantes, es preciso trabajar con herramientas como Amazon Kinesis (aws.amazon.com/es/kinesis/), capaces de absorber enormes cantidades de información en tiempo real para los más variados objetivos: desde disparar alarmas ante la ocurrencia de ciertos hechos, hasta la simple contabilización de eventos, e incluso alimentar modelos de toma de decisiones. En cambio, el mayor reto en realidad no es técnico. Desde El Arte de Medir consideramos que el mayor reto es estratégico: fundamentalmente porque muy pocos entornos están aún preparados para trabajar con datos en tiempo real y ser capaces de actuar ante ellos. Montar un entorno en el que recibamos gran cantidad de datos en streaming, pero tan solo los utilicemos para mostrar un cuadro de mando en algún sitio que nadie mira, puede considerarse un fracaso. La clave está en identificar qué tipo acciones automatizadas podría tomar la organización a partir de los datos que recibe en tiempo real y, con ello, utilizar esos datos para obtener un beneficio u optimización.
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      Figura 9.10. La capacidad para manejar y actuar gracias a los datos que nos llegan en streaming es una de las máximas características del big data. Eso sí, los datos han de aportar valor en forma de toma decisiones automatizadas o alertas que permitan decisiones en cuestión de segundos o minutos.

    


    Hoy tenemos bastantes ejemplos de esto, aunque algunos no sean muy populares. Uber o Cabify ajustan los precios de los trayectos en coche a la demanda, incluso por zonas de la ciudad. Esto hace que en momentos de máxima demanda los trayectos sean más caros (y con ello, aunque se produzcan menos trayectos, obtenga mejor retorno económico), y en momentos de baja afluencia se abaraten los precios, y con ello se incentive el uso por parte de personas que, quizá a otros precios, no pagarían sus servicios. Esta misma lógica la tenemos aplicada a los billetes de avión, e incluso se ha comenzado a aplicar en países como EE. UU. a carriles de peaje ubicados en vías rápidas de acceso o salida de las ciudades. En estos casos existe un carril que, en momentos de mínima carga de tráfico es de uso libre, pero que a medida que se congestiona más la circulación, requiere pagar un peaje cada vez mayor. De nuevo puede parecer impopular e incluso discriminatorio, pero lo cierto es que, si tienes que llegar a tiempo al aeropuerto para coger un vuelo y la carretera está totalmente atascada, probablemente no te importe pagar un peaje (incluso aunque sea elevado) para llegar a tiempo a tu destino. En cambio, si no tienes ninguna prisa por llegar, probablemente prefieras sufrir el atasco, ahorrarte el peaje y de paso dejar libre la vía para quienes realmente necesiten llegar antes pagando un elevado precio.


    Con los datos en tiempo real, bien manejados, podemos dotar de inteligencia al negocio. Los análisis en sus diferentes variantes nos permiten analizar que ocurrió, predecir qué ocurrirá e incluso decidir qué cambios implementar sobre la base de lo anterior. Los datos en streaming o tiempo real nos deberían servir para lograr que el negocio se adapte de manera automática a las diferentes situaciones, o al menos para que los sistemas lancen una alerta con el propósito de que alguien tome una decisión de manera inmediata. Cualquier otra versión no deja de ser una bonita representación de datos en una pantalla, pero que realmente no están aportando absolutamente nada, y que dentro de un rato habrán dejado de tener valor alguno, pues habrán sido reemplazados por otros nuevos.
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    CONCLUSIONES


    «Compadezco al que no conoce el ajedrez. Causa alegría al 
aprendiz y sumo placer al veterano».


    —LEÓN TOLSTOI.


    ... Y PRÓXIMOS PASOS


    EVOLUCIÓN MEDIANTE EL CONOCIMIENTO


    El núcleo común de los métodos de investigación se basa en recopilar observaciones empíricas o datos para juntarlas con ayuda de herramientas matemáticas. El Big Data Analytics es necesario porque no tenemos respuestas a preguntas importantes de negocio; es necesario buscar métodos de llegar al conocimiento. Las observaciones o la intuición no son conocimiento por sí mismas. Debemos usar las matemáticas. Y esta ha sido la base de este libro.


    La grandeza del Big Data Analytics es su capacidad de explicar y predecir lo que debemos hacer para evolucionar en el negocio. Los aspectos más complejos de la realidad de un negocio tienen las matemáticas como eje central. El problema es que a muchas de las personas en la empresa les cuesta entender el lenguaje de los datos o las matemáticas por lo que es imprescindible contar con recursos dentro de la empresa que puedan traducir a conocimiento todo lo que rodea al Big Data. Por eso se ha abordado la implicación de las personas de todos los departamentos de la empresa, condición importante para llevar a cabo la cultura de datos con éxito. A lo largo de nuestra experiencia en diferentes empresas, independientemente de su número de empleados, n ha sido vital el entender el lado humano para la implementación de una buena cultura de datos en el conjunto de la compañía.


    Saber es poder y el Big Data Analytics nos permite ir más allá en la resolución de problemas de negocio, por lo que nos proporciona poder. Pero las herramientas tecnológicas por sí solas no son suficientes. De ahí que necesitamos que tecnología y metodología de análisis vayan de la mano para producir toda la potencia que demanda el ámbito de la empresa.


    Entonces… ¿hacia dónde vamos? ¿Qué nos depara el futuro en materia de análisis de Big Data?


    Ahora mismo existe una obsesión con la tecnología, por lo que la evolución de las metodologías de análisis en conjunción con la tecnología nos permitirá resolver un problema de negocio tras otro, y solucionarlos mediante la adquisición y aplicación de nuevos conocimientos.


    Cada dato del presente, en combinación con el histórico de lo acontecido en el pasado, nos conduce al futuro. Cuando intentamos entender el presente y el porqué de un determinado hecho, muchas veces no podemos proporcionar una respuesta definitiva. Es decir, no podemos explicar por qué pasó esa posibilidad concreta en lugar de otras.


    Existe una gran diferencia entre explicar el cómo algo ha pasado y explicar el porqué de lo que ha pasado. Describir el cómo implica ir paso a paso construyendo la serie de acontecimientos que llevaron de un punto a otro. Pero explicar el porqué significa encontrar relaciones causales entre lo que pasó frente a lo que pudo pasar y no pasó.


    Es un error simplemente utilizar la posibilidad que se materializó para explicar en retrospectiva por qué el resultado final era inevitable. El Big Data nos proporciona solamente información sobre esa posibilidad, sobre lo que realmente ha pasado. Utilizando la analítica, el Big Data Analytics, buscamos entender el porqué, intentando explicar por qué los acontecimientos pasaron de esta manera y no de otra. A lo largo de todos los capítulos de este libro, hemos intentado seguir este camino en busca del conocimiento, del porqué de los acontecimientos, y de esta forma r aportar soluciones que tengan impacto positivo en el negocio.


    Curiosamente, es posible ofrecer buenos razonamientos y evidencias a favor de lo que ya sabemos que ha pasado y tratarlo como algo inevitable. Pero la realidad es que estudiando las posibilidades y el contexto somos capaces de predecir lo que puede pasar en el futuro. Aquí está realmente la clave. Nuestro objetivo es encontrar la manera de prescribir acciones capaces de producir un futuro mejor.


    Todo indica que cada vez podemos entender mejor el porqué suceden los acontecimientos por medio de las tecnologías a nuestra disposición, las cuales nos permiten construir modelos de datos realmente representativos de los factores con mayor impacto en los resultados del negocio y así producir pronósticos de creciente calidad. Buscamos algoritmos infalibles que, puestos en visualizaciones espectaculares, podamos utilizar en cada momento para optimizar el negocio al máximo. Esto es lo que hemos desgranado en cada uno de los capítulos, explicando la metodología MAMBO para implementar una buena cultura de datos en la organización.


    Pero la tecnología avanza, los especialistas en datos evolucionamos, tenemos un horizonte amplísimo de posibilidades por lo que seguiremos siendo testigos de un crecimiento vertiginoso y sin precedentes en ciencia de datos y tecnología aplicada a negocios. Como hemos podido entrever en el último capítulo del libro, no estamos más que en el principio de esta nueva era de poder medir absolutamente todo y obtener conocimiento de cada acontecimiento, con el propósito de cambiar la forma de hacer las cosas.


    Si eres la persona responsable de implementar la cultura de datos en la empresa, recuerda que puedes convertir los datos en un activo más del negocio y hacer del análisis y del conocimiento una ventaja competitiva por el mero hecho de realizar las correspondientes preguntas de negocio. Los datos no solamente nos llevan a tomar mejores decisiones, sino que nos permiten ser más eficientes. Nunca habrá mejor ocasión de hacer que el conocimiento lidere el futuro de la compañía.


    Lo mejor está aún por venir, el Big Data Analytics irá evolucionando cada vez más deprisa y no solo seremos testigos, sino que formaremos parte de la revolución de los datos en todos los sectores. Para salir airosos necesitamos un plan y eso es lo que nos llevó a escribir este libro: un manual de cómo hacer que los datos impacten positivamente en el negocio y que por fin la información cuente como un activo más de la empresa. El conocimiento es el factor diferencial que nos permitirá crecer en un mundo cada vez más competitivo.


    Como los siguientes pasos están aún por descubrir, invitamos a todo lector que quiera ser parte del futuro de Big Data Analytics a que se ponga en contacto con nosotros por medio de:


    Nuestros correos electrónicos:


    gemma@elartedemedir.com


    eduardo@elartedemedir.com


    O, si lo prefieren, seguir la conversación de los datos en cualquiera de nuestras redes:


    Twitter


    @sorprendida


    @esanchezrojo


    Linkedin


    linkedin.com/in/sorprendida


    linkedin.com/in/eduardosrojo


    Web


    elartedemedir.com/


    Será un placer escuchar y debatir cada aportación. De esto se trata, de construir entre todos el futuro del análisis de datos y crecer juntos en esta disciplina. Gracias por confiar en nosotros para avanzar contigo en el conocimiento. Tanto si eres aprendiz como veterano, la pasión por el análisis de los datos nos une y, al igual que ocurre en el ajedrez, todos aprendemos y evolucionamos con cada partida.
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Getting list of selected properties

Starting tap: tap-env/bin/tap-mysql --config /tmp/tap_config.json —-properties /tmp/properties.json -

Starting target: target-env/bin/target-stitch --config /tmp/target_config.json

Using Stitch import URL https://api.stitchdata.com/v2/import/batch

Server Parameters: version: 5.7.25-log, wait_timeout: 2700, innodb_lock_wait_timeout: 2700, max_allow

Server SSL Parameters (blank means SSL is not active): [ssl_version: ], [ssl_cipher: ]

State update: adding bookmarks.acmemagento-acme_product_stock_alert.log_file "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-acme_product_stock_alert.log_pos = 4

State update: adding bookmarks.acmemagento-acme_product_stock_alert.version 1554375740773

State update: adding bookmarks.acmemagento-catalog_product_entity.log_file mysql-bin152.000047"

State update: adding bookmarks.acmemagento-catalog_product_entity.log_pos

State update: adding bookmarks.acmemagento-catalog_product_entity.version

State update: adding bookmarks.acmemagento-cataloginventory_stock.log_file

State update: adding bookmarks.acmemagento-cataloginventory_stock.log_pos

State update: adding bookmarks.acmemagento-cataloginventory_stock.version = 1554374956921

State update: adding bookmarks.acmemagento-cataloginventory_stock_status.log_file = "mysql-bin152.000

State update: adding bookmarks.acmemagento-cataloginventory_stock_status.log_pos = 4

State update: adding bookmarks.acmemagento-cataloginventory_stock_status.version = 1554374962319

State update: adding bookmarks.acmemagento-core_store.log_file "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-core_store.log_pos

State update: adding bookmarks.acmemagento-core_store.version = 1554375455336

State update: adding bookmarks.acmemagento-core_store_group.log_file = "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-core_store_group.log_pos 4

State update: adding bookmarks.acmemagento-core_store_group.version = 1554375460751

State update: adding bookmarks.acmemagento-core_website.log_file = "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-core_website.log_pos = 4

State update: adding bookmarks.acmemagento-core_website.version = 1554375466150

State update: adding bookmarks.acmemagento-sales_flat_invoice.log_file = "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-sales_flat_invoice.log_pos 4

State update: adding bookmarks.acmemagento-sales_flat_invoice.version 1554375471536

State update: adding bookmarks.acmemagento-sales_flat_invoice_item.log_file = "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-sales_flat_invoice_item.log_pos = 4

State update: adding bookmarks.acmemagento-sales_flat_invoice_item.version = 1554375920030

State update: adding bookmarks.acmemagento-sales_flat_order.log_file "mysql-bin152.000047"

State update: adding bookmarks.acmemagento-sales_flat_order.log_pos

State update: adding bookmarks.acmemagento-sales_flat_order.version

State update: adding bookmarks.acmemagento-sales_flat_order_item.log_file

State update: adding bookmarks.acmemagento-sales_flat_order_item.log_pos = 4

State update: adding bookmarks.acmemagento-sales_flat_order_item.version = 1554543732641

State update: adding currently_syncing = null

No server_id provided, will use global server_id=152

Startlng hlnlog replication with log_file=mysql-bin152.000047, log_pos=4
"sync_binlog" job took 5.3s, ended with status "succeeded"

Exiting normally

Target exited normally with status @

Exit status is: Discovery succeeded. Tap succeeded. Target succeeded.

4
1554375435622

"mysql-bin152.000047"
4

4
1554378314825
"mysql-bin152.000047"
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